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1 はじめに

社会的要請の多様化に伴い, 相競合する評価尺度を持っ複数の目的関数を同時に最小化する解を求める,
多目的計画法が注目されてきている. 多目的計画法では, 目的関数がベクトル値関数となり, 全ての目的関
数を最小化する完全最適解が必ず存在するとは限らない. このため, 多目的計画問題においては, 各目的関
数値のトレードオフの扱い方が異なる数多くの解概念が提案されている. その中で最も代表的な解の 1つ
が Pareto 最適解である.
従来, Pareto最適解を求める方法としては, 以下のような方法が提案されている [1, 2, 3].

(a) スカラー化法
多目的最適化問題の各目的関数を組み合わせて, 単一目的最適化問題に変換する方法である. 荷重平
均法, 制約法, 荷重 minimax法などが含まれる.

(b) 目標計画法と妥協計画法
目的関数値ベクトルと意思決定者が達成しようと考えている目標値ベクトルの距離を最小化する方法
である.

(c) 対話的手法
対話によって得られる意思決定者の局所的な選好情報に基づいて, 実行可能解を最適解の方向へ改良
する方法である.

しかし, (a), (b) では多目的最適化問題から単一目的最適化問題への変換方法によっては, 意思決定者の
選好を十分に反映することが困難であり, (c) では意思決定者の局所的な選好を取り入れられるが, Pareto
最適解全体を比較するような大局的な選好を取り入れることは困難である, 等の問題点がある.
多目的最適化においては, Pareto最適解の全体集合を求め. 意思決定者が Pareto最適解の全体集合の中
から最終的な選好解を選択することにより, 意思決定者の選好をより適切に反映させることが非常に重要で
ある. (a), (b) でも, パラメータを変化させながら繰り返し問題を解くことによって Pareto最適解の全体
集合を求めることができるが, 目的関数の定義域の次元が増加するにつれ, 膨大な計算時間が必要となる.
このため, 多目的最適化問題を単一目的最適化問題に変換することなく, Pareto最適解集合を直接求める
手法を提案することが必要となっている $[4, 5]$ .

Pareto最適解集合を求める最適化手法の 1つに, 進化的アルゴリズム (Evolutionary Algorithms; EAs) を
用いる方法がある. 進化的アルゴリズムは, 解集団による多点探索を行うため, 解候補の多様性を維持し, 真
の Pareto最適解集合への選択圧力を与えることにより, 一回の実行によって複数の Pareto最適解を発見する
ことができる. 進化的アルゴリズムによる多目的最適化手法は, 多目的進化的アルゴリズム (Multiobjective
Evolutionary $Algorithms:MOEAs$ ) と呼ばれる. 最も初期の提案は Safffer[6] によってなされた. 以来, 数
多くの研究がなされているが, NSGA-II[7] は. 効果的かつ安定性の高い最も優れた多目的進化的アルゴリ
ズムの 1つである.
多目的進化的アルゴリズムにより得られる非劣解の数は, 集団の個体数に依存する. そのため, 真の Pareto

最適解集合全体を均等に被覆する非劣解集合を求めることが非常に重要である. NSGA-II は. “Simulated
binary croasover (SBX)” と parameter-baged mutation (PBM)”を用いることによって, 上下限制約で定
義された探索空間内の親の近傍に子を生成する. しかし. 境界近傍の非劣解を発見する確率が極端に小さい
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ために, 境界近傍にある Pareto最適解を得ることは, ほとんど不可能である. また, NSGA-II は, 親の選
択と生存者選択において, 目的関数値の空間における関数値ベクトルの混雑度を表す混雑距離を用いて解
選択を行う. これにより, 混雑度の低い解を選択し, 解の多様性を維持し, かつ極端解を含めて広範囲に広
がる解を得ることができる. しかし, 混雑距離では混み合っている解は全て選択されないため, 結果として
均等に位置する解を得ることが困難である.
本研究では, 境界付近の解を求め, かつ等間隔に広がる解を得るために, NSGA-II に対して, 拡張 SBX
と等距離選択を導入することを提案する. 拡張 SBX では, 子の生成範囲を拡張することによって, 境界付
近に解が生成されるようにする. 等距離選択では, 等間隔の位置にある解の混雑距離を増加させることに
よって, 結果として選択された解が等間隔に配置されるようにする. 拡張 SBX および等距離選択を用いた
NSGA-II (改良版 NSGA-II) をいくつかの最適化問題に対して適用する. また, それらの結果を, 従来の
NSGA-II による結果と比較することによって, 改良版 NSGA-II が従来の NSGA-II よりも良い非劣解集合
を得られる多目的進化的アルゴリズムであることを示す.
以下, 2. では多目的最適化問題を定義し, 3. では, NSGA-II を脱明する. 4. では, 改良版 NSGA-II を提

案する. 5. では制約なし多目的最適化問題に対して改良版 NSGA-II を用いた結果について述べ, NSGA-II,
SBX のみを拡張 SBX に置き換えた NSGA-II を用いた結果と比較する. 6. はまとめである.

2 多目的最適化問題

一般に, 与えられた制約条件の下で, 複数個の相競合する目的関数を最小化 (あるいは最大化) する問題
は多目的最適化問題 (あるいは多目的計画問題) と呼ばれる. 複数個の目的関数をベクトル値関数として形
式化すれば, 多目的最適化問題は, ベクトル値最小化問題として以下のように定式化できる.

minimize $f(x)$
(P)

subject to $x\in X=\{x\in R^{n}|g(x)\leq 0\}$

ここで, $x=(x_{1}, x_{2}, \ldots, x_{n})$ は $n$ 次元決定変数ベクトル, $f(x)=(f1(x), f_{2}(x),$ $\cdots,$ $f_{m}(x))$ は $m$ 次元
ベクトル値関数, $g(x)=(g_{1}(x), g_{2}(x),$ $\cdots,g_{k}(x))$ は $k$ 次元ベクトル値制約関数である.
このように, 多目的最適化問題は $k$ 個の不等式制約条件の下で $m$ 個の目的関数を同時に最小化する $n$

次元の決定変数ベクトルを求める問題として定式化される. なお, 制約のない多目的最適化問題では $k=0$

となる. ところが多目的最適問題では, 目的関数がベクトル値関数であるため, 目的関数値の間に半順序関
係しか成り立たない. そのため, 一般に全ての目的関数を同時に最小化する完全最適解は存在しない. そこ
で, 多目的最適化問題の最適解として種々の解概念が提案されているが, その最も代表的な解が Pareto 最
適解である.

Pareto最適解 $x^{s}(\in X)$ は, 以下の条件を満足する解である.

$f(x)\leq f(x^{r})$ となる $x\in X$ が存在しない. (1)

ここで, ベクトル値の大小関係として, 以下の比較演算子を定義しておく.

$f\leqq f^{*}$ $\Leftrightarrow$ $\forall if_{1}\leq f_{1}$
.

$f\leq f^{*}$ $\Leftrightarrow$ $\forall if_{1}\leq f_{i}^{*}$ and $\exists jf_{j}<f_{j}^{*}$

$f<f^{*}$ $\Leftrightarrow$ $\forall if_{i}<f_{1}^{r}$

なお, 本論文では, $X$ の部分集合 $A$ において (1) を満足する解を, 問題 (P) の Pareto最適解と区別する
ために, 特に $A$ の非劣解と呼ぶことにする.

3 非優越ソーティングを行う遺伝的アルゴリズム (NSGA-II)
多目的進化的アルゴリズムでは, 多目的最適化を実現するために, 特別な個体の選択方法と集団の多様性
を維持する方法が採用される.
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個体選択は, 真の Pareto 面へ探索を進めるために用いられる. Schaffer[6] は, 各目的関数毎に独立に’–
レット選択を使用することによって部分集団を生成するという選択方法を提案している. Goldberg[8] は,
集団内のすべての非劣解にランク 1を割当て, 順次, ランク 1から $i-1$ までのすべての非劣解を除いた集
団内のすべての非劣解にランク $i$ を割当てるという選択方法を提案している.
集団の多様性を維持する方法は, 解が集団内に一様に分布し, 広範囲に広がる非劣解を求めるために用
いられる. 解の密度を推定するためには, ニッチ数, 混雑距離, squeeze factor 等の評価尺度が提案されて
いる.

本節で説明する NSGA-II は, 解のランキングに Golderg による Pareto ランク法を用い, ランク付けの
ためには高速非優越ソート (fast non-dominated sort) 法を用いる. また, 個体選択には, Pareto ランクに
基づいたタイブレークを持つバイナリトーナメント選択を採用し, 適合度の割当てには混雑距離を用いる
優れた多目的進化的アルゴリズムである.

3.1 混雑距離 (Crowding distance, CD)

NSGA-II では, 1つの解の周りにある解の密度を推定するために, その解の両隣にある 2つの解の平均
距離である混雑距離 (crowding distance) を用いる.

$i$ 番目の解 $x^{(i)}$ の混雑距離は, $x^{(i)}$ に関数値が最も近接する $i-1$ 番目と $i+1$ 番目の解 $x^{(i-1)}$ と $x^{(:+1)}$

によって次のように定義される :

$CD(x^{(i)})= \frac{1}{k}\sum_{j=1}^{k}|\overline{f}_{j}(x^{(i+1)})-\overline{f_{j}}(x^{(:-1)})|$ , (2)

ここで, $\overline{f}_{j}(\cdot)$ は $i$ 番目の目的関数 $f_{j}(\cdot)$ をその値域幅で正規化した目的関数である.
図 1が示すように, 混雑距離は両隣の解によって作られる四角形の周囲の長さの平均である.

混雑距離の計算アルゴリズムを以下に示す.

$crowding_{-}distance_{-}ass$ ignment(I) $\{$

$N=|II$ ;

for $(i=1;i<=N;i++)CD[i]\cdot 0$ ;
for (each objective j) $\{$

sort $I$ according to the value of
$j$ -th objective value;

$CD[1]-CD[N]\cdot\infty$ ;
for$(i=2;i<N;i++)$

$CD[i] \cdot CD[i]+\frac{1}{k}f_{\dot{f}}^{mox}\ovalbox{\tt\small REJECT}_{-f_{J^{nn}}}$ ;

図 1: 混雑距離の定義 }}

ここで, $I$ は解の集合, $CD[i]$ は $i$ 番目の解の混雑距離である. $I[i].j$ は, $i$ 番目の解の $i$ 番目の目的関数
値であり, $f_{j}^{\max}$ と $f_{j}^{t\mathfrak{n}in}$ はそれぞれ $i$ 番目の目的関数の最大値と最小値である. ただし, 極端解を保存する
ために各目的関数について最良解と最悪解の混雑距離は $\infty$ としている.

3.2 NSGA-II の全体アルゴリズム

NSGA-II のアルゴリズムの概要を以下に説明する.

1. 初期集団の生成
大きさ $N$ の初期個体集団 $P$ をランダムに生成する.
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2. ランク付けと混雑距離の割当て
非優越ソートを用いて, $P$ の各個体にランクを付ける. さらに, 各ランク毎に属する個体に混雑距離
を割当てる.

3. 子の生成
$P$ に対して, 選択, 交叉, 突然変異の遺伝子操作を行い, 大きさ $N$ の子集団 $Q$ を生成する.

4. 世代交代
非優越ソートを用い, 親と子の全体 $P\cup Q$ の各個体にランクを付ける. また, 各ランク毎に個体を
ソートし混雑距離を割当てる. ランク上位 $N$番目までの個体によって, 集団 $P$ を構成する. ただし,

ランクが同じ個体については混雑距離が大きい個体を優先して選択する.

5. 3にもどる.

NSGA-II の全体アルゴリズムを以下に記述する:

for $(i=1;|P(t+1)|+|F_{1}|\leq N_{j}i++)$ $\{$

NSGA-II $()$ { $crowding_{-}distance_{-}assignment(F_{1})$ ;
$t=0$ ; $P(t+1)=P(t+1)\cup F_{i}$ ;

$P(O)=randomly$ generated $N$ individuals; }
ranking $P(O)$ using if $(|P(t+1)|<N)$ $\{$

fast nondominated-sort $(p(0))$ ; $crowding_{-}distance_{-}assignment$ $($

while (終了条件が満たされない) { $F_{i}[1 : N-|P(t+1)|])$ ;

$Q(t)=generate$ offsPring using $P(t)$ ; sort $F_{i}$ according to
$R(t)=P(t)\cup Q(t)$ ; the crowding distance;

ranking $R(t)$ using $P(t+1)=P(t+1)\cup F_{i}[1:N-|P(t+1)|]$ :
$fast_{-}nondominated_{-}sort(R(t))$ ; }

$P(t+1)=\emptyset$ ; $t=t+1$ ;
$\}\}$

ここで, fastnondominatedsort $(\cdot)$ は高速非優越ソートで解集合をソートする関数, 呂は, $i$番目の Pareto
面, $F_{i}[n:m]$ は疏に属する $n$番目から $m$ 番目までの要素で構成される鶏の部分集合である.

NSGA-II において, 3. 子の生成で用いられる “Simulated Binary Crossover $(SBX),$ Parameter-bas\’e

Mutation(PBM)”について次節で説明する.

3.3 Simulated Binary Crossover (SBX)

SBX では, 次の多項式確率分布にしたがって 2個の親から 2個の子を生成する:

$C(\beta)=\{\begin{array}{ll}0.5(\eta_{c}+1)\beta^{\eta_{\circ}} 1f\beta\leq 1,0.5(\eta_{c}+1)_{\eta_{g}I}\varpi^{1} if \beta>1.\end{array}$ (3)

ここで, $\eta_{c}$ は非負の分布パラメータである.
親 $x_{1},$ $x_{2}(x_{1}<x_{2})$ から, 子 $c_{1},$ $c_{2}(x_{l}\leq c_{i}\leq x_{u}, i=1,2)$ を次のように生成する :

1. 区間 $[0,1]$ 上の一様乱数 $u$ を生成する.

2. 確率分布 $C(\beta)$ によって, $\beta_{q,i}(i=1,2)$ を求める.

$\beta_{q,i}$ $=$ $\{\begin{array}{ll}(u\alpha_{i})^{\eta_{C}}+ if u\leq\frac{1}{\alpha_{i}},(\frac{1}{2-u\alpha_{i}})^{*}\eta_{\epsilon+} otherwise,\end{array}$ (4)

$\alpha_{i}$ $=$ $2-\beta_{i}^{-(\eta_{C}+1)}$ , (5)

$\beta_{1}$ $=$ $1+ \frac{2(x_{1}-x_{l})}{x_{2}-x_{1}},$ $\mathcal{B}_{2}=1+\frac{2(x_{u}-x_{2})}{x_{2}-x_{1}}$ . (6)
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3. 子を生成する:

$c_{1}=0.5\{(x_{1}+x_{2})-\beta_{q1})(x_{2}-x_{1})\},$ $c_{2}=0.5\{(x_{1}+x_{2})+\beta_{q,2}(x_{2}-x_{1})\}$ . (7)

なお, ベクトルに対して SBX を適用するときは, 通常, 各成分について確率 1/2で SBX を適用する.

3.4 Parameter-based Mutation (PBM)

PBM は, 次のような多項式確率分布にしたがって親の近くに解を生成する :

$C(\delta)=0.5(\eta_{m}+1)(1-|\delta|)^{\eta_{m}},$ $\delta\in[-1,1]$ (8)

ここで, $\eta_{m}$ は非負の分布パラメータである. 親 $x$ から子 $c(x\iota\leq c\leq x\ovalbox{\tt\small REJECT}$ を次のように生成する :

1. 区間 $[0,1]$ 上の一様乱数 $u$ を生成する.

2. 確率分布 $C(\delta)$ によって, 値 $\delta_{q}$ を求める.

$\tilde{\delta}_{q}$ $=$ $\{\begin{array}{ll}\{2u+(1-2u)(1-\delta_{l})^{\eta_{n}+1}\}\text{�同_{}-1} if u\leq 0.5,1-\{2(1-u)+(2u-1)(1-\delta_{u})^{\eta_{m}+1}\}\overline{\eta_{m}}\mp 1 otherwise,\end{array}$ (9)

$\delta_{l}$ $=$ $\frac{x-x_{l}}{x_{u}-x_{l}’}\delta_{u}=\frac{x_{u}-x}{x_{u}-x_{l}}$ . (10)

3. 解は次式で生成される :

$c$ $=$ $x+\delta_{q}(x_{u}-x_{l})$ . (11)

なお, ベクトルに対して PBM を適用するときは, 通常, 変異が確率的にある一つの成分で起こるように変
異確率を $1/n$ とする.

4 改良版NSGA-II
前述した NSGA-II は, 多目的進化的アルゴリズムの中でも特に優れた手法の 1つである. 本研究では,

SBX と混雑距離による個体選択を改良することによって NSGA-II を改良する.

4.1 拡張 SBX(Extened SBX)

SBX において, \eta 。が $0$ と 5の場合, $u,$ $x_{i}$ に対して生成された $c_{i}$ を図 2に示す. 図 2からも分かるよう
に, 上限及び下限の境界付近の解の発見確率が極端に小さいため, 境界上に解を生成するのは非常に困難
である. この問題を解決するために, ここでは, SBX に対して拡張パラメータ $\alpha_{c}$ を導入し, 境界上および
外部に解を生成するために式 (4) を次のように変更する :

$\beta_{q,i}$ $=$ $\{\begin{array}{ll}(u\alpha_{i})^{\lrcorner}\eta_{C}+T if u\leq\text{�}(1+\alpha_{c})(\frac{1}{2-u\alpha_{i}})\overline{\eta}_{c+}\lrcorner\urcorner otherwise.\end{array}$ (12)

図 3に, $\eta_{c}=0,5,$ $\alpha_{c}=0.05$ とした場合の $u,$ $x_{i}$ に対して生成された $c_{i}$ の間の関係を示す. 図 3では, 小

さい確率ながら探索空間の外部に点が生成されており, それらの解は境界上の解に変更される.
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$u$

図 2: SBX における $u$ , 親, 子の間の関係 図 3: 拡張 SBX における $u$ , 親, 子の間の関係

4.2 等距離選択

NSGA-II では, 混雑距離が大きい解, すなわち周囲が疎な解を選択することによって, 解の多様性と解
の分布の広がりを維持している. 混雑距離を用いた場合 (図 4の左図), 混雑距離が大きい点が選択される
ため, 解が集中している場所にある解はほとんど選択されず, その領域が空白域となってしまう場合があ
る ( $\bullet$が選択された点である). これを回避するために, ここでは等間隔に解を選択する等距離選択を提案
する. 等距離選択を用いた場合 (図 4の右図), ほぼ等間隔に点が選択される.

等距離選択は次のように記述される.

1. 距離の初期化 : 目的関数値の辞書式順序によって解をソートする. 1番目の解から $l$ 番目の解までの
パスの長さ $D[l]$ および最大混雑距離 CDmax(ただし, $\infty$ を除く) を計算する.

2. 等間隔距離の計算 : 等間隔距離は, 現在の解 ( $l$ 番目の解) から最後の解までを等間隔に分けた長さ

$\frac{D_{\max}-D[l]}{N_{\iota\epsilon l}+1}$ として与えられる. ここで, Dm。は第 1番目の解から最後の解までの長さ, $N$
,。$\iota$ は選

択される解の個数である.

3. 解の選択 : 等間隔距離内にあり, 各等間隔点に最も近い位置にある点を選択し, その点の混雑距離に

CDm。を加える. これにより, この解が選択されることを保証する. また, その等間隔距離内に解
が存在しない場合は, 等間隔距離の点に最も近い解が選択される.

4. 十分な個数の解が選択される力\searrow 最後の解が選択されるまで, 2. に戻る.

等距離選択のアルゴリズムを以下に示す.
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$equally_{-}spaced_{-}distance$-assignment(I)
$\{$

目的関数値によって $I$ をソートする ;
$CD_{\max}=0;N_{\infty}=1;D[1]=0$ ;
for $(k=2;k\leq|I|;k++)$ $\{$

$D[k]=D[k-1]+||I[k-1]-I[k]||$ ;
if $(CD[k]==\infty)N_{\infty}++$ ;
else if $(CD[k]>CD_{ma’ c})$

$CD_{\max}\cdot CD[k]$ ;
$\}$

$D_{\max}\underline{-}D[|I|]$ ;
$N_{se1}--N-|P(t+1)|-N_{\infty}$ ;

if $(N_{se1}>0)$ $\{$

$d_{target}=D_{\max}/(N_{se1}+1)_{j}$

$l^{\underline{-}}1$ ;
for $(k=1;k\leq N_{se1} ; k++)$ $\{$

$l_{0}=l$ ;
while ($l<|I|$ &&D[l] $<d_{target}$ ) $l++$ ;
if $(l>l_{0})l--$ }

if $(CD[l]!=\infty)CD[l]-CD[l]+CD_{m*x}$ :
if $(l>=|I|)$ break;
$d_{target}\cdot D[l]+(D_{\max}-D[l])/(N_{l*1}-k+1)$ ;
$l++j$

$\}\}\}$

5 実験

本研究では, 文献 [7] をはじめとするいくっかの研究で取り上げられている 7個の多目的最適化問題を対
象に, 提案した拡張 SBX と等距離選択を用いた改良版 NSGA-II, NSGA-II, SBX のみを拡張 SBX に変更
した NSGA-II を用いて最適化を行い, 結果を比較検討する.

5.1 テスト問題

以下に示す 7つの問題 [7] をテスト問題として使用する.
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52 実験条件と性能指標

すべての問題に対して, SBX に関するパラメータは, 交叉率 $P_{c}=0.9$ , 分布パラメータ $\eta_{c}=20$ とし. 各

変数は, 確率 05で SBX によって変化する. PBM に関するパラメータは, 突然変異率 $P_{m}=1/n$ , 分布パ
ラメータ $\eta_{m}=20$ とする. ここで, $n$ は変数の数である. 集団サイズ (探索点数)N $=100$ , 最大世代数 $T$

は, 問題 SCH, FON では 50, ZDTI, ZDT2, ZDT3では 100, ZDT4, ZDT6では 200とした. 以上の条件の

下で, 試行を 10回行った.
異なったアルゴリズムによって得られた非劣解集合を比較する尺度としては, GD 尺度 [9], $\Delta$ 尺度 [7],

SC 尺度 [10], 支配尺度 [11] を用いた.

1. GD 尺度 (Generational Distance metric)
GD は非劣解集合 $S$ の真の Pareto最適解集合 $P^{*}$ への収束度を評価する距離で, 次式で定義される.

$GD(S, P^{u})\sim$ $=$ $|S|^{-1} \sum d(x, P^{*})$ , (13)
$X\in S$

$d(x, P^{*})$ $=$ min $||f(x)-f(y)||$ (14)
$y\in P^{*}$

GD は, 値が小さいほど $S$ が真の Pareto最適解集合 $P$ に収束していることを意味する. $S=P^{u}$ の

とき, $GD(S, P^{r})=0$ である.

2. $\Delta R$度 ( $\Delta$ metric)
$\Delta$ 尺度は, 非劣解集合 $S$ の多様性を評価するための距離で, 次式で定義される.

$\Delta(S, P^{*})$ $=$ $\frac{\sum_{i=1}^{m}d(e_{i},S)+\sum x\in s|d(x,S)-\overline{d}|}{\sum_{i=1}^{m}d(e_{i},S)+|S|\overline{d}}$ (15)

$d(x, S)$ $=$ $\min$ $||f(x)-f(y)||,$ $\overline{d}=|S|^{-1}\sum d(x, S)$ (16)
$y\in S\backslash \{X\}$

$X\in S$

ここで, $e$ : はゐのみを最適化した極端解であり, $S\backslash \{x\}$ は $S$ から 1点 $x$ を除いた集合である.

解が一様に分布すれば $d(x, S)=\overline{d}$ となり, 広範囲に分布すれば極端解 $e_{i}$ が $S$ に属するようになる.

よって, $\Delta$ 尺度は, 値が小さいほど, 解が一様にかっ広範囲に分布していることを意味する.

3. SC 尺度 (Set Coverage metric)
2 っのアルゴリズム (A), (B) による非劣解集合がそれぞれ $A,$ $B$ であるとき, $B$ に対する $A$ の SC 尺
度 $SC(A, B)$ は次式で定義される.

$SC(A, B)$ $=$ $\frac{|\{b\in B|\exists a\in A,f(a)<f(b)\}|}{|B|}$ (17)

$SC$ 尺度は非対称であるため, $SC(A, B)$ と $SC(B, A)$ の両方を求める必要がある. $SC(A, B)$ は, $B$

における $A$ の解に優越されている解の割合である. よって, $SC(A, B)$ が $SC(B, A)$ より十分大きい

ということが繰り返し観測されれば, $(A)$ の方が $(B)$ よりも優れたアルゴリズムであると考えられる.

4. 支配尺度 (Domination Metric)
2つのアルゴリズム (A), (B) による非劣解集合がそれぞれ $A,$ $B$ であるとき, $B$ に対する $A$ の支配尺

度 $D\sigma m(A, B)$ は. 次式で定義される :

$Dom(A, B)$ $=$ $\frac{dom(A,B)}{dm(A,B)+dom(B,A)}$ (18)

dom(X, Y) $=$
$\sum_{x\in X}|\{y\in Y|f(x)<f(y)\}|$

(19)

支配尺度では, $D\sigma m(B, A)=1-Dom(A, B)$ より, $D\sigma m(A, B)$ を求めるだけで十分である. $D\alpha n(A, B)$

は, 優越関係が決定できる $A$ と $B$ の解の対の中で, $A$ の解が $B$ の解を優越する対の割合である. よっ

て, $D\sigma m(A, B)$ が十分大きいということが繰り返し観測されれば, $(A)$ の方が $(B)$ よりも優れたア

ルゴリズムであると考えられる.
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53 実験結果

図 5-11は, それぞれ SCH, FON, ZDTI, ZDT2, ZDT3, ZDT4, ZDT6に対する 5回目と 6回目の試行
で得られた非劣解である. ここで, NSGA-II, extended, uniform はそれぞれ NSGA-II, 拡張 SBX を用い
た NSGA-II(拡張 SBX 版 NSGA-II と表す), 拡張 SBX と等距離選択を用いた NSGA-II(改良版 NSGA-II
と表す) による非劣解集合を表す. NSGA-II, 拡張 SBX 版 NSGA-II, 改良版 NSGA-II, いずれの手法でも,
Pareto最適解集合に近い非劣解集合を発見できている. しかし, ZDTI, ZDT2, ZDT3, ZDT4, ZDT6で
は, 改良版 NSGA-II の方が NSGA-II よりも良い解を発見できている.

図 5: SCH の非劣解集合 図 6: FON の非劣解集合

図 7: ZDTI の非劣解集合 図 8: ZDT2の非劣解集合

1.2

1 $i0$何$odnr$

$K$

$Q$

0.8

0.6 10.4

0.2
$\backslash$

$0$

$- 0.2$

$($
$- 0.4$

$0..\epsilon_{0}0\epsilon$

0.1 0.2 $0B$ 0.4 0.5 0.6 0.7

$0.80.9\{$

図 9: ZDT3の非劣解集合 図 10: ZDT4の非劣解集合
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図 11: ZDT6の非劣解集合

より正確に各アルゴリズムの性能を比較するために, GD, $\Delta$ 尺度, SC 尺度, 支配尺度を用いた比較を
行った.
表 1は GD の結果である. ここで, average, std. はそれぞれ 10回の試行による GD の平均値, 標準偏差
を表す. 平均値については, SCH, ZDT3, ZDT6では拡張 SBX版 NSGA-II が, SCH, FON, ZDTI ZDT2,
ZDT4では改良版 NSGA-II が最良の結果を出している. 以上より, 改良版 NSGA-II は NSGA-II より明ら
かに優れている. 一方, 拡張 SBX版 NSGA-II と改良版 NSGA-II の差は明瞭ではないが, 多くの問題に対
して改良版 NSGA-II の方が良い結果を得ている. この結果より, 拡張 SBX と等距離選択を導入した改良
版 NSGA-II は, 真の Pareto 最適解集合への収束度の高い結果を得られる方法であるといえる.
表 2は $\Delta$ 尺度で評価した結果である. ただし, average, std. はそれぞれ 10回の試行における $\Delta$ 尺度
の平均値, 標準偏差である. 平均値については, すべての問題において, 改良版 NSGA-II の方が優れてお
り, SCH においては拡張 SBX版 NSGA-II も同様の結果を得ている. また, ZDT6を除くすべての問題に
おいて, 拡張 SBX版 NSGA-II の方が NSGA-II より優れている. よって, $\Delta$ 尺度の意味において, 改良版
NSGA-II は明らかに NSGA-II よりも優れており, 拡張 SBX版 NSGA-II よりも優れている. このように,

改良版 NSGA-II は均一にかっ広範囲に広がった解を得られる方法である.

表 1: GD 尺度

表 2: $\Delta$ 尺度

表 3は, SC 尺度の結果である. ただし, average, std. は, それぞれ 10回の試行における全ての集合対,

すなわち 10 $x10$ の集合対に対する SC 尺度の平均値, 標準偏差である. 平均値については, FON を除く全
ての問題に対して, 拡張 SBX 版 NSGA-II が NSGA-II より優れており, 改良版 NSGA-II は全ての問題に
おいて NSGA-II より優れている. さらに, 改良版 NSGA-II は SCH を除く全ての問題において拡張 SBX
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版 NSGA-II より優れている (SCH においては, 同じ結果を得ている). よって, SC 尺度によれば, 改良版
NSGA-II は NSGA-II よりも明らかに優れており, 拡張 SBX 版 NSGA-II よりも優れている. 以上の結果
より, 改良版 NSGA-II は精度の高い非劣解を得られる方法である.

表 3: SC 尺度 表 4: 支配尺度

支配尺度の結果を表 4に示す. ただし, average, std. は, それぞれ 10回の試行における全ての集合対,
すなわち $10\cross 10$ の集合対に対する支配尺度の平均値, 標準偏差である. 平均値については, FON を除く
全ての問題において, 拡張 SBX版 NSGA-II が NSGA-II より優れており, 改良版 NSGA-II は全ての問題
において, NSGA-II より優れている. さらに, 改良版 NSGA-II は, ZDT3と SCH を除くすべての問題に
おいて, 拡張 SBX版 NSGA-II よりも優れており, ZDT3と SCH においてもほぼ同等の結果を得ている.
よって, 改良版 NSGA-II は, 明らかに NSGA-II よりも優れており, 拡張 SBX 版 NSGA-II よりも高い性
能を示している. この結果より, 改良版 NSGA-II は, 支配尺度で判断しても, 精度の高い非劣解が得られ
る方法である.

6 終わりに

多目的最適化問題に対する Pareto最適集合を求める手法として, 交叉に拡張 SBX, 選択に等距離選択を
採用した改良版 NSGA-II を提案した. 拡張 SBX は, 子を生成する範囲を拡張するように定義することに
よって境界上への子の生成を保証した. 等距離選択では, 等間隔の位置にある解の混雑距離を増やすことに
よって, 次世代に生き残りやすいようにした.
様々なタイプの 7種類の多目的最適化問題に改良版 NSGA-II を適用した. また, 拡張 SBX のみを用い

た NSGA-II, NSGA-II の結果と比較することによって, 改良版 NSGA-II が, これら 2つの方法に比べて
精度の高い探索性能を有することを示した. これによって, 拡張 SBX による交叉および等距離選択, 特に
等距離選択の導入が多目的最適化問題の Pareto最適解集合を求めるために非常に有効であることを示した.
しかし, 拡張 SBX と等距離選択にはいくつかの問題点がある. 拡張 SBX にっいては, 図 2のように, 親

集合に近い領域が取り落とされる場合があり, よりなめらかな拡張を採用する方が望ましい. 等距離選択に
ついては, ZDT3のように Pareto最適解集合が非連結である問題において, 大きな解のない空領域が存在
するために等間隔距離が正しく与えられない場合があり (図 9を参照), 領域全体の長さを計算する際に空領
域の長さを考慮する必要がある. 今後は, これらの問題に取り組む予定である.
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