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概要

離散集合上で定義される確率分布を推定するための方法を提案する.標本空間上
の総和を実際に計算することは困難であり,それを回避するための工夫が必要になる.
本稿では,(a) 斉次性を満たすダイバージェンスと(b) 非正規化モデルの局所化を組
み合わせることで,計算量が少なく,また統計的有効性を満たす推定量を導出する.

1 問題設定

離散集合 \mathcal{X} 上の確率分布を推定するための枠組を述べる.ここで \mathcal{X} として,例えば

\{+1,-1\}^{D} , D \in \mathbb{N} などを想定している.適当な条件のもとで離散無限集合としてもよい.
以下,関数 f : \mathcal{X}\rightarrow \mathbb{R} に対して \langle f)を \langle f\rangle=$\Sigma$_{x\in X}f(x) と定義する. \mathcal{X} 上での総和 \langle f\rangle
を厳密に求めることは,計算量の観点から難しいという状況を考える.関数の集合 \mathcal{M},\mathcal{P}
をそれぞれ

\mathcal{M}=\{f:\mathcal{X}\rightarrow \mathbb{R}_{\geq 0}|\langle f\rangle \mathcal{P}={ f\in \mathcal{M}|\{f\rangle=1\}<\infty,
f は恒等的に 0 ではない},

と定義する.ここで \mathbb{R} \geq 0 は非負実数の集合とする. \mathcal{P} は \mathcal{X} 上の確率関数の集合である.
統計モデル q_{ $\theta$} は \mathcal{P} の部分集合として定義さ礼パラメータ  $\theta$ で指定される関数 \tilde{q}_{ $\theta$}\in \mathcal{M}

を用いて

 q_{ $\theta$}(x)=\displaystyle \frac{\tilde{q}_{ $\theta$}(x)}{Z_{ $\theta$}}, Z_{ $\theta$}=\langle\overline{q}_{ $\theta$}\rangle
と表される.ここで \overline{q}_{ $\theta$}(x) を非正規化モデルという.規格化定数 z_{ $\theta$} を厳密に計算するこ

とは実際には不可能であり,さまざまな工夫が必要になる.以下,統計モデルの例を示す.

本稿について,詳細は [9] を参照のこと.
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例1.  D\in \mathrm{N} として \mathcal{X}=\{+1, -1\}^{D} とする.ボルツマンマシンと呼ばれる統計モデル

q_{ $\theta$}(x) は,以下の非正規化モデルを規格化して定義される.

\displaystyle \tilde{q}_{ $\theta$}(x)=\exp\{\sum_{i}x_{i}$\theta$_{i}+\sum_{i<j}x_{i}x_{j}$\theta$_{i_{J}'}\}\in \mathcal{M},
x=(x_{1}, \ldots, x_{D})\in \mathcal{X},  $\theta$=($\theta$_{1}, \ldots, $\theta$_{D}, $\theta$_{12}, \ldots, $\theta$_{D-1,D})\in \mathbb{R}^{D(D+1)/2}.

口

例2. 制限ボルツマンマシンと呼ばれる統計モデルは,隠れ変数をもつボルツマンマシン
の特別な場合として定義される.変数を v\in\{+1, -1\}^{D_{0}}, h\in\{+1, -1\}^{D_{1}} とする.非正
規化モデル \overline{q}_{ $\theta$}(v) はパラメータ $\theta$_{i}, $\theta$_{j}', $\theta$_{ij}, i=1 ,

. . .

, D_{0}, j=1 ,
. . . , D_{1} を用いて

\displaystyle \tilde{q}_{ $\theta$}(v)=\sum_{h}\exp\{\sum_{i}v_{i}$\theta$_{i}+\sum_{j}h_{j}$\theta$_{i}'+\sum_{i,j}v_{i}h_{j}$\theta$_{ij}\}
=e^{$\Sigma$_{i}v_{i}$\theta$_{i}}\displaystyle \prod_{j}(e^{$\theta$_{j}'+$\Sigma$_{i}v_{i}$\theta$_{ij}}+e^{-$\theta$_{j}'-$\Sigma$_{i}v_{i}$\theta$_{ij}})

と定義される.制限ボルツマンマシンは深層学習において,画像認識のタスクなどを行う
ための統計モデルとして用いられることがある [10]. 口

データ x_{1} ,
. . .

, x_{N}\in X が,未知の確率分布 p\in \mathcal{P} から独立に生成されたとする.確率
分布 p(x) に対して,パラメータ  $\theta$ をもつ統計モデル  q_{ $\theta$}\in \mathcal{P} を仮定する.統計モデルの中
から, p(x) をよく近似する確率分布をデータに基づいて推定する問題を考える.よく用
いられる方法として最尤推定法がある.これは,負の対数尤度

-\displaystyle \frac{1}{N}\sum_{k=1}^{N}\log q_{ $\theta$}(x_{k})=\log Z_{ $\theta$}-\frac{1}{N}\sum_{k=1}^{N}\log\tilde{q}_{ $\theta$}(x_{k})
を最小にするパラメータを推定量とする方法である.適当な条件のもとで,漸近一致性や
漸近有効性など,理論的に優れた性質をもつことが示されている.しかし規格化定数 Z_{ $\theta$}
の計算が困難な場合には,計算上の工夫が必要になる.

最尤推定を求めるための計算アルゴリズムの例を示す.対数尤度を勾配法で最適化する
ことを考える.勾配を計算すると

\displaystyle \frac{\partial}{\partial $\theta$}(\log Z_{ $\theta$}-\frac{1}{N}\sum_{k=1}^{N}\log\overline{q}_{ $\theta$}(x_{k}))=\mathrm{E}_{ $\theta$}[\frac{\partial\log\tilde{q}_{ $\theta$}(x)}{\partial $\theta$}]_{N}^{1}-\sum_{k=1}^{N}\frac{\partial\log\overline{q}_{ $\theta$}(x_{k})}{\partial $\theta$}
となる.右辺第1項の期待値をマルコフ連鎖モンテカルロ法(MCMC)などを用いて近似
し,最適化計算を実行することができる[6]. MCMCを用いる方法は制限ボルツマンマシ
ンでは非常に有効であることが,さまざまな数値例によって示されている.

規格化定数を近似的に計算して最適化する方法の他に,規格化定数の計算を必要としな
い損失関数を用いて,確率分布を推定する方法も提案されている.本稿では,主にこちら
の方法について考察する.
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2 スコアとダイバージエンス

最尤推定における対数尤度を他の損失に置き代えることができる.データ x を確率分
布 q(x) で予測するとき,その損失を l(x, q) とする.統計モデル q_{ $\theta$}(x) を用いて推定をお

こなうとき,経験分布による平均損失

\displaystyle \min_{q\in}\frac{1}{n}\sum_{i=1}^{n}\ell(x_{i}\rangle q)
を最小にするパラメータを求める.このような方法は,統計的決定理論などで理論的な性
質が詳しく調べられている.統計的一致性などの性質を保持しながら,最尤推定とは異な
る性質をもつ推定量を構成することができる.

本稿では,スコアを損失の期待値によって定義する.以下に詳細を述べる.

定義1(スコア). 次の1, 2の性質を満たす S:\mathcal{M}\times \mathcal{M}\rightarrow \mathbb{R} をスコアという.

1. f, g\in \mathcal{M} に対して

S(f, g)\geq S(f, f)

が成立する.

2. p,  q\in に対して次が成り立つ.

(a) ある関数  l(x, q) が存在して,

S(p, q)=\displaystyle \sum_{x\in \mathcal{X}}p(x)l(x, , q) .

(b)S(p, q)=S(p,p) なら P=q が成立する.

条件2(b) を満たすスコアを,厳密には狭義適切スコア(strictly proper scoring rule) と

いう.簡単のため本稿ではスコァとよぶ.定義域 \mathcal{M}\times \mathcal{M} を適当に制限することもある.
スコア S(p, q) の p にデータ Xl, .

.., x_{N} の経験分布万を代入すると

S(\displaystyle \tilde{p}, q)=\frac{1}{N}\sum_{k=1}^{N}P(x_{k}, q)
となる.適当な統計モデル q_{ $\theta$} を q に代入し,パラメータに関して最小化することで,ス
コアの意味で最適な推定量が得られる.例として最尤推定量 S(x, q)=-\log q(x) がある.
また,後に示す密度罧スコアや擬球スコアによる推定も,スコアによる推定法の重要な例
になっている.

スコアからダイバージェンスを定義する.ダイバージェンスとは距離の2乗を一般化し
た量であり,主に2つの確率分布や関数の間の乖離度を測る尺度として,統計学や情報理
論,情報幾何学などで重要な役割を果たしている.
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定義2(ダイバージェンス). D:\mathcal{M}\times \mathcal{M}\rightarrow \mathbb{R}_{\geq 0} が次の性質を満たすとき, D を \mathcal{M} 上の

ダイバージェンスという.

1. f, g\in \mathcal{M} に対して D(f, g)\geq 0.

2. f\in \mathcal{M} に対して D(f, f)=0.

同様にして, P 上のダイバージェンスも定義される.応用上重要なダイバージェンスで
は,上記の性質に加えて D(f,g)=0 なら f=g が成り立つ.スコア S と単調増加関数

 $\zeta$:\mathbb{R}\rightarrow \mathbb{R} に対して,

D(f, g)= $\xi$(S(f, g))- $\xi$(S(f, f)) (1)

はダイバージェンスの定義を満たす.さらにスコアから定義されるダイバージェンス D

は, p,  q\in に対して  D(p, q)=0 なら p=q が成り立つ.
以下にダイバージェンスの例をいくつか挙げる.

例3(カルバック・ライブラー (KL) ダイバージェンス). KL ダイバージェンスは,確率分
布間の距離尺度として最もよく用いられるダイバージェンスのひとつである.統計学にお
ける最尤推定量と関連し,また情報理論の分野では冗長度とよばれている. KL ダイバー

ジェンスは確率関数 p, q\in \mathcal{P} に対して

\displaystyle \mathrm{K}\mathrm{L}(p, q)=\sum_{x\in X}p(x)\log\frac{p(x)}{q(x)}=\langle p\log\frac{p}{q}\rangle
と定義される.これは \mathcal{P} 上のダイバージェンスである. \mathcal{M} 上のダイバージエンスに拡張

することもできる.スコア

 S(p, q)=-\langle p\log q\rangle

を用いると, \mathrm{K}\mathrm{L}(p, q)=S(p, q)-S(p,p) と表せる.データが観測されたとき,その経験
分布を p に代入し,統計モデルを q に代入する. KL ダイバージェンスの意味で経験分布

に最も近い統計モデルを選択する推定法は,最尤推定に一致する.□

例4(  $\alpha$ ダイバージェンス). 非負値関数  f, g\in \mathcal{M} に対して

 D_{ $\alpha$}(f, g)=\displaystyle \frac{1}{ $\alpha$(1- $\alpha$)}\langle $\alpha$ f+(1- $\alpha$)g-f^{ $\alpha$}g^{1- $\alpha$}\rangle
と定義されるダイバージェンスを  $\alpha$‐ダイバージェンスという.ここで  $\alpha$\in \mathbb{R} は定数とす

る.  $\alpha$=0 , 1のときは,それぞれの極限として

 $\alpha$\displaystyle \rightarrow \mathrm{l}\mathrm{h}\mathrm{m}D_{ $\alpha$}(f, g)=\mathrm{K}\mathrm{L}(f, g) , \lim_{ $\alpha$\rightarrow 0}D_{ $\alpha$}(f, g)=\mathrm{K}\mathrm{L}(g, f)
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と定義される.ダイバージェンスの定義を満たすことは,

 D_{ $\alpha$}(f, g)=\displaystyle \langle g(\frac{1}{1- $\alpha$}\frac{f}{g}+\frac{1}{ $\alpha$}-\frac{1}{ $\alpha$(1- $\alpha$)}(\frac{f}{g})^{ $\alpha$})\rangle
と変形すると, \langle\cdots\rangle の中が非負であることから分かる.一般に  $\alpha$ ダイバージェンスは,(1)
のようにスコアから導出される形式にはなっていない.  $\alpha$ ダイバージェンスは,  f ダイバー

ジェンス (もしくは  $\varphi$ ダイバージェンス) とよばれるダイバージェンスクラスに属して
いる íl,  4J. 口

例5(擬球ダイバージェンス). 次式で定義されるダイバージェンスを擬球ダイバージェン
スという :

\displaystyle \mathrm{P}\mathrm{S}_{ $\gamma$}(f, g)=\frac{1}{1+ $\gamma$}\log\{f^{1+ $\gamma$}\rangle+\frac{ $\gamma$}{1+ $\gamma$}\log\{g^{1+ $\gamma$}\rangle-\log\langle fg^{ $\gamma$}\rangle, f, g\in \mathcal{M}
ここで  $\gamma$ は正の定数とする.ダイバージェンスの定義を満たすことは,ヘルダーの不等式
から分かる.さらに  f, g\in \mathcal{M} に対して \mathrm{P}\mathrm{S}_{ $\gamma$}(f,g)=0 なら, f と g は1次従属である.擬

球ダイバージェンスは,擬球スコア

S(f, g)=-\displaystyle \frac{\langle fg^{ $\gamma$}\rangle}{\langle g^{1+ $\gamma$}\rangle^{ $\gamma$/(1+ $\gamma$)}}
からー \log(-S(f, g))+\log(-S(f, f)) によって導出される.データの経験分布を \tilde{P} 統計

モデル q_{ $\theta$} として,擬球スコア S(\tilde{p}, q_{ $\theta$}) を最小する推定量は,外れ値に対して非常にロバ

ストであることが示されている75, 7] 口

例6(密度羅ダイバージェンス). 次式で定義されるダイバージェンスを密度羅ダイバー
ジェンスという :

D(f, g)=\langle $\gamma$ g^{1+ $\gamma$}+f^{1+ $\gamma$}-(1+ $\gamma$)fg^{ $\gamma$}\rangle, f, g\in \mathcal{M}.

ここで  $\gamma$ は正の定数とする.ダイバージェンスの定義を満たすことは,関数  z\mapsto z^{1+ $\gamma$} の

凸性から分かる.さらに f, g\in \mathcal{M} に対して D(f, g)=0 なら f=g が成り立つ.密度寒ダ
イバージェンスは,密度幕スコア

S(f, g)=\langle $\gamma$ g^{1+ $\gamma$}-(1+ $\gamma$)fg^{ $\gamma$}\rangle, f, g\in \mathcal{M}

から (1) によって導出される.データの経験分布を \tilde{p,} 統計モデルを q_{ $\theta$} として,スコア

S(\tilde{p}, q_{ $\theta$}) を最小する推定量は外れ値に対してロバストであることが示されている l^{3]}. ロ

バスト推定において,擬球スコアとの関連が調べられている矧 口

上記のスコアやダイバージェンスでは規格化定数の計算が必要となる.このため,これ
らの推定法を本稿の問題設定においてそのまま用いることはできない.
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3 斉次ダイバージェンスとその局所化
統計的性質だけでなく計算量も考慮して,規格化定数を計算する必要がないスコアやダ

イバージェンスを導出する.まずダイバージェンスの斉次性を定義する.

定義3(ダイバージェンスの斉次性). \mathcal{M} 上のダイバージェンス D(f, g) が次の条件を満た

すとき,斉次性をもつという.

1. f, g\in \mathcal{M} と任意の c>0 に対して D(f, g)=D(f, c\cdot g) .

2. D(f, g)=0 なら f と g は1次従属.

例7. 擬球ダイバージェンスは斉次性をもつ.一方, KL ダイバージェンス,  $\alpha$ ダイバー

ジェンス,密度罧ダイバージェンスは斉次性を満たさない. \square 

確率分布 p と非正規化モデル \overline{q} に対して,擬球ダイバージェンスが \mathrm{P}\mathrm{S}_{ $\gamma$}(p,\tilde{q})=0 となる

とき, \tilde{q} は p に比例する関数になる.したがって,データの経験分布を \overline{p} として, \mathrm{P}\mathrm{S}_{ $\gamma$}(\overline{p,}\tilde{q})
を非正規化モデル \overline{q} に関して最小化することで,定数倍を除いてデータの分布を推定する
ことができる.しかし擬球ダイバージェンスでは, \langle q^{ $\eta$+ $\gamma$}\rangle の計算で \mathcal{X} 上の総和が必要に

なる.これは規格化定数を求めるのと同程度の計算量が必要であり,実用的ではない.
総和の計算を避けるために,経験分布 \overline{p} を用いて非正規化モデルの定義域を局所化する

ことを考える.具体的には,非正規化モデル \overline{q}(x)\in \mathcal{M} の代わりに,適当な実数  $\alpha$ に対し

て質  x)^{ $\alpha$}\overline{q}(Xj)^{1- $\alpha$} を擬球ダイバージェンスに代入する.ここで訊 x)^{ $\alpha$}\tilde{q}_{ $\theta$}(x)^{1- $\alpha$} は, \overline{p}(x) が

経験分布のとき観測データ上でのみ非ゼロの値を取る.したがって, \langle\overline{p}(x)^{ $\alpha$}\tilde{q}_{ $\theta$}(x)^{1- $\alpha$}\rangle は

 l_{\overline{\mathscr{O}}}(x)^{ $\alpha$}\displaystyle \overline{q}_{ $\theta$}(x)^{1- $\alpha$}\}=\sum_{x\in \mathcal{X}}(\frac{N_{x}}{N})^{ $\alpha$}\tilde{q}_{ $\theta$}(x)^{1- $\alpha$}=  x:\overline{\grave{ $\tau$}}\leftarrow タ\displaystyle \#^{\vee}\sum_{\backslash }. (\displaystyle \frac{N_{x}}{N})^{ $\alpha$}\tilde{q}_{ $\theta$}(x)^{1- $\alpha$}
\mathrm{g} $\gamma \iota$_{\rangle} $\xi$\nearrow\backslash ^{\mathrm{Q}} タ -\backslash J

となる.ここで鑑はパターン x に一致するデータ数とする.よって観測データ数のオー

ダーで計算できる.上記のような,経験分布との積型混合多(x)  $\alpha$q‐ $\theta$ (x)l - $\alpha$ を経験分布によ

る局所化とよぶ.
確率分布  p(x) と非正規化モデル \tilde{q}(x) に対して,2つの積型混合を

p(x)^{ $\alpha$}\overline{q}(x)^{1-a}, p(x)^{(\sqrt{}}\tilde{q}(x)^{1-$\alpha$'}

とし,これらを擬球‐ ダイバージェンスに代入する.ここで  $\alpha$ と  $\alpha$^{-} は異なる実数とする.

このとき,もし

\mathrm{P}\mathrm{S}_{ $\gamma$}(p(x)^{ $\alpha$}\tilde{q}(x)^{1- $\alpha$},p(x)^{$\alpha$'}\overline{q}(x)^{1-$\alpha$'})=0

なら p^{$\alpha$^{\ovalbox{\tt\small REJECT}}}q^{1- $\alpha$}\propto p^{d}q^{ $\eta-\alpha$'} , すなわち p\propto\overline{q} が得られる.さらに, P に経験分布 \overline{p} を代入する

と,ダイバージェンスを計算するための計算量はデータ数のオーダー程度になる.ここで
p\in \mathcal{P}, q\in \mathcal{M} に対して

LPSa, \mathrm{d}^{\prime_{ $\gamma$}(p,q)}=\mathrm{P}\mathrm{S}_{ $\gamma$}(p^{ $\alpha$}q^{1- $\alpha$},p^{(\sqrt{}}q^{1-$\alpha$'})
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とおき,局所擬球ダイバージェンスとよぶ.以上の考察から,経験分布 \overline{p} と非正規化モデ
ル \tilde{q}_{ $\theta$} の間の局所擬球ダイバージェンスを最小にする推定法

\displaystyle \min_{ $\theta$}\mathrm{L}\mathrm{P}\mathrm{S}_{ $\alpha,\alpha$', $\gamma$}(\overline{p},\overline{q}_{ $\theta$})
は, \mathcal{X} 上での総和を必要とせず,統計的にはフィッシャー一致性をもつことが分かる.

最適化の観点から局所擬球ダイバージェンスの性質を調べると,次の定理が得られる.

定理1([9]). 非正規化モデル \overline{q}_{ $\theta$}(x) は,規格化されていない指数型分布族として

\tilde{q}_{ $\theta$}(x)=\exp\{$\theta$^{T}h(x)\},  $\theta$\in $\Theta$\subset \mathbb{R}^{d}

と定義されるとする.また p\in \mathcal{P} とする.このとき \mathrm{L}\mathrm{P}\mathrm{S}_{ $\alpha,\alpha$', $\gamma$}(p,\tilde{q}_{ $\theta$}) がパラメータ  $\theta$ に関

して凸関数になることと, ( $\alpha$+ $\gamma \alpha$')/(1+ $\gamma$)=1 が成り立つことは同値である.

局所擬球ダイバージェンスのパラメータが,定理1の ( $\alpha$+ $\gamma \alpha$')/(1+ $\gamma$)=1 を満たすと

き,  $\gamma$ を  $\alpha$, $\alpha$' で表して,

\displaystyle \mathrm{L}\mathrm{P}\mathrm{S}_{ $\alpha,\alpha$'}(p,q)=\frac{1-$\alpha$'}{ $\alpha-\alpha$'}\log(p^{ $\alpha$}q^{1- $\alpha$}\rangle+\frac{ $\alpha$-1}{ $\alpha$- $\alpha$}1\mathrm{o}g\langle p^{$\alpha$'}q^{1-$\alpha$'}\rangle
とおく.このとき簡単な考察から,  $\alpha$>1>$\alpha$'\neq 0 として一般性を失わない.

4 局所擬球ダイバージェンスによる推定
局所擬球ダイバージェンスから得られる推定量の統計的性質について述べる.

定理2([9]). 非正規化モデルを \overline{q}_{ $\theta$}(x) とする.データがしたがう確率分布は p(x)=q_{$\theta$_{0}}(x)=
\tilde{q}_{ $\theta$}(x)/Z_{ $\theta$} と表せるとする.局所擬球ダイバージェンス \mathrm{L}\mathrm{P}\mathrm{S}_{ $\alpha,\alpha$', $\gamma$} の最小化によって得ら

れる推定量 \hat{ $\theta$} が漸近的に正規分布にしたがうと仮定する.また正規化された統計モデル

q_{ $\theta$}(x) のフィッシャー情報量を I( $\theta$) とする.このとき

\sqrt{N}(\hat{ $\theta$}-$\theta$_{0})\sim N(0, I($\theta$_{0})^{-1})

が成り立つ.

標準的な漸近展開によって,上記の結果を確認することができる.この定理から,局所
擬球ダイバージェンスが有効推定量を与えることが分かる.

有効推定量が得らえる理由を直感的に説明する.まず,局所擬球ダイバージェンスと
例4で示した  $\alpha$ ダイバージェンスとの関連を述べる.  $\alpha$ ダイバージェンス  D_{ $\alpha$} を用いて,

次に示すように規格化定数を計算しない推定を行うことができる.確率分布 p\in \mathcal{P} と非
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正規化モデル q\in \mathcal{M} の間の  $\alpha$ ダイバージェンス  D_{a}(p, q) には \langle q\rangle が現れるため,直接計
算することは困難である.パラメータが異なる2つの  $\alpha$ ダイバージェンスの差を考え,

 D_{ $\alpha,\alpha$'}(p, q)=D_{ $\alpha$}(p, q)-\displaystyle \frac{$\alpha$'}{ $\alpha$}D_{$\alpha$'}(p, q)
=\displaystyle \langle(\frac{1}{1- $\alpha$}-\frac{$\alpha$'}{ $\alpha$(1-$\alpha$^{f})})p-\frac{1}{ $\alpha$(1- $\alpha$)}p^{ $\alpha$}q^{1- $\alpha$}+\frac{1}{ $\alpha$(1-$\alpha$')}p^{$\alpha$'}q^{1-$\alpha$'}\rangle

のように定義すると, \langle q\rangle の項がキャンセルする.さら  p と q の積型混合が現れる. D_{ $\alpha,\alpha$'}(p, q)
を混合 ( $\alpha,\ \alpha$') ダイバージェンスとよぶ.このとき

\displaystyle \min_{z>0}D_{ $\alpha,\alpha$'}(p, q/z)=c_{\mathrm{c}x,$\alpha$'}(\exp(\mathrm{L}\mathrm{P}\mathrm{S}_{ $\alpha,\alpha$'}(p, q))-1)
が成り立つ.ここで c_{ $\alpha,\alpha$'}=( $\alpha-\alpha$')/( $\alpha$(1-$\alpha$')( $\alpha$-1))>0 で与えられる.したがって,
混合 ( $\alpha$, d) ダイバージェンスを定数倍 z について最小化した乖離度は,局所擬球ダイバー
ジェンスと単調変換で関連付けられている.すなわち,混合 ( $\alpha,\ \alpha$^{f}) ダイバージェンスの

最小化と局所擬球ダイバージェンスの最小化は等価である.
 $\alpha$ ダイバージェンスは情報幾何において重要な役割を果たしている [2]. 実際,指数型

分布族上で  $\alpha$ ダイバージェンスの (自然パラメータに関する)ヘッセ行列は,フィッシャー
情報量に一致する.したがって,  $\alpha$ ダイバージェンスに基づく推定法はフィッシャー有効
である.混合 ( $\alpha$, a') ダイバージェンスでも同様であり,よってそれと等価な局所擬球ダ
イバージェンスがフィッシャー有効な推定量を導出することが結論される.定理2の結果
は,この対応関係を3つのパラメータをもつ局所擬球ダイバージェンス \mathrm{L}\mathrm{P}\mathrm{S}_{ $\alpha,\alpha$', $\gamma$} の場合
に拡張したとみなせる.

本稿で提案された統計的手法について,数値実験の結果などは [9] に詳しい.
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