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REZOLVAREA PROBLEMELOR DE OPTIMIZARE 

MULTICRITERIALĂ UTILIZÂND CROMODINAMICA 
GENETICĂ 

Corina Rotar 

Abstract. One of the main application areas of the evolutionary computation is 
multiobjective optimization. There is a variety of approachc» trying to solve the 
multiobjectice optimization problems. Goldberg, Srinivas and Deb, and many otber, propose 
evolutive algorithms, which have proved to be a very good instrument for solving 
multiobjective optimization problems. In this article we propose to apply genetic 
chromodynamics tehniques, developed by Dumitrescu, for solving tbis difficult problems. 
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I. INTRODUCERE 

Calculul Evolutiv reprezintă un ansamblu de tehnici şi concepte inspirate din teoria 
evoluţiei biologice, în conformitate cu aceasta, o populaţie de soluţii iniţiale se modifică 
sub acţiunea operatorilor biologici: selecţie, recombinare, mutaţie, etc., înregistrându-se o 
creştere a performanţei indivizilor de la o generaţie la alta. Selectarea celor mai buni 
indivizi (cromozomi) pentru a deveni părinţii generaţiei următoare, conduce înspre o 
îmbunătăţire a calităţii indivizilor descendenţi. După un număr fixat de generaţii, cel mai 
bun individ al ultimei populaţii sau cel mai bun individ generat in decursul procesului 
reprezintă soluţia problemei. Soluţia oferită de tehnicile Calculului Evolutiv nu este 
întotdeauna soluţia globală exactă a problemei, însă o bună aproximare a acesteia este în 
multe situaţii satisfăcătoare. 

Direcţiile Calculului Evolutiv sunt: Algoritmii Genetici, Programarea 
Evolutivă, Strategiile Evolutive, Programarea Genetică, Sisteme de Clasificare Instruibile, 
Cromodinamica Genetică, Algoritmi Genetici Dezordonaţi şi Codificarea Delta. 

Algoritmii evolutivi au la baza modelul evoluţiei organismelor, natura fiind sursa 
principală de inspiraţie. în conformitate cu legile evoluţiei naturale, un Algoritm Evolutiv 
modelează adaptarea unei populaţii de indivizi, reprezentând fiecare în parte o soluţie 
posibilă a problemei de rezolvat. Această adaptare se face în sensul creşterii 
performanţelor indivizilor populaţiei în raport cu funcţia obiectiv. 

Spaţiul de căutare al problemei poate să fie prea mare sau chiar infinit în această 
situaţie, populaţia asupra căreia acţionează algoritmul evolutiv este formată dintr-o 
submulţime finită a spaţiului de căutare. Fiecare element al populaţiei, numit in 
literatura de specialitate cromozom, reprezintă o soluţie posibilă a problemei. De 
regulă, populaţia iniţială se construieşte prin generarea aleatoare a unor puncte ale 
spaţiului de căutare. Performanţa unui cromozom este calculată cu ajutorul funcţiei de 
evaluare, funcţie ce poate coincide cu funcţia obiectiv in cazul problemelor de 
optimizare sau, in alte situaţii, poate fi o funcţie de cost, de câştig, etc. 
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Algoritmii evolutivi sunt în esenţă proceduri iterative de căutare. La fiecare iteraţie 
sunt selectaţi cei mai performanţi indivizi ai populaţiei curente P(t), urmând ca asupra lor 
să se aplice operatorii genetici specifici pentru a genera noi indivizi. Operatorii genetici 
uzuali sunt operatorul de recombinare şi cel de mutaţie. Recombinarea asigură 
construirea unor noi indivizi prin combinarea materialului genetic (fragmente de 
cromozomi) provenit din indivizii existenţi. Mutaţia va crea noi indivizi prin executarea 
unor mici modificări, perturbaţii, asupra unui singur cromozom. Descendenţii obţinuţi in 
urma aplicării operatorilor genetici vor forma noua generaţie P(t+1). Se consideră că la 
fiecare iteraţie, noua generaţie conţine indivizi mai performanţi, mai "adaptaţi" decât cei 
ai populaţiei anterioare. 

Terminarea algoritmului evolutiv este fie condiţionată de atingerea unui număr dat de 
iteraţii, fie de orice altă condiţie specifică problemei. Soluţia algoritmului va fi extrasă 
din populaţia finală, fiind cel mai bun cromozom al acesteia. Pentru a ne asigura că cel 
mai bun individ generat nu s-a pierdut prin alternarea generaţiilor, algoritmul 
evolutiv poate fi înzestrat cu un mecanism suplimentar ce permite supravieţuirea celor 
mai buni k indivizi ai populaţiei de la o generaţie la alta. Soluţia dată de algoritmul 
genetic nu este întotdeauna şi optimul global al problemei rezolvate, însă aceasta se 
apropie mult de soluţia dorită, în cazul problemelor complicate, putem fi mulţumiţi de 
găsirea unei soluţii bune, cât mai apropiată de optimul global. Părerile sceptice în 
legătură cu eficienţa procedurilor evolutive au fost înlăturate prin obţinerea unor 
rezultate surprinzătoare în cazul problemelor complicate pentru care tehnicile clasice 
nu dau soluţii bune sau necesită un timp prea mare de execuţie. 

Rezolvarea oricărei probleme poate fi privită ca un proces de căutare şi optimizare 
în spaţiul soluţiilor posibile. Din aceste considerente un algoritm evolutiv poate fi 
adaptat în mod corespunzător oricărei probleme date. Să luăm spre exemplu cea mai 
populară clasa de algoritmi evolutivi, algoritmii genetici. Fiecare cromozom al populaţiei 
este alcătuit dintr-o secvenţă de caracteristici sau gene. Valorile genelor sunt preluate 
dintr-un alfabet A dependent de specificaţiile problemei de rezolvat. Lungimea 
cromozomilor, definită prin numărul de gene constitutive, este de regulă un număr 
constant. O clasă aparte de algoritmi genetici, algoritmii genetici dezordonaţi, 
utilizează o lungime variabilă a cromozomilor. 

Observaţie: în orice procedură puternică de căutare şi optimizare, stabilirea unui 
echilibru între explorarea spaţiului soluţiilor posibile (căutarea globală) şi 
exploatarea regiunilor promiţătoare ale spaţiului de căutare (căutarea locală), devine o 
condiţie obligatorie. Cercetările lui Holland din anii '70 au demonstrat că algoritmii 
genetici realizează acest echilibru într-o maniera aproape optimală. 

 
Structura generală a unui algoritm genetic: 

1. Fie t=0. Iniţializare aleatoare P(t); 
2. Evaluarea cromozomilor populaţiei P (t). 
3. Repetă 

 
3.1. Selecţie   cromozomi  părinţi   din   P(t) 
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rezultând populaţia intermediară PI. 
3.2. Asupra    populaţiei    P1    se    aplică 

operatorii      genetici       (recombinare, 
mutaţie,    inversiune,    etc.)    rezultând 
populaţia P2. Din PI se şterg părinţii 
populaţiei P2. 

3.3. în P2 se adaugă cromozomii rămaşi în 
PI. 

P(t+l)=P2; t=t+l; Evaluarea cromozomilor din P(t).  
      Sfârşit. 
 
 

II. CROMODINAMICA GENETICĂ 
 
Direcţie relativ nouă a Calculului Evolutiv, Cromodinamica Genetică a fost 

iniţial dezvoltată pentru rezolvarea problemelor de clasificare. Cromodinamica genetică 
utilizează o populaţie de dimensiune variabilă 
Numărul indivizilor populaţiei scade cu fiecare generaţie." Fiecare cromozom (individ) 
reprezintă o soluţie posibilă din spaţiul de căutare. Utilizatorul are libertatea de a opta 
pentru o variantă de codificare a  cromozomilor: binară, reală, etc. 

Ideea de bază a acestei metode este de a realiza o partiţionare a populaţiei 
într-un număr oarecare de subpopulaţii. O subpopulaţie va corespunde unui punct de 
optim. 

În   procesul   de   căutare,   această   partiţionare   a populaţiei   trebuie   să   
se   menţină.    Subpopulaţiile coevoluează şi converg în parte spre soluţiile optimale ale 
problemei.   Se admite că indivizii  (soluţiile) foarte apropiaţi se vor unifica, 
determinând o descreştere a 
dimensiunii populaţiei, în final fiecare subpopulaţie va conţine un singur individ 
reprezentând un punct de optim din spaţiul soluţiilor posibile ale problemei considerate. 
Iniţial, fiecărui individ îi va fi ataşată o culoare distinctă, în timp se va constata o 
descreştere a numărului de culori (ceea ce explică şi numele metodei) şi o stabilizare a 
unei culori dominante pentru fiecare subpopulaţie. 

Modificările aduse populaţiei la fiecare iteraţie sunt modelate cu ajutorul 
operatorilor genetici de recombinare şi mutaţie. Recombinarea este de tipul (2,1), adică 
din doi părinţi selectaţi va rezulta un unic descendent Fiecare cromozom este selectat 
pentru recombinare. Se consideră acesta părintele dominant Perechea sa este 
selectată numai dintr-o vecinătate sferică a cromozomului dominant. Din punct de 
vedere biologic, probabilitatea de împerechere a unui individ cu un alt individ din 
aceeaşi subpopulaţie este mult mai mare decât împerecherea cu un individ dintr-o 
altă subpopulaţie. Din aceste considerente, Cromodinamica genetică acceptă doar 
încrucişări locale. Pentru fiecare cromozom selectat a (părintele dominant) se 
defineşte o vecinătate sferică centrată în a, de rază r: V(a,r) în care va fi căutat 
partenerul recesiv b al cromozomului a. Raza r poate constitui o constantă a 
procedurii sau poate să varieze în funcţie de numărul de generaţii produse, în 
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concordanţă cu rolul său, raza r se numeşte rază de interacţiune. 
Cei doi operatori consideraţi, mutaţia şi recombinarea se exclud reciproc. Un 

cromozom a este perturbat prin mutaţie doar în situaţia în care vecinătatea sa V(a,r) nu 
permite stabilirea unui partener pentru recombinare. Decizia de alegere a 
operatorilor genetici este condiţionată atât de cadrul problemei concrete cât şi de 
metoda de reprezentare a indivizilor. Spre exemplu, pentru o reprezentare reală, putem 
considera încrucişarea convexă de tipul (2,1) şi o lege aditivă de mutaţie prin care fiecare 
variabilă a cromozomului suferă o perturbaţie normală: 

Fie a cromozomul selectat pentru recombinare, şi m dimensiunea sa (numărul de 
variabile), în vecinătatea sa V(a,r) este determinat partenerul b de recombinare. Unicul 
descendent al perechii (a,b) este cromozomul c, pentru care: 

iiii bac )1( 1αα −+= , mi ,1=    unde  ]1,0[∈iα  

urmează o distribuţie uniformă. 
Obs: Unicul descendent al perechii (a,b) va moşteni culoarea părintelui dominant. 
În cazul in care vecinătatea lui c nu oferă nici un partener valid pentru 

încrucişare, cromozomul c este supus mutaţiei.. 
În general, un descendent mai bun îşi înlocuieşte automat părintele în noua 

generaţie. Aceasta ar putea conduce înspre o convergenţă prematură a procedurii. 
Evitarea convergenţei premature poate fi făcută prin înzestrarea procedurii cu un 
mecanism suplimentar de tipul recoacerii simulate. Astfel, un individ mai slab decât 
părintele său poate fi acceptat în noua generaţie cu o anumită probabilitate p. 

Un alt aspect specific cromodinamicii genetice este descreşterea numărului de 
indivizi ai populaţiei, în timp anumiţi indivizi devin foarte apropiaţi şi mai multe 
subpopulaţii ar putea evolua înspre acelaşi punct de optim. Acest lucru este 
neacceptabil dacă dorim determinarea numărului corect de optime şi avem în vedere 
aptul că fiecărui punct de optim îi va corespunde un unic cromozom. Pentru modelarea 
acestui aspect se va considera că indivizii foarte apropiaţi (distanţa dintre aceştia este 
mai mică decât o valoare pre-fixată) se vor unifica devenind unul singur. 

Condiţia de oprire a algoritmului poate fi dată de atingerea unui număr de 
generaţii sau poate fi validată în cazul în care după un număr oarecare de generaţii nu se 
mai înregistrează modificări semnificative ale populaţiei. ; 

Rezultatele  acestei   tehnici   sunt  pe  de   o  parte, determinarea punctelor 
de optim şi pe de altă parte stabilirea numărului corect de puncte de optim. Dacă, 
populaţia finală este alcătuită din s cromozomi atunci numărul de puncte de optim 
este s iar fiecare cromozom sixi ,...,2,1, =  reprezintă o  soluţie optimă (locală sau 
globală) a problemei. 

Dinamica metodei poate fi urmărită pe două nivele. Primul nivel corespunde 
modificării cromozomilor iar cel de-al doilea este asociat cu formarea, modificarea şi 
stabilizarea subpopulaţiilor. 

 
 

III. OPTIMIZARE MULTICRITERIALĂ 
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O clasă de probleme cu un grad mare de complexitate admite existenţa mai 

multor funcţii obiectiv. Problemele în care mai multe funcţii obiectiv trebuie 
optimizate simultan se numesc probleme de optimizare multicriterialâ 
(optimizare multiobiectiv, optimizare vectorială). De cele mai multe ori criteriile de 
optim sunt contradictorii, îngreunând semnificativ stabilirea unei tehnici de rezolvare a 
problemelor de acest gen. O abordare simplistă permite convertirea criteriilor într-o 
singură funcţie obiectiv, problema reducăndu-se la o problemă de optimizare clasică cu 
un singur obiectiv. Fiecare criteriu îşi va aduce aportul în această funcţie printr-o 
pondere prestabilită. Alegerea ponderilor pentru definirea unei unice funcţii obiectiv 
cunoaşte adesea o rezolvare subiectivă care ar afecta soluţia finală. Motivele prezentate 
încurajează cercetarea altor tehnici de rezolvare a problemelor multicriteriale. 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Optimizare Pareto 
Pentru o problemă de optimizare cu m funcţii criteriu: fi , i = 1,2,...,m definim 

vector criteriu, vectorul m-dimensional cu următoarea formă, având ca şi 
componente funcţiile fi , i = 1,2,...,m : 
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Notând cu Ω  domeniul funcţiei F, F : mR→Ω , iar Ω  reprezintă spaţiul de 
căutare pentru problema dată. 

Principalul neajuns al problemelor de optimizare multicriterială constă în 
incompatibilitatea diferitelor criterii şi, în consecinţă, imposibilitatea comparării 
soluţiilor, în optimizarea Pareto această dificultate este înlăturată prin definirea unei 
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relaţii de ordine (relaţie de dominare) peste mulţimea soluţiilor. 
O soluţie nedominată sau optimală în sens Pareto se defineşte intuitiv prin 

următoarele propoziţii: 
(a) Nu este o soluţie mai proastă decât celelalte. 
(b) Este mai bună decât oricare alta în raport cu cel puţin un criteriu. 

Pentru a defini relaţia de dominare peste mulţimea soluţiilor (spaţiul Ω ) se 
defineşte în prealabil o relaţie de dominare peste mulţimea valorilor funcţiei vector F 
(spaţiul Rm).  

Fie următoarea problemă de optimizare multicriterială:  





Ω∈
=→

x
mixf

P i ,...,1max,)(
:  

Valorile funcţiei vector F constituie mulţimea V, unde:  
V={v mR∈  | Ω∈∃x  , v = F(x)} 
Definiţie. Fie u şi v doi vectori din V. Spunem că vectorul v îl domină pe u (notat 

up v) în raport cu problema considerată, ddacă sunt îndeplinite următoarele: 
(a) ui,  i= 1,2,. .. ,m; 
(b) ∃ j = 1,2,...,m : uj <vj. 

Definiţie. Spunem că valoarea v a funcţiei F este nedominată (Pareto-optimală) 
dacă nu există nici o altă valoare care să o domine. 

Relaţia definită peste mulţimea V induce în spaţiul Ω  o relaţie de dominare: 
Definiţie: Spunem ca soluţia x e Ω  este nedominată (soluţie Pareto - optimală) 

ddacă nu există nici o altă soluţie care să genereze o valoare a funcţiei F care domină pe F(x). 
Soluţiile optimale - Pareto ale problemei constituie frontul Pareto asociat problemei 

respective: 
Ω P = { Ω∈x  | F(X) - nedominata} 

 
 

Optimizare Pareto cu algoritmi genetici 
 
În 1989 Goldberg aplică cu succes tehnicile algoritmilor genetici pentru 

rezolvarea problemelor de optimizare multicriterială utilizând conceptul de nedominare 
în sens Pareto. Algoritmul genetic este îmbogăţit printr-un mecanism de etichetare a 
cromozomilor la fiecare generaţie. Astfel, la o generaţie oarecare toţi indivizii nedominaţi 
sunt etichetaţi cu valoarea l şi sunt eliminaţi din populaţie. Din populaţia rămasă se vor 
extrage din nou indivizii nedominaţi, aceştia din urmă primind rangul 2. Procedeul continuă 
în această manieră până când toţi indivizii generaţiei respective au fost etichetaţi. 
Submulţimile de soluţii nedominate realizează o partiţie a generaţiei curente. Valorile 
rangurilor sunt utilizate în calcularea probabilităţilor de selecţie şi reproducere. 

în 1995, Srintvas şi Deb implementează un algoritm de optimizare Pareto în care 
este folosită metoda nişelor ecologice. La fiecare generaţie sunt stabilite submulţimile de 
soluţii nedominate în maniera descrisă anterior. Pentru fiecare submultime de soluţii 
nedominate se recalculează performanţa indivizilor apartenenţi folosind metoda nişei. 
Submulţimile de soluţii nedominate reprezintă de fapt o partiţie a populaţiei. Fiecare 
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submultime (subpopulaţie) corespunde unei nişe în care indivizii partajează resursele 
comune. Performanţele recalculate intervin în selecţia cromozomială.  În continuare 
este dat algoritmul de optimizare vectorială bazat pe metoda nişei ecologice. 

 
 

Algoritmul de optimizare P carete bazat pe metoda nişei ecologice - prelucrarea 
generaţiei P(tl 

1. Fie   P1- submultimea soluţiilor nedominate din P(t) 
2. Se generează o valoare mare de adecvare ce se atribuie fiecărui individ din P1 ; 
3. Se recalculează performanţele indivizilor nedominaţi folosind metoda nişei; 
4. Fie  v1  cea mai mică valoare de adecvare a cromozomilor din P1 şi i = 2; 
5. P(t) = P(t)\P1; 
6. Cât timp P(t) Φ≠   execută: 

6.1. Fie P' - submultimea soluţiilor nedominate din P(t) 
6.2. Fie vi , vi < vi-1 , o valoare de adecvare ce se atribuie fiecărui individ din 
Pi; 
6.3. Se recalculează performanţele indivizilor nedominaţi folosind metoda 

nişei; 
6.4. P(t)=P{t)/P'; 
6.5. i = i + 1; 

7. n = i; numărul de subpopulaţii 
n 

8. P(t) = i
n

i
P

1=
∪ ; refacerea populaţiei 
i=i 

9. Se  aplică  operatorii  genetici  asupra  indivizilor populaţiei    P(t)    utilizând  
valorile   adecvărilor 
recalculate. 
 
 
 

IV. OPTIMIZARE MULTICRTTERIALĂ CU CROMODINAMICĂ 
GENETICĂ 

 
O interesantă abordare a problemelor de optimizare vectorială este 

folosirea cromodinamicii genetice pentru determinarea frontului Pareto. în acest 
paragraf este propus un algoritm care folosind tehnicile cromodinamicii genetice 
încearcă rezolvarea unei probleme de optim multicriterial. 

Componentele oricărui algoritm evolutiv pot fi grupate în 3 module: 
• Modulul Populaţie 
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• Modulul Evaluare 
• Modulul Recombinare şi Modificare 

În concordanţă cu această împărţire pe module, . prezentarea 
algoritmului în această secţiune va urmări schema propusă. 

 
•   Modulul Populaţie: 
Metoda de reprezentare: Reprezentare reală pare adecvată unei astfel de probleme. 

Fiecare cromozom X este          reprezentat printr-o structură: [(x1 … xn), r, c, f], în  care:   
vectorul  de componente reale (x1 … xn),  reprezintă un punct din spaţiul soluţiilor Ω ,   r 
- reprezintă rangul individului (numărul subpopulaţiei la care aparţine), c - culoarea cu care este 
înzestrat cromozomul, f - valoarea funcţiei de performanţă: f(X). 

Metoda   de   iniţializare:   Se   recurge,   ca   în majoritatea  situaţiilor  la  o   
iniţializare   aleatoare  a populaţiei. Numărul iniţial de indivizi este un parametru al 
algoritmului şi poate fi modificat, în general se foloseşte o valoare cuprinsă în intervalul 
[100,200]. 

Metoda de selecţie: Fiecare individ al generaţiei curente este selectat pentru 
recombinare sau mutaţie. Partenerul pentru recombinare este căutat doar într-o vecinătate a 
cromozomului, respectiv, printre cromozomii cu aceiaşi culoare ca şi părintele dominant. Dacă nu 
este posibilă stabilirea unui partenr, cromozomul dominant este supus mutaţiei. 

Metoda de înlocuire: Descendentul mai performant decât părintele dominant îl 
înlocuieşte automat pe acesta in noua generaţie. Nu se utilizează un mecanism de tipul recoacerii 
simulate. 

Alte   considerente:   Raza de   interacţiune se stabileşte la fiecare generaţie în 
funcţie de numărul de submulţimi de soluţii nedominate. Astfel, fiind n - numărul de clase 
(subpopulaţii de soluţii nedominate) la o  generaţie dată,   raza de interacţiune reprezintă raportul 
dintre distanţa maximă între oricare doi indivizi, primul din clasa de rang l şi celalalt din clasa de 
rang maxim n, şi numărul de clase n. Pentru fiecare individ nedominat din clasa de rang l se 
construieşte o vecinătate de rază r. Fiecărei vecinătăţi îi este ataşată o culoare distinctă. 
Indivizii care nu sunt coloraţi la o iteraţie, nu vor putea fi recombinaţi sau mutaţi. Aceştia 
supravieţuiesc trecerii de la o generaţie la alta, astfel încât, la o nouă iteraţie vor avea din nou 
şansa de a fi coloraţi, respectiv de a produce descendenţi. 

Etichetarea indivizilor: se face determinând toate clasele de soluţii nedominate. Fiecărui 
element dintr-o clasă îi este ataşată o valoare naturală ce reprezintă numărul clasei respective. 
Prima submulţime de soluţii nedominate va forma clasa de rang 1. Prin eliminarea temporară din 
populaţie a acestei prime clase, populaţia rămasă va putea conţine o nouă submulţime de soluţii 
nedominate, reprezentând clasa de rang 2. În mod asemănător  se  vor  stabili   toate  
clasele de soluţii nedominate şi toţi indivizii populaţiei vor primi o etichetă. 

 
• Modulul Evaluare 
Performanţa fiecărui individ c este calculată folosind funcţia de evaluare cu următoarea 

formă: 

∑= ),('
1)(

cxd
cf , unde: 

d(x,c) - distanţa euclidiană dintre punctele din spaţiu de căutare reprezentate de cromozomii x şi 
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c; 
r- reprezintă rangul cromozomului c şi suma se calculează pentru toţi cromozomii x care verifică 
condiţia rang(x) = rang(c)  (c şi x aparţin aceleiaşi submulţimi de soluţii nedominate). 
 

• Modalul Recombinare şi Modificare: 
Operatorii genetici utilizaţi sunt încrucişarea convexă şi mutaţia. Mutaţia provoacă 

asupra componenţei vectorului (x1, ..., xn) perturbaţii aleatoare urmează legea normală. 
Astfel, prin mutaţie, vectorul (x1, ..., xn) devine: (y1, ..., yn) unde: yi = xi + Ni (0,l), i = 
1,2,..., n. (prin Ni (0, 1) s-a notat instanţa unei variabile aleatoare cu distribuit 
normală având m = 1 şi 0=σ ). 

Algoritmul dat în continuare se doreşte a fi o încercare de aplicare a tehnicilor 
cromodinamicii genetice pentru rezolvarea problemelor de optimizare vectorială: 

 
1. Iniţializare aleatoare populaţie P(0); fie t = 1, 2.    Cât timp 

(condiţie_continuare = true) execută: 
2.1. Stabilirea submulţimilor de soluţii nedominate (clase) a populaţiei P(t); 

fie nc - numărul de clase; fiecărui cromozom îi este ataşată o valoare 
reprezentând numărul clasei din care 
face parte (rangul); 

2.2. Calcularea razei de interacţiune; 
2.3. Ataşare culoare pentru fiecare cromozom al populaţiei  P(t);   

(stabilirea  vecinătăţilor  de încrucişare) 
2.4. Ataşarea valorii de adecvare fiecărui individ al populaţiei Pft); 
2.5. Pentru fiecare cromozom c se caută un partener compatibil (de aceiaşi 

culoare). Dacă s-a găsit un astfel de partener se va aplica operatorul de recombinare, în 
caz contrar se aplică mutaţia; 

2.6. t = t + 1. 
 

BIBLIOGRAFIE 

[1]   P. J. Angeline, Evobttionary Algorithms and Emergent Intelligence, Dissertation, 
Presented in Parţial Fulflllment of the Requirements for the Degree Doctor of  
Philosophy in the Graduale School of The Ohio State University, The Ohio State 
University, 1993
[2]   T, B&ck, Evolutionary Algoritkms in Tkeory and Practice, Oxford University Press, 
1996. 
[3]  D. Dumitrescu, Algoritmi Genetici fi Strategii Evolutive - aplicaţii tn Inteligenţa 
Artificială fi tndomenii conexe, Ed Albastră, Cluj Napoca, 2000 
[4]   D. Dumitrescu, B. Lazzerini, L. C. Jain, A. Dumitrescu, Evobttionary computation, 
CRC Press, 2000. 
[5]   D. E. Goldberg, Genetic Algorithms in Search, Opt'unization, andMaehine 
Learning, Addison-Wesley Publishing Company, Inc., 1989. 
 
Autor 
Corina ROTAR, Universitatea "l Decembrie 1918" Alba lulia Alba lulia. 
 


