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Una aproximacion bayesiana al problema de
heteroscedasticidad en el modelo lineal simple

JuaN CARLOS CORREA"

Resumen

Presentamos una implementacion bayesiana para ayudar a resolver un pro-
blema de heteroscedaticidad en el modelo de regresién simple, facilmente
extendible al caso multiple.

Palabras Claves: Heteroscedasticidad, modelos de regresion, estadistica ba-
yesiana, muestreador de Gibbs.

Abstract

We implement a bayesian solution to the heteroscedasticity problem in simple
regression. This solution can be easily generalized to the multiple regression
case.

Keywords: Heteroscedasticity, Regression models, Bayesian statistics, Gibbs
sampler.

1. Introduccion

El modelo de regresion lineal es tal vez la herramienta estadistica de més amplio
uso. El modelo de regresiéon simple presenta una estructura elegante, util para
representar gran cantidad de fenémenos reales de una forma aproximada.

Yi = Bo + P + €

Se asume usualmente que €; ~ N(0,02).

Un problema conocido es el de la heteroscedasticidad, o sea la violacién de la
condicién de varianza constante de los errores.

Un modelo de heteroscedasticidad que se asume con frecuencia es o7 = z¥0?,

donde v se convierte en otro parametro del modelo, el cual desde el punto de vista
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tradicional se estima primero y se realiza una transformacién antes de aplicar los
procedimientos de estimacién corrientes.

Aqui presentamos la aproximacién bayesiana para la solucién de este problema,
mostrando cémo se puede generalizar al caso de la regresion multiple y ademas lo
ilustramos mediante un ejemplo utilizando el programa WinBUGS.

2. La aproximacion bayesiana

Opuesto a la estimacién clasica de pardmetros, la estadistica bayesiana produ-
ce distribuciones posteriores de las cantidades desconocidas (pardmetros) teniendo
en cuenta, tanto los datos, como las densidades a priori sobre estos parametros.
Como tal, la estadistica bayesiana proporciona un cuadro més completo sobre la
incertidumbre en la estimacion de los parametros desconocidos. Una introduccién
completa puede buscarse en el libro de Lee (1997). Si 0 es nuestro pardmetro de
interés y 7(6) es la distribucién a priori de los pardmetros que resume nuestra in-
certidumbre sobre los mismos, entonces, una vez obtenidos los datos, el paradigma
bayesiano se establece como:

m(0| datos) x 7(0)60| datos)

donde L es la funcién de verosimilitud y o es el simbolo de proporcionalidad, el
cual indica que la cantidad debe dividirse por una constante para que sea una
densidad propia.

Si(z1,y1), (x2,y2), -, (Tn, yn) es la informaciéon muestral, la funcién de verosi-
militud sera:

s 1 (y; — Bo — Brm:)’
L(B,0% v|Datos) = H 72 &XP 10 501/ gﬁlw)
i1V 27rx” o 2 ;0

— 1 L~ (i = Bo — Bra;)?
2mn/2 (T15, xi)y/z o P ( 2 ; z¥o? )

Si asumimos una distribucién a priori no informativa sobre (ﬁ, o?, 1/) tal que:

w(8) o c
n(0?) o 1
m(v) x k

donde ¢ y k son constantes, entonces la distribucién posterior de (3,02, v) es:

7 (B, 0%, v|Datos) (Hnly/“ ( i 51%) >

i=1 i)

La anterior expresién puede resolverse utilizando métodos computacionales
conocidos como MCMC (Monte Carlo Markov Chain) utilizados ahora para re-
solver problemas bayesianos de gran complejidad. Uno de los procedimientos es
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el muestreador de Gibbs, técnica introducida por Geman & Geman (1984) y de-
sarrolladas posteriormente por Gelfand & Smith (1990). En términos generales,
la idea del muestreador de Gibbs es la de sobreponer las dificultades del calculo
de 7 (5,02,V|Datos) con una sucesion de cédlculos més faciles de distribuciones
condicionales que funciona asf:

1. Seleccionar un punto arbitrario (ﬁo, o3, 1/0).
2. Generar:

a) B, den (ﬁ|Datos,af_17 Vi—1)~
b) o? de m (02| Datos, B;,vi—1).
¢) v; de m (v|Datos, B;,02).

3. Repetir el paso anterior un nimero grande veces.

Dado que este proceso de generacién de muestras es un proceso markoviano
donde la distribucién estacionaria es la distribucién posterior de la cual se pretende
extraer las muestras, se deben descartar los valores generados al comienzo del
proceso. Este es un problema complejo pero se acostumbra eliminar los primeros
1000 valores y generar 5000 valores o mas.

Es facil probar que en el paso i, la distribucién 7 (,6'|Datos, o2 4, Vz-,l) es una
N (B, o? (X*’X*)_l), donde la j-ésima fila de X* es el vector

( 1 Zj )
vii—1y/2’ Vii—1y/2
O'iflmj( n/ 0'1'711']-( v/

yB= (X*’X”‘)f1 X*'y*, donde la j-ésima componente de y* es

* Yj

Yj = Yi-1) \
Ji,11'j 2

La distribucién posterior condicional de o2 es una gamma inversa:

n

1 -~ Bo, — Br,x;)?
(02 | Datos, B;, vi_1) = IG(2, = ; = Po, — Buiz;) )
2 j=1 le

La distribucién posterior condicional de v no tiene una forma cerrada y por
lo tanto debemos utilizar algin método para la generacién de valores de esta
distribucién, tal como el muestreo por importancia u otro, ya que:

1 1 n y‘—ﬂi_ﬂix'Q
7(v | Datos, B;,07) = Wexl)(_w Z (yi oxy 1.%4)
=1 i =1 i
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3. Ejemplo

La modelacién del precio del metro cuadrado de apartamentos usados es un
problema de interés para las lonjas de propiedad raiz. Consideramos el modelo:

Precio = By + 1 Mts2

que relaciona el precio de oferta de un apartamento usado y su tamano en metros
cuadrados. Dada la complejidad del problema sélo consideramos apartamentos de
un sector limitado de la ciudad de Medellin como es El Poblado, donde tienen una
estructura homogénea: estratos socioeconémicos altos, calidad de construcciones
similares, etc. Realizamos el ajuste del modelo con el programa WinBUGS, ver-
sion 1.4. Como este programa no permite trabajar con distribuciones a priori no
informativas, seleccionamos distribuciones con varianzas muy grandes con el fin
de imitar dentro de un rango plausible a las no informativas. El cédigo aparece a
continuacion:

model
{
for( i in 1:N ) {
Precio[i] ~ dnorm(mu([i],precision[i])
mul[i] <- alpha.star + beta*x(Mts2[i] - mean(Mts2[]))
precision[i] <- tauC/exp(log(Mts2[i])*nu)
}
alpha <- alpha.star - beta * mean(Mts2[])
beta ~ dnorm(0.0,0.001)
alpha.star ~ dnorm(0.0,0.001)
nu ~ dnorm(0.0,0.001)
tauC ~ dgamma(0.001, 0.001)
desv<-1/sqrt (tauC)
}

list(Mts2=c( 91 ,228 ,152 ,130 ,130 ,127 ,165 ,213 ,250 ,
240 ,200 ,260 ,85 ,300 ,76 ,97 ,236 ,315 ,118.5 ,140 ,

225 ,226 ,207 ,193 ,158 ,80 ,114 ,190 ,99.9 ,140 ,75 ,

210 ,145 ,148 ,86 ,88 ,156 ,110 ,140 ,99 ,175 ,435 ,179 ,
100 ,79 ,100 ,167 ,88 ,223 ,218 ,200 ,130 ,75 ,169.2 ,

170 ,158.2 ),

Precio=c( 132 ,175 ,106.4 ,120 ,140 ,134 ,180 ,200 ,235 ,240 ,
260 ,240 ,75 ,190 ,86 ,93 ,242 ,295 ,102 ,180 ,310 ,280 ,
224 ,155 ,160 ,100 ,138 ,133 ,110 ,153 ,60 ,280 ,140 ,215 ,
75 ,83 ,125 ,80 ,135 ,145 ,190 ,410 ,150 ,115 ,97 ,100 ,
175 ,80 ,395 ,235 ,230 ,137 ,125 ,270 ,300 ,140 ),

N=56)

list(alpha.star=0, beta=0,nu=0,tauC=1)
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Se generaron 13000 muestras de las cuales se descartaron las primeras 4000 y
para el proceso inferencial se utilizaron 9000. La tabla presenta algunos restiimenes
de las distribuciones posteriores de los cuatro parametros del modelo. Se observa
como el intervalo de probabilidad para v del 95% es (1,22,2,59), lo cual muestra
como es de grave el problema de la varianza no constante en el modelo.

media sd  error MC 2.5% mediana 97.5%
v 1,848 03767  0,03346 1,22 1,807 2,592
a 12,79 12,52 0,125  —11,7 12,68 37,7
300473 0,0957 9,03E—4  0,7549 0,949 1,13
o 0,5901 0,5272 0,0437 0,06027 0,4378 1,972

4. Conclusiones y recomendaciones

La aproximacién bayesiana permite resolver el problema de varianza no cons-
tante en regresion en un solo paso, ya que simultdneamente se hallan las distribu-
ciones posteriores de todos los pardmetros involucrados, un problema que para la
aproximacién tradicional es complejo y requiere primero modelar la heteroscedas-
ticidad y luego estimar los pardmetros del modelo realizando los ajustes necesarios.

Esta solucién se extiende facilmente al caso de la regresién multiple, ya que

simplemente una estructura como o7 = z}izZ - - - z¥0?%, se modela en forma simi-

lar.
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