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1. はじめに

統計的推測の高次漸近理論では Edgeworth(展開による) 近似がよく用いられ, 推定量, 検定など
の高次の漸近的性質が論じられてきた. 実際, 推定量の真の母数の周りでの集中確率を漸近的に求

めるときには漸近分布の中心部分を必要とし, そのとき Edgeworth近似が重要な役割を果たした
(Barndorff-Nielsen and Cox [BC89]). -方, Bahadur効率は漸近分布の裾の部分に基づいていて,
大偏差確率を必要とする. また, 裾確率の近似についてもいろいろ論じられている (Daniels [D871,
Jensen [J951). 最近, 我々は独立な離散型確率変数の和の分布に対する大偏差 (原理による) 近似

を高次の次数まで求めて, 通常用いられている正規近似, Edgeworth近似と比較検討し, その近似
精度が良いことを確めた (Akahira, Takahashi and Takeuchi [ATT99], 高橋赤平 [TA98]). 実際,
野点における確率関数の近似は分布の裾の部分はもちろん, 中心部分でも良い近似精度を与えた.

本論では, 裾確率の近似式を新たに導出し, Edgeworth 近似, [ATT99] の近似等との数値的比較

を 2項分布, 負の 2項分布, 対数級数分布等の場合に行う. また, その近似式を仮説検定問題におけ

る検出力の数値計算に適用し, さらに, パーセント点の近似を通して予測問題にも適用する.

2. 大偏差近似

本節において [ATT99] に従って, 大偏差近似の概略を述べる. まず, $X_{1},$ , . .
$,$

$X_{n},$ $\cdots$ を互いに独

立に, 各 $j=1,2,$ $\cdots$ について $X_{j}$ が確率関数

$p_{j}(x)=P\{X_{j}=x\}$ $(x=0, \pm 1, \pm 2, \cdots)$

に従う離散型確率変数列とする. それらの和 $S_{n}:= \sum_{j}^{n}=1xj$ の確率関数を

$p_{n}^{*}(y):=P\{S_{n}=y\}$ $(y=0, \pm 1, \pm 2, \cdots)$

とする. また, 各 $j$ について, $X_{j}$ の積率母関数を $M_{j}(\theta):=E[e^{\theta X_{j}}](\theta\in\ominus)$ とする. ただし, $\ominus$ は

原点を含むある開区間とする. さて, 各 $j$ について, 確率関数

$p_{j,\theta}(X):=P_{\theta}\{X_{j}=x\}=p_{j}(x)eM\theta x(\theta)^{-}1j$ $(x=0, \pm 1, \pm 2, \cdots)$
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の離散指数型分布族乃: $=\{p_{j,\theta}(X) : \theta\in\Theta\}$ を考える. ここで, $p_{j},0(x)=p_{j}(x)$ になる. また, $S_{n}$ の

確率関数を

$p_{n,\theta}^{*}(y):=P_{\theta}\{S_{n}=y\}$ $(y=0, \pm 1, \pm 2, \cdots)$

で表わす. ただし $p_{n,0}^{*}(y)=p_{n}^{*}(y)$ とする. このとき

$p_{n,\theta}^{*}(y)=p_{n}^{*}(y)e^{\theta} \prod_{1}^{n}yj=Mj(\theta)^{-1}$ (2.1)

となる. また, 各 $j$ について, 乃の下で, $X_{j}$ の特性関数は

$E_{\theta}[e^{itX}j]= \sum_{x}e^{itx}p_{j},\theta(x)=M_{j}(\theta)-1M_{j}(\theta+it)$

になる. ただし, $i$ は虚数単位とする. 従って, {乃} の下で, $S_{n}$ の特性関数は

$E_{\theta}[e^{itS}]n= \prod_{j=1}^{n}M_{j}(\theta+it)\prod_{j=1}^{n}M_{j(}\theta)^{-1}$

となるから, フーリエ逆変換を用いて

$p_{n,\theta}^{*}(y)= \frac{1}{2\pi}\int_{-\pi}^{\pi}\prod_{j=1}^{n}M_{j(\theta}+it)\prod_{j=1}^{n}M_{j(\theta)e}-1$
-ity (2.2)

になる. そこで, (2.1), (2.2) から

$p_{n}^{*}(y)=e^{-\theta y} \prod_{j=1}^{n}M_{j(\theta)\cdot\frac{1}{2\pi}}\int_{-}^{\pi}\prod_{\pi=1}^{n}M_{j(\theta}j+it)\prod^{n}M_{j}(\theta)^{-1}e$-iiyd
$j=1$

t

を得る. また, $K_{n}( \theta):=\sum_{j1}^{n}=\mathrm{g}M_{j}\mathrm{l}\mathrm{o}(\theta)$ とおくと

$p_{n}^{*}(y)=e^{K(\theta)\theta y}-$ .$\frac{1}{2\pi}n\int_{-\pi}^{\pi}e^{K_{n}}(\theta+it)-K_{n}(\theta)$ -itydt (2.3)

になる. さらに, Taylor展開によって, 十分に小さ $\mathrm{A}\mathrm{a}|t|$ に対して

$K_{n}( \theta+it)-Kn(\theta)=K_{n}^{(1)}(\theta)it+\frac{1}{2}K_{n}^{(2)}(\theta)(it)^{2}+\frac{1}{6}K_{n}^{(3)}(\theta)(it)^{3}+\frac{1}{24}K_{n}^{(4)}(\theta)(it)^{4}+\cdots$ $(2.4)$

になる. ただし, 各 $\alpha=1,2,$ $\cdots$ について

$K_{n}^{(\alpha)}(\theta)=(d^{\alpha}/d\theta^{\alpha})K_{n}(\theta)$

とおく. このとき, $S_{n}=y(y=0, \pm 1, \pm 2, \cdots)$ に対して, $K_{n}^{(1)}(\hat{\theta}_{0})=y$ となる $\theta$ の推定量
$\hat{\theta}_{0:=}\hat{\theta}_{0}(s_{n})$ を考える. ここで, $K_{n}^{(\alpha)}(\hat{\theta}_{0})=O(n)(\alpha=2,3, \cdots)$ を仮定する.
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定理 1 $([\mathrm{A}\mathrm{T}\mathrm{T}99])$ . $S_{n}$ の確率関数 $p_{n}^{*}(y)$ は漸近的に次のように与えられる.

$p_{n}^{*}(y)= \frac{1}{\sqrt{2\pi K_{n}^{(2}()\hat{\theta}_{0})}}e^{K_{n}()\mathrm{o}y}\hat{\theta}0-\hat{\theta}[1+\frac{K_{n}^{(4)}(\hat{\theta}_{0})}{8\{K_{n}^{(2)}(\hat{\theta}0)\}^{2}}-\frac{5\{K_{n}^{(3)}(\hat{\theta}0)\}^{2}}{24\{K_{n}((2)\hat{\theta}0)\}^{3}}+O(\frac{1}{n^{2}})]$ .

各 $j=1,2,$ $\cdots$ について, 確率関数 $Pj,\theta(\cdot)$ と $Pj(\cdot)$ の問の Kullback-Leibler情報量を

$I_{j}( \theta, 0):=\sum_{x}p_{j},\theta(x)\log\frac{p_{j,\theta}(x)}{p_{j}(_{X)}}$

で定義する. このとき, 確率関数 $p_{n,\theta}^{*}(\cdot)$ と $p_{n}^{*}(\cdot)$ の間の Kullback-Leibler情報量は

$I_{n}^{*}( \theta, 0)=\sum_{j=1}^{n}I_{j}(\theta, \mathrm{o})=\theta K_{n}^{(1)}(\theta)-K_{n}(\theta)$

となる. 従って, 定理 1から次の系を得る.

系 1. $S_{n}$ の確率関数 $p_{n}^{*}(y)$ は漸近的に次のように与えられる.

$p_{n}^{*}(y)= \frac{1}{\sqrt{2\pi K_{n}^{(2}()\hat{\theta}0)}}e^{-I_{n}^{*}(0)}\hat{\theta}_{0},[1+\frac{K_{n}^{(4)}(\hat{\theta}_{0})}{8\{K_{n}^{(2)}(\hat{\theta}0)\}^{2}}-\frac{5\{K_{n}^{(3)}(\hat{\theta}0)\}^{2}}{24\{K_{n}^{(}(2)\hat{\theta}0)\}^{3}}+O(\frac{1}{n^{2}})]$ .

3. 裾確率の近似

まず, [ATT99] による裾確率の近似を概説する. まず, (2.3) より, 任意の $z\geq 0$ に対して

$p_{n}^{*}(y+z)=e^{K(\theta}n)-\theta(y+z)$ . $\frac{1}{2\pi}\int_{-\pi}^{\pi}e^{K()K(\theta)}n\theta+it-n-ii(y+z)_{d}t$

が成り立つ. また, $\hat{\theta}_{0}$ を用いれば

$\frac{1}{2\pi}\int_{-\pi}^{\pi}e^{K(\hat{\theta}0+}nit)-K_{n}(\hat{\theta}0)-it(y+Z)dt$

$= \frac{1}{\sqrt{2\pi K_{n}^{(2}()\hat{\theta}_{0})}}\{1-\frac{z^{2}}{2K_{n}^{(2)}(\hat{\theta}_{0})}-\frac{K_{n}^{(3)}(\hat{\theta}0)_{Z}}{2\{K^{(2)}n(\hat{\theta}0)\}^{2}}+\frac{K_{n}^{(4)}(\hat{\theta}_{0})}{8\{K^{(2)}n(\hat{\theta}0)\}^{2}}-\frac{5\{K_{n}^{(3)}(\hat{\theta}0)\}^{2}}{24\{K_{n}^{()}(2\hat{\theta}0)\}^{3}}+O(\frac{1}{n^{2}})\}$

となる. よって, $y>E(S_{n})$ なる任意の整数 $y$ について, $S_{n}$ の分布の上側裾確率は

$P \{S_{n}\geq y\}=\sum_{z=0}p_{n}(*)y+Z$

1 $-K_{n}.(\hat{\theta}\cap 1-\hat{\theta}\mathrm{n}v\kappa^{\infty}----\hat{\theta}\cap z\mathrm{r}_{1}$ $z^{2}$ $K_{n}^{(3)}(\hat{\theta}0)_{Z}$

$= \overline{\sqrt{2\pi K_{n}^{()}(\hat{\theta}_{0}2)}}^{e^{K_{\mathcal{R}}(\theta 0)}\sum_{=}e^{-}}\perp-\theta 0yz0\theta 0z\{^{1-}\frac{z}{2K_{n}^{(2)}(\hat{\theta}_{0})}-\frac{x\iota_{n(^{\{70/^{z}}}}{2\{K_{n}^{(2)}(\hat{\theta}0)\}^{2}}$

48



$+ \frac{K_{n}^{(4)}(\hat{\theta}_{0})}{8\{K_{n}^{()}(\hat{\theta}0)\}^{2}2}-\frac{5\{K_{n}^{()}(\hat{\theta}0)\}^{2}3}{24\{K_{n}^{(}2)(\hat{\theta}0\mathrm{I}\}3}+o(\frac{1}{n^{2}})\}$

として求められる.

定理 $2([\mathrm{A}\mathrm{T}\mathrm{T}99])$ . $S_{n}$ の分布の上側裾確率は, 漸近的に次のように与えられる.

$P \{S_{n}\geq y\}=\frac{1}{\sqrt{2\pi K_{n}^{(2}()\hat{\theta}_{0})}}e-\hat{\theta}0y\sum_{\chi}K_{n}(\hat{\theta}0)e^{-\hat{\theta}_{0}}\infty=0z$

$+ \frac{K_{n}^{(4)}(\hat{\theta}_{0})}{8\{K_{n}^{()}(\hat{\theta}0)\}^{2}2}-\frac{5\{K_{n}^{(3)}(\hat{\theta}_{0})\}^{2}}{24\{K_{n}^{(}(2)\hat{\theta}0)\}^{3}}+O(\frac{1}{n^{2}})]$ , $y>E(S_{n})$ .

定理 2の上側裾確率の近似式は数値計算の結果から見るとやや安定性に欠けることがある. そ

こで, この裾確率の近似式の改善を試みる. まず

$K_{n}^{(1)}(\hat{\theta}0)=y$ , $K_{n}^{(1)}(\hat{\theta}_{k})=y+k$ , (3.1)

となる $\theta$ の推定量 $\hat{\theta}_{0},\hat{\theta}_{k}$ を考える. ただし, $k=1,2,$ $\cdots$ とする. また, 各 $k$ について

$\triangle_{k}=\hat{\theta}_{k}-\hat{\theta}_{0}$ (32)

とおけば, 定理 1より

$p_{n}^{*}(y)= \frac{1}{\sqrt{2\pi K_{n}^{(2)}(\hat{\theta}0)}}e^{K_{n}()\hat{\theta}_{0y}}\hat{\theta}_{0}-[1+\frac{K_{n}^{(4)}(\hat{\theta}_{0})}{8\{K_{n}^{()}(\hat{\theta}0)\}^{2}2}-\frac{5\{K_{n}^{()}(\hat{\theta}0)\}^{2}3}{24\{K_{n}^{()}(\hat{\theta}0)\}^{3}2}+O(\frac{1}{n^{2}})]$
,

$p_{7l}^{*}(y+k)= \frac{1}{\sqrt{2\pi K_{n}^{(2}()\hat{\theta}k)}}e^{K_{n}(\hat{\theta}_{k})}-\hat{\theta}k(y+k)[1+\frac{K_{n}^{(4)}(\hat{\theta}_{k})}{8\{K_{n}^{(2)}(\hat{\theta}_{k})\}2}-\frac{5\{K_{n}^{(3)}(\hat{\theta}k)\}2}{24\{K_{n}^{()}(\hat{\theta}_{k})\}23}+O(\frac{1}{n^{2}})]$

となる. このとき

$\log\frac{p_{n}^{*}(y+k)}{p_{n}^{*}(y)}$

$=K_{n}( \hat{\theta}_{k})-K_{n}(\hat{\theta}_{0})-\{\hat{\theta}_{k}(y+k)-\hat{\theta}_{0}y\}-\frac{1}{2}\{\log K_{n}^{(2)}(\hat{\theta}_{k})-\log K_{n}(2)(\hat{\theta}0)\}$

$+ \log[1+\frac{K_{n}^{(4)}(\hat{\theta}_{k})}{8\{K_{n}^{(2)}(\hat{\theta}k)\}^{2}}-\frac{5\{K_{n}^{(3)}(\hat{\theta}k)\}2}{24\{K_{n}^{(2}()\hat{\theta}_{k})\}^{3}}+O(\frac{1}{n^{2}})]$

$- \log[1+\frac{K_{n}^{(4)}(\hat{\theta}_{0})}{8\{K_{n}^{(2)}(\hat{\theta}0)\}^{2}}-\frac{5\{K_{rl}^{(3)}(\hat{\theta}0)\}^{2}}{24\{K_{n}^{()}(\hat{\theta}02)\}3}+O(\frac{1}{n^{2}})]$ (3.3)

となる. また, (3.1) より

$k=K_{n}^{()}1(\hat{\theta}_{k})-K^{(1}n)(\hat{\theta}_{0})$
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$=K_{n}^{(2)}( \hat{\theta}_{0})\triangle_{k}+\frac{1}{2}K_{n}(3)(\hat{\theta}0)\triangle 2+k\frac{1}{6}K(4)(n0\triangle_{k}3\hat{\theta})+\cdots$

になるから

$\triangle_{k}=\frac{k}{K_{n}^{(2)}(\hat{\theta}_{0})}-\frac{K_{n}^{(3)}(\hat{\theta}_{0})k^{2}}{2\{K_{n}^{()}(\hat{\theta}0)\}^{3}2}-\frac{K_{n}^{(4)}(\hat{\theta}_{0})k^{3}}{6\{K_{n}^{(2)}(\hat{\theta}0)\}^{4}}+\cdots$ (3.4)

となって

$K_{n}(\hat{\theta}_{k})-K_{n}(\hat{\theta}_{0})=K_{n}^{(1)}$ $( \hat{\theta}_{0})\triangle_{k}+\frac{K_{n}^{(2)}(\hat{\theta}0)}{2}\triangle 2+k\ldots$

$=y \Delta_{k}+O(\frac{1}{n})$ (3.5)

になる. さらに, (3.2) より

$k\hat{\theta}_{k}=k\hat{\theta}0+k\triangle_{k}$ (3.6)

となり,

$\frac{1}{2}\{\log K_{n}^{()}2(\hat{\theta}_{k})-\log K_{n}^{(}2)(\hat{\theta}0)\}$

$= \frac{1}{2}[\frac{K_{n}^{(3)}(\hat{\theta}_{0})}{K_{n}^{(2)}(\hat{\theta}_{0})}\triangle_{k}+\frac{1}{2}\{\frac{K_{n}^{(4)}(\hat{\theta}_{0})}{K_{n}^{(2)}(\hat{\theta}0)}-(\frac{K_{n}^{(3)}(\hat{\theta}_{0})}{K_{n}^{(2)}(\hat{\theta}_{0})})^{2}\}\triangle_{k}^{2}+\cdots]$ , (3.7)

$\log[1+\frac{K_{n}^{(4)}(\hat{\theta}_{k})}{8\{K_{n}^{(2)}(\hat{\theta}k)\}^{2}}-\frac{5\{K_{n}^{(3)}(\hat{\theta}k)\}^{2}}{24\{K_{n}^{(2})(\hat{\theta}k)\}^{3}}+O(\frac{1}{n^{2}})]$

$= \log[1+\frac{K_{n}^{(4)}(\hat{\theta}_{0})}{8\{K_{n}^{(2)}(\hat{\theta}0)\}^{2}}-\frac{5\{K_{n}^{(3)}(\hat{\theta}0)\}^{2}}{24\{K_{n}^{(2)}(\hat{\theta}0)\}^{3}}+O(\frac{1}{n^{2}})]+\frac{g^{(1)}(\hat{\theta}_{0})}{1+_{\mathit{9}}(\hat{\theta}_{0})}\Delta_{k}+O(\frac{1}{n^{2}})$ (3.8)

となる. ただし

$g(\theta)$ $:= \frac{K_{n}^{(4)}(\theta)}{8\{K_{n}^{()}(\theta)\}^{2}2}-\frac{5\{K_{n}^{(3)}(\theta)\}^{2}}{24\{K_{n}^{(2)}(\theta)\}^{3}}=o(\frac{1}{n})$

$g^{(1)}(\theta)$
$:= \frac{dg(\theta)}{d\theta}=\frac{K_{n}^{(5)}(\theta)}{8\{K_{n}^{(2)}(\theta)\}^{2}}-\frac{K_{n}^{(3)}(\theta)K_{n}(4)(\theta)}{8\{K_{n}^{()}(\theta)\}^{3}2}-\frac{5K_{n}^{(3)}(\theta)K_{n})((4\theta)}{12\{K_{n}^{(2)}(\theta)\}3}+\frac{5\{K_{n}^{(3)}(\theta)\}^{3}}{8\{K_{n}^{(2)}(\theta)\}^{4}}$

$=O( \frac{1}{n})$

とする. よって, $(3.3)\sim(3.8)$ より

$\log\frac{p_{n}^{*}(y+k)}{p_{n}^{*}(y)}=-k\hat{\theta}_{0}-k\triangle k+\frac{1}{2}K_{n}^{(2})(\hat{\theta}0)\triangle_{k^{-\frac{K_{n}^{(3)}(\hat{\theta}_{0})}{2K_{n}^{(2)}(\hat{\theta}0)}}}^{2}\triangle_{k}+o(\frac{1}{n^{2}})$
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になり,

$p_{n}^{*}(y+k)$

$=p_{n}^{*}(y) \exp\{-k\hat{\theta}0-k\triangle k+\frac{1}{2}K_{n}(2)(\hat{\theta}0)\triangle 2\frac{K_{n}^{(3)}(\hat{\theta}_{0})}{2K_{n}^{(2)}(\hat{\theta}_{0})}\triangle+O(k^{-}k\frac{1}{n^{2}})\}$ (3.9)

になる. このとき, (3.4) より

$\triangle_{k}=\frac{k}{K_{n}^{(2)}(\hat{\theta}0)}+O(\frac{1}{n^{2}})$

となるから, (3.9) より

$p_{n}^{*}(y+k)=p_{n}^{*}(y) \exp(-k\hat{\theta}_{0-}\frac{k^{2}}{2K_{n}^{(2)}(\hat{\theta}0)}-\frac{K_{n}^{(3)}(\hat{\theta}_{0})k}{2\{K_{n}^{(2)}(\hat{\theta}0)\}^{2}}+o(\frac{1}{n^{2}})\}$

となり, $P \{S_{n}\geq y\}=\sum^{\infty}k=0p^{*}n(y+k)$ から, $S_{n}$ の裾確率の近似式を得ることができる.

定理 3. $S_{n}$ の分布の上側裾確率は, 漸近的に次のように与えられる.

$P \{S_{n}\geq y\}=p_{n}(*y)\sum_{k=0}^{\infty}\exp\{-k\hat{\theta}_{0}-\frac{k^{2}}{2K_{n}^{(2)}(\hat{\theta}_{0})}-\frac{K_{n}^{(3)}(\hat{\theta}_{0})k}{2\{K_{n}((2)\hat{\theta}0)\}^{2}}+o(\frac{1}{n^{2}})\}$, $y>E(S_{n})$

ただし, $p_{n}^{*}(y)$ は定理 1で与えられたものとする.

次に

$K_{n}^{(1)}(\hat{\theta}_{0})=y$ , $K_{n}^{(1)}(\tilde{\theta}_{k})=y-k$

となる推定量 $\hat{\theta}_{0}$ と $\tilde{\theta}_{k}$ を考えると, 上側裾確率の近似式の導出と同様にして

$p_{n}^{*}(y-k)=p_{n}^{*}(y) \exp\{k\hat{\theta}_{0}-\frac{k^{2}}{2K_{n}^{(2)}(\hat{\theta}_{0})}+\frac{K_{n}^{(3)}(\hat{\theta}0)k}{2\{K_{n}^{(2)}(\hat{\theta}0)\}^{2}}+O(\frac{1}{n^{2}})\}$

を得て, これより下側裾確率の近似式も導出できる.

系 2. $S_{n}$ の分布の下側裾確率は, 漸近的に次のように与えられる.

$P \{S_{n}\leq y\}=p_{n}^{*}(y)\sum_{k=0}^{\infty}\exp\{k\hat{\theta}_{0}-\frac{k^{2}}{2K_{n}^{(2)}(\hat{\theta}0)}+\frac{K_{n}^{(3)}(\hat{\theta}0)k}{2\{K_{n}^{(2)}(\hat{\theta}0)\}^{2}}+O(\frac{1}{n^{2}})\}$ , $y<E(S_{n})$

ただし, $p_{n}^{*}(y)$ は定理 1で与えられたものとする.
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4. 数値計算による精度の比較

実際に, 2項分布, 負の 2項分布, 対数級数分布などの場合について, 上記の定理の近似式による

近似値, Edgeworth 近似による値を数値計算によりそれぞれ求め, 真値と比較することによって,
その近似精度を確める. なお, 定理 1において

$p_{n}^{*}(y)= \frac{1}{\sqrt{2\pi K_{n}^{(2}()\hat{\theta}_{0})}}e^{K_{n}(\hat{\theta})\hat{\theta}_{0}}-y(01+o(1))$

を 1次近似 $LD_{1}$ , 定理 1の近似式を 2次近似 $LD_{2}$ ということにする. 実は, 定理 1で求めた各点確

率はかなり良い近似精度であることが分かっている $([\mathrm{A}\mathrm{T}\mathrm{T}99])$ . また, 裾確率の近似については定

理 3の近似式から良い精度の値を求めることができることがわかる.

4.1. 2項分布の場合

$X_{1},$ $X_{2},$ $\cdots,$ $X_{n},$ $\cdots$ が互いに独立に, 各 $j$ について $X_{j}$ が確率関数

$f_{B}(x):=P\{x_{j}=x\}=p_{j}^{x1-x}q_{j}$ , $(x=0,1)$

をもつ 2項分布 $B(1,p_{j})$ に従う確率変数列とする. ただし, $0<Pj<1,$ $q_{j}=1-Pj(j=1,2, \cdots)$

とする. このとき, 各 $y=0,1,$ $\cdots,$ $n$ について

$K_{n}^{(1)}( \theta)=\sum_{j=1}^{n}\frac{p_{j}e^{\theta}}{p_{j}e^{\theta}+qj}=y$

となる $\theta$ を $\hat{\theta}_{0}=\hat{\theta}_{0}(y)$ とする. このとき $\hat{\tau}:=e^{\hat{\theta}_{0}}$ とおいて, 各 $j$ について $\hat{P}j:=p_{j}\hat{\tau}/(Pj^{\hat{\mathcal{T}}}+q_{j})$ ,
$\hat{q}_{j}:=1-_{\hat{P}j}$ とすれば

$K_{n}^{(2)}( \hat{\theta}_{0})=\sum_{j=1}^{n}\hat{p}j\hat{q}j$ , $K_{n}^{(3)}( \hat{\theta}_{0})=\sum_{j=1}^{n}\hat{p}j\hat{q}j(\hat{q}_{j\hat{p}}-j)$ , $K_{n}^{(4)}( \hat{\theta}_{0})=\sum_{j=1}^{n}\hat{p}_{j}\hat{q}j(1-6\hat{p}_{j}\hat{q}_{j})$ (4.1)

になる. 従って, 定理 1から $S_{n}:= \sum_{j=}n1Xj=y$ となる確率は

$p_{n}^{*}(y)= \frac{1}{\sqrt{2\pi\sum_{j-1}^{n}-\hat{p}_{j\hat{q}j}}}(_{j=1}\prod^{n}\frac{q_{j}}{\hat{q}_{j}})\hat{\tau}^{-y}[1+\frac{K_{n}^{(4)}(\hat{\theta})}{8(\sum_{j=1}^{n}\hat{p}j\hat{q}j)^{2}}-\frac{5\{K_{n}^{(3)}(\hat{\theta})\}2}{24(\sum_{j=1}^{n}\hat{p}j\hat{q}j)^{3}}+O(\frac{1}{n^{2}})]$

となる.

方, $S_{n}$ のキ 2-ムラントは

$\mu_{n}:=E(Sn)=\sum_{j=1}^{n}pj$ ,
$v_{n}:=V(sn)= \sum_{j=1}$pjqj

$n$

,

$\kappa_{3,n}:=\kappa_{3}(S_{n})=\sum pjq_{j}(q_{jp}-j)j=1$’
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$\kappa_{4,n}:=$ $\kappa_{4}(s_{n})=\sum_{=j1}npjq_{j}(1-6p_{j}q_{j})$

となるから, $S_{n}$ の分布の Edgeworth展開は

$P \{S_{n}=t\}=P\{\frac{S_{n}-\mu_{n}}{\sqrt{v_{n}}}=\frac{t-\mu_{n}}{\sqrt{v_{n}}}\}$

$= \frac{1}{\sqrt{v_{n}}}\phi(y)\{1+\frac{\kappa_{3,n}}{6v_{n}^{3/2}}(y^{3}-3y)+\frac{\kappa_{4,n}}{24v_{n}^{2}}(y^{4}-6y^{2}+3)$

$+ \frac{\kappa_{3,n}^{2}}{72v_{n}^{3}}(y^{6}-15y^{4}+45y-215)\}+O(\frac{1}{n\sqrt{n}})$

になる. ただし $y:=(t-\mu_{n})/\sqrt{v_{n}},$ $\phi(y)=(1/\sqrt{2\pi})e^{-y^{2}/2}$ とする. 上式の右辺の $\{\cdots\}$ の第 1

項目までの近似を正規近似といい, 右辺のすべての項たよる近似を Edgeworth 近似という. この

とき大偏差近似 $LD_{1},$ $LD_{2}$ はそれぞれ正規近似, Edgeworth 近似より端において精確になること

をいくつかの分布の場合について数値計算を行って確認した ([ATT99], [TA98] 参照).

特に, 各 $j$ について $Pj=p$ のとき, すなわち $X_{j}$ がいずれも独立でいずれも $B(1,p)$ に従う確率

変数の場合, 定理 1より

$p_{n}^{*}(y)= \frac{p^{y}q^{n-y}}{\sqrt{2\pi}}\cdot\frac{n^{n+(1/2})}{y^{y+(1/2)}(n-y)n-y+(1/2)}[1-\frac{1}{12n}\{\frac{1}{\mathrm{A}(n1-\#)n}-1\}+O(\frac{1}{n^{2}})]$

になる. $-$方, $S_{n}$ は 2項分布 $B(n,p)$ に従うので

$p_{n}^{*}(y)=p^{y}q^{n-y}$

となる. よって, この場合の相対誤差は $P$ に無関係になることが分かる $([\mathrm{J}95])$ .
さらに, (4.1) の値を用いて, 定理 2, 定理 3及び系 2から裾確率もそれぞれ求められる (表 411

\sim 4.1.11参照). 特に, 上側裾確率については $\mathrm{J}\mathrm{e}\mathrm{n}\mathrm{s}\mathrm{e}\mathrm{n}[\mathrm{J}951$ において得られている値とも比較を行っ

た. その結果, 定理 3, 系 2による裾確率の近似がより精確なものになっていることが分かった.
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表 4.12: $B(1,p_{j})(\{pj\}_{j=1}^{10}=0.05(0.05)0.50)$ のときの $S_{n}$ の裾確率 $P\{S_{n}\geq y\}$ の値と, その値の

Edgeworth 近似. 大偏差折似 LD(定理 2). $LD$ (定理 3) の相対誤差

表 4.13: $B(1,p_{j})(\{p_{j}\}_{j^{9}1}^{1}==0.03(\mathrm{o}.03)0.60)$ のときの $S_{n}$ の裾確率 $P\{S_{n}\geq y\}$ の値と, その値の

Edgeworth 近似. 大偏姜折似 $T_{\lrcorner}D$ (定琿 $\mathit{2}$ ) $-\Gamma_{J}D$ (定理 $.\mathrm{q}$ ) の相対誤差

表 4.14: $B(10,0.5)$ のときの $S_{n}$ の裾確率 $P\{S_{n}\geq y\}$ の値と, その値の Edgeworth 近似, 大偏差
折似 $T$,D(定琿 21 LD(定琿 3) の相対謬羊
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表 4.15: $B(20,0.5)$ のときの $S_{n}$ の裾確率 $P\{S_{n}\geq y\}$ の値と, その値の Edgeworth近似, 大偏差

近似 LD(定理 2), LD(定理 3) の相対誤差

表 417: $B(n,p_{j}),$ $pj=p=0.15(j=1, \ldots, n)$ のときの $S_{n}$ の裾確率 $P\{S_{n}\geq y\}$ の値と, Jensen

([J95], Page 44) の Table 244のその値の各近似値, および大偏差近似 LD(定理 2), LD(定理 3) の

相対誤差

$n=10,$ $p=0.15$

$n=20,$ $p=0.15$
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表 418: $B(1,p_{j})(\{Pj\}_{j=1}^{1}9=0.05(0.05)\mathrm{o}.95)$ のときの $S_{n}$ の下側確率 $P\{S_{n}\leq y\}$ の値と,

その値の Edgeworth 近似, 大偏差近似 LD(系 2) の相対誤差

表 419: $B(1,p_{j})(\{p_{j}\}_{j^{0}1}^{2}==0.03(\mathrm{o}.03)0.60)$ のときの $S_{n}$ の下側確率 $P\{S_{n}\leq y\}$ の値と,

その値の Edgeworth 近似, 大偏差近似 LD(系 2) の相対誤差

表 4110: $B(10,0.5)$ のときの $S_{n}$ の下側確率 $P\{S_{n}\leq y\}$ の値と, その値の Edgeworth近似, 大

偏差近似 LD(系 2) の相対誤差
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表 4111: $B(20,0.5)$ のときの $S_{n}$ の下側確率 $P\{S_{n}\leq y\}$ の値と, その値の Edgeworth 近似,

大偏差近似 LD(系 2) の相対誤差

42. 負の 2項分布の場合

確率変数 $X_{1},$ $\cdots,$ $X_{n},$ $\cdots$ を互いに独立に, 各 $j=1,2,$ $\cdots$ について, $X_{j}$ が

$f_{X_{j}}(_{X)}=P\{X_{j}=x\}=p_{j}qr_{jx,j}$

を確率関数とする負の二項分布 $NB(r_{j},p_{j})$ に従う -とする. ただし $0<p_{j}<1$ とし, また $q_{j}=1-$

$p_{j}(j=1,2, \cdots)$ とする. このとき $s_{n}= \sum_{j1}^{n}=x_{j}$ の分布とその大偏差近似, 正規近似, Edgeworth

近似をそれぞれ求めて数値的に比較する.
各 $j=1,2,$ $\cdots$ について, $|\theta|$ が小さいとき $X_{j}$ の積率母関数は

$M_{j}(\theta)=E(e^{\theta X_{j}})=p_{j}^{r_{j}}(1-q_{j}e)\theta-rj$

で与えられる. このとき

$K_{n}( \theta)=\sum_{j=1}^{n}\log M_{j}(\theta)=\sum_{1i=}^{n}\{r_{j}\log pj-rj\log(1-qje^{\theta})\}$

であるから, 各 $y=0,1,$ $\cdots$ について

$K_{n}^{(1)}( \theta)=j\sum_{=1}\frac{r_{j}q_{j}e^{\theta}}{1-q_{j}e^{\theta}}=ny$

となる $\theta$ を $\hat{\theta}$ とする. ここで, $\hat{\tau}=e^{\hat{\theta}}$ とおくと

$y= \sum_{j=1}^{n}\frac{r_{j}q_{j^{\hat{T}}}}{1-q_{j^{\hat{\mathcal{T}}}}}$

57



になる. また

$K_{n}^{(2)}( \hat{\theta})=\sum_{j=1}^{n}\frac{r_{j}q_{j^{\hat{\mathcal{T}}}}}{(1-q_{j}\hat{\tau})^{2}}$ ,

$K^{(3)}( \hat{\theta})=\sum_{j=1}^{n}.\frac{r_{j}q_{j}\hat{\tau}(1+q_{j^{\hat{\mathcal{T}}}})}{(1-q_{j}\hat{\tau})^{3}}$ , $|$ (4.2)

$K^{(4)}( \hat{\theta})=\sum_{j=1}^{n}\frac{r_{j}q_{j}(1+4qj^{\hat{\mathcal{T}}}+qj^{\hat{\mathcal{T}}})22}{(1-q_{j}\hat{\tau})^{4}}$

を得る. 従って, 定理 1から大偏差近似として

$p_{n}^{*}(y)= \frac{1}{\sqrt{2\pi K_{n}^{(2)}(\hat{\theta})}}\{_{j}\prod_{=1}^{n}(\frac{p_{j}}{1-q_{j^{\hat{\mathcal{T}}}}})^{r_{j}}\mathrm{I}^{\hat{\tau}^{-y}}[1+\frac{K_{n}^{(4)}(\hat{\theta})}{8\{K_{n}^{(2)}(\hat{\theta})\}2}-\frac{5\{K_{n}^{(3)}(\hat{\theta})\}2}{24\{K_{n}^{(2)}(\hat{\theta})\}3}+O(\frac{1}{n^{2}})]$

を得る.

方, $S_{n}$ の $*=$ムラントは

$\mu_{n}:=E(S_{n})=\sum_{j=1}^{n}\frac{q_{j}r_{j}}{p_{j}}$ , $v_{n}:=$ $V(S_{n})= \sum_{j=1}^{n}\frac{q_{j}r_{j}}{p_{j}^{2}}$ ,

$\kappa_{3,n}:=\kappa_{3(s_{n})=}\sum_{j=1}^{n}\frac{q_{j}(1+q_{j})rj}{p_{j}^{3}}$ ,

$\kappa_{4,n}:=$ $\kappa_{4}(S_{n})=\sum_{1j=}^{n}\frac{q_{j}r_{j}}{p_{j}^{4}}(1+4qj+q^{2}j)$

となるから, $S_{n}$ の分布の Edgeworth展開は

$P \{s_{n}=t\}=P\{\frac{S_{n}-\mu_{n}}{\sqrt{v_{n}}}=\frac{t-\mu_{n}}{\sqrt{v_{n}}}\}$
.

$= \frac{1}{\sqrt{v_{n}}}\phi(y)\{1+\frac{\kappa_{3,n}}{6v_{n}^{3/2}}(y^{34}-3y)+\frac{\kappa_{4,n}}{24v_{n}^{2}}(y-6y^{2}+3)$

$+ \frac{\kappa_{3,n}^{2}}{72v_{n}^{3}}(y^{6}-15y+4542y-15)\}+o(\frac{1}{n\sqrt{n}})$

になる. ただし $y:=(t-\mu_{n})/\sqrt{v_{n}}$ とする.

いくつかの場合にこの近似精度を数値的に比較した $([\mathrm{T}\mathrm{A}98])$ .
さらに裾確率についは, (4.2) の各式を定理 2, 定理 3および系 2にそれぞれ代入することによって

求められる. ここでは, 上側裾確率の真値とその Edgeworth 近似, 定理 3による大偏差近似を数値
的に比較を行った (表 42.1\sim 424参照). ただしこの場合の無限和は十分な大きさの部分和 $( \sum_{0}^{10}0)$

で数値的に求めた. その結果, 大偏差近似は裾確率の近似として精確であることが分かった.
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表 4.2.1: $NB(1,p_{j})(p_{1}=\cdot\cdot=p_{5}arrow\cdot \mathrm{o}.9=,$ $p_{6}=\cdots=p_{1}0=0.8,$ $p11=\ldots=p15=0.7$ ,

$p_{16}=\cdots=p20=0.6)$ のときの $S_{n}$ の裾確率 $P\{S_{n}\geq y\}$ の値と, その値の Edgeworth 近似,
LD(定理 3) の相対誤差
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表 4.2.2: $NB(2,p_{j})(p_{1}=\cdots=p_{5}=0.9,$ $p6=\ldots=p_{10p}=0.8,11=\cdots=p_{15}=0.7$,
$P16=\ldots=p_{20=}\mathrm{o}.6)$ のときの $S_{n}$ の裾確率 $P\{S_{n}\geq y\}$ の値と, その値の Edgeworth 近似,

LD(定理 3) の相対誤差

60



表 4.2.3: $NB(1,p_{j})(p_{1}=\cdots=p_{5}=0.8,$ $p_{6}=\cdots=p10=0.6,$ $p11=\cdots=p_{15}=0.4$ ,
$p_{16}=\cdots=p_{2}0=0.2)$ のときの $S_{n}$ の裾確率 $P\{S_{n}\geq y\}$ の値と, その近似の相対誤差
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表 424: $NB(5,0.2)$ のときの $S_{n}$ の裾確率 $P\{S_{n}\geq y\}$ の値と, その値の Edgeworth 近似, LD(定

理 3) の相対誤差

62



43. ポアソン分布の場合

確率変数 $X_{1},$ $\cdots,$ $X_{n},$ $\cdots$ を互いに独立に, 各 $j=1,2,$ $\cdots$ について, $X_{j}$ が

$f_{X_{j}}(_{X)}=P \{X_{j}=x\}=\frac{e^{-1}}{x!}$

を確率関数とするポアソン分布 $Po(1)$ に従うとする. 各 $j(j=1,2, \cdots)$ について $X_{j}$ の積率母関

数は

$M_{j}(\theta)=\exp\{(e^{\theta}-1)\}$

となり

$K_{n}( \theta)=\sum_{j=1}^{n}(e^{\theta}-1)=n(e^{\theta}-1)$

になる. すなわち $s_{n}= \sum_{j1}^{n}=x_{j}$ の分布は $Po(n)$ になる. よって $K_{n}^{(i)}(i=1,2,3,4)$ を求め, 定理な

どに代入して各点確率, 裾確率の近似値を求めることができる. なお, このとき $\mu_{n}=v_{n}=\kappa_{3,n}=$

$\kappa_{4,n}=n$ を用いて, Edgweorth近似も求めて比較した (表 431参照). その結果, 大偏差近似の精

確性を確認できた.
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表 4.3.1: $Po(10)$ のときの $S_{n}$ の各点確率 $P\{S_{n}=y\}$ の値と. その値の Edgeworth 近似, 大偏差
近似 $LD_{1}$ . $LD’$) の相対誤差
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44. 対数級数分布の場合

確率変数 $X_{1},$ $\cdots,$ $X_{n},$ $\cdots$ を互いに独立に, 各 $j=1,2,$ $\cdots$ について, $X_{j}$ が

$f_{X_{\mathrm{j}}}(x)=P \{x_{j}--X\}=\frac{a_{j}p_{j}^{x}}{x}$

を確率関数とする対数級数分布に従うとする. ただし $0<Pj<1,$ $q_{j}=1-p_{j},$ $a_{j}=-1/\log q_{j}$ と

する. 各 $j=1,2,$ $\cdots$ について, $X_{j}$ の積率母関数は

$M_{j}(\theta)=-a_{j}\log(1-p_{j}e)\theta$

となり, $K_{n}( \theta)=\sum_{j=1}^{n}\log M_{j}(\theta)$ として $K_{n}^{(i)}(\theta)(i=1,2,3,4)$ を求め, ここから大偏差近似を得る
ことができる.

なお, 対数級数分布には再生性がないため, 真値は合成積によって求めることになる. また, $X_{j}$

の 4次までの $*=$ムラントは

$\kappa_{1}(p_{j})=\mu(p_{j})=\frac{a_{j}p_{j}}{q_{j}}$, $\kappa_{2}(p_{j})=\sigma(2p_{j})=\frac{a_{j}p_{j}(1-ajpj)}{q_{j}^{2}}$ ,

$\kappa_{3}(p_{j})=\frac{a_{j}pj(1+pj-3ajp_{jj}+2apj22)}{q_{j}^{3}}$ ,

$\kappa_{4}(p_{j})=\frac{a_{j}p_{j}\{1+4pj+p_{j}-4a_{jp_{j}}2(1+pj)+6a_{j}p_{j}^{23}-323\}a_{j}p_{j}}{q_{j}^{4}}-3\sigma^{4}(p_{j})$ ,

となり, これを用いて Edgeworth 近似を求めることができる. ここでは $P=0.4,$ $n=10,25$ の場

合の & の各点確率, 定理 3による上側裾確率の近似値の数値的比較行った (表 44.1\sim 444参照).

その結果, 大偏差近似は精確であることが分かった.
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表 44.1: 対数級数分布のときの $S_{n}$ の各点確率 $P\{S_{n}=y\}$ の値と, その値の Edgeworth 近似, 大

偏差近似 $LD_{1},$ $LD_{2}$ の相対誤差 $(p=0.4, n=10)$
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表 442: 対数級数分布のときの $S_{n}$ の裾確率 $P\{S_{n}=y\}$ の値と, その値の Edgeworth 近似, 大偏

差近似 $LD_{1},$ $LD_{2}$ の相対誤差 $(p=0.4,$ $n=25\mathrm{I}$
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表 443: 対数級数分布のときの $S_{n}$ の裾確率 $P\{S_{n}\geq y\}$ の値と, その値の Edgeworth近似,

LD(定理 3) の相対誤差 $(p=0.4, n=10)$

表 444: 対数級数分布のときの $S_{n}$ の裾確率 $P,\{S_{n}\geq y\}$ の値と, その値の Edgeworth近似,

LD(定理 3) の相対誤差 $(p=0.4, n=25)$
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45. 2項分布と負の 2項分布の和の分布の場合

確率変数 $X_{1},$ $X_{2}$ が互いに独立に $X_{1}$ が 2項分布 $B(n,p_{1}),$ $x_{2}$ が負の 2項分布 $NB(m,p_{2})$ に従う

とする. このとき $Y:=X_{1}+X_{2}$ の分布について, $m=n=10,$ $p_{1}=p_{2}=0.3$ の場合, $m=n=10$ ,

$p_{1}=0.6,$ $p2=0.3$ の場合の各点確率, 裾確率について精度の数値比較を行った (表 451\sim 454参

照).

表 45.1: $B(10,0.3)$ と $NB(10, \mathrm{o}.3)$ の混合分布のときの $Y$ の各点確率 $P\{Y=y\}$ の値と, その

Edgeworth近似, 大偏差近似 $LD_{1},$ $LD_{2}$ の相対誤差
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表 4.5.1(続)

表 4.5.2: $B(10,0.6)$ と $NB(10, \mathrm{o}.3)$ の混合分布のときの $\mathrm{Y}$ の各点確率 $P\{Y=y\}$ の値と, その
Edgeworth 折似、大偏羊折似 $\Gamma \mathfrak{i}\tau)_{1}$ T. $T)_{\cap}$ の畑針訳羊
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表 452(続)
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表 453: $B(10,0.3)$ と $NB(10, \mathrm{o}.3)$ の混合分布のときの $Y$ の裾確率 $P\{Y\geq y\}$ の値と, その近似

の相対誤差
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表 454: $B(10,0.6)$ と $NB(10, \mathrm{o}.3)$ の混合分布のときの $Y$ の裾確率 $P\{Y\geq y\}$ の値と, その近似
の相対誤差
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5. 検出力の数値計算への応用

定理 3の応用として仮説検定問題における検出力の数値計算を行う. まず, $X_{1},$ $\cdots,$ $X_{n}$ が互い

に独立にいずれも 2項分布 $B(1,p)$ に従うとする. このとき, $T:= \sum_{i=1}^{n}X_{i}$ とおくと, $T$ は 2項分
布 $B(n,p)$ に従う. 従って, 帰無仮説 $H$ : $p=p0$ の対立仮説 $K:p=p1(>p_{0})$ に対する検定問題を

考えると, 水準 $\alpha(0<\alpha<1)$ のランダム検定関数は

$\phi(T)=\{$

1 $(T>t)$ ,
$u$ $(T=t)$ ,
$0$ $(T<t)$

になる. ただし, $u$ は $0<u<1$ とし $E_{p_{0}}[\emptyset(\tau)]=\alpha$ を満たすものとする. 次に, $T$ とは独立に区間
$[0,1]$ 上の–様分布に従う確率変数 $U$ を考え, $Y:=T+U$ とすれば, 上のランダム検定関数は $Y$ に

基づく非ランダム検定関数

$\phi^{*}(\mathrm{Y})=\{$

1 $(Y>t-u+1)$ ,
$0$ $(\mathrm{Y}\leq t-u+1)$

と同等になる. このとき, $\overline{y}(p_{0}):=t-u+1$ とおいて, 対立仮説の下で定理 3の上側裾確率の近似
式を用いることによって, 検出力 $P_{p_{1}}$ $[T\geq\overline{y}(p\mathrm{o})]$ を漸近的に求めることができる (表 51参照).

表 5.1: 片側検定における検出力の折似 $(\alpha=\mathrm{n}_{-}\mathrm{n}.5)$

6. 統計的予測への応用

観測されるデータを確率変数 $X$ , 未観測の確率変数 $Y$ とし, $X$ と $Y$ は互いに独立に, $X,$ $\mathrm{Y}$ はそ

れぞれポアソン分布 $Po(m\lambda),$ $Po(n\lambda)$ に従うとする. ただし, $m,$ $n$ は既知の自然数, $\lambda$ は正値で未
知母数とする. このとき, $X$ に基づいて $Y$ の区間予測を行う $([\mathrm{H}\mathrm{A}99])$ . まず, 統計量 $T:=X+\mathrm{Y}$

は $\lambda$ に対する完備十分統計量であり, $T$ の分布は $Po((m+n)\lambda)$ になる. このとき, $T=t$ を与え

たときの $Y$ の条件付分布は 2項分布 $B(t, n/(m+n))$ になり, これは $\lambda$ に無関係になる. このこと
は, 完備十分統計量 $T$ に基づく $Y$ の予測区間が未知の母数 $\lambda$ に無関係に構成できることを意味し
ている. そこで, 任意の $\alpha(0<\alpha<1)$ について 2項分布 $B(t, n/(m+n))$ の上側 100(\alpha /2)%点を
$y\alpha/2(t)$ とすれば,

$P\{t-y\alpha/2(t)\leq Y\leq y_{\alpha/2}(t)|\tau=t\}=1-\alpha$ (6.1)
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$\mathrm{Y}$

図 1: $m=n=25$ のときの $Y$ の予測区間 $(\alpha=0.05, \alpha=0.1)$

より

$P\{a(X)\leq Y\leq b(X)\}=1-\alpha$

の形になり, $[a(X), b(X)]$ は $Y$ の信頼係数 $1-\alpha$ の予測区間になる. よって, 自然数 $m,$ $n$ と $t=x+y$

について 2項分布 $B(t, n/(m+n))$ の上側 100(\alpha /2)%点 $y_{\alpha/2}(t)$ の近似値を, 定理 3の上側裾確率

の近似式から求めて, (6.1) から $Y$ の予測区間を漸近的に得ることができる (図 1参照).

実際には分布のパーセント点の近似を求めることになるので, この場合について定理 3から上側

パーセント点の近似, 系 2から下側パーセント点の近似をそれぞれ求め, Cornish-Fisher 近似と比

較を行った (表 61\sim 63参照).
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表 6.2: $B(1,p_{j})(\{p_{j}\}_{j=}^{2}1=00.\mathrm{o}(\mathrm{o}.03)0.60)$ のときの $S_{n}$ のパーセント点の値と, その値の
Cornish-Fisher 近似, 大偏差近似 $LD$ の誤差

表 6.3: $B(20,0.5)$ のときの $S_{n}$ のパーセント点の値と, その値の Cornish-Fisher近似,
大偏差近似 $LD$ の誤差
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