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概要

我々は $\infty-$ノルムマージン最大化超平面を
求めるオンライン学習アルゴリズムを提案
する. 本アルゴリズムは, $\infty-$ノルムマー
ジンゲで線形分離可能な $n$ 次元データに
対して, $O(\underline{l}n\underline{n}\epsilon\pi)$ の更新回数で. $\gamma^{*}-b^{\ovalbox{\tt\small REJECT}}\vee$ 以
上の超平面を出力する. この更新回数の理
論的評価は従来手法に劣るものの, 本アル
.ゴリズムは実行速度において従来手法をは
るかに上回ることを実験によって示す.

1 序論
近年, 疎な線形予測器の学習が注目を集めている.
大まかに言えば, 疎な線形予測器とは, (巨大な特
徴空間上の) 少数の “重要 な特徴のみによって出
力が決まるような線形予測器を指す. 疎な線形予
測器は多くの応用を持つ. 例えば. 線形回帰にお
ける LASSO [14], 信号処理における compressed
sensing [2] などが挙げられる. 疎な線形予測器の利
点の 1つは, 特徴選択に用いる事が出来る点である.
多くの応用においては, 予測性能の良さだけでなく,
どの特徴が予測性能に寄与するかを知ることは非常
に重要である. そこで, 疎な特徴をもつ予測性能の
高い線形予測器を学習することにより重要な特徴の
選択に役立つ.
特に, 学習データの爆発的な増加に伴い, 高速な

オンライン学習アルゴリズムが求められている. そ
の背景には, 情報爆発に伴い, 学習に使用される
データの量が爆発的に増加してきたため, SVM に
代表される既存のオフライン学習という手法では計
算時間が非常にかかるようになってきたことがあげ
られる. オンライン学習アルゴリズムはメモリを消
費せず, そのためストリームデータ上の学習にも適
している. また, オンラインアルゴリズムを “ 1 パ
ス” (学習データを列とみなしオンライン学習アル
ゴリズムを 1通り走らせる) ないし数パス走らせる
ことにより. オフライン型の学習アルゴリズムに匹
敵する予測性能が得られるという結果も報告されて
$Aa$る [1].

2 $||\Xi^{/}\star ffi7\mathfrak{H}$題 $l_{-}$おける疎な線形分類器を学習する
手法として $\infty-$ノルムマージンを最大化超平面を学
習方法が知られている. $\infty-$ノルムマージン最大化超
平面とは, データ (正例・負例) と自身との “距離”
を最大化するような超平面をいう. ただし, ここで

の距離は $\infty-$ノルムによって定義される. オフライ
ン学習アルゴリズムの中で, $\infty-$ノルムマージンを
最大化するアルゴリズムは線形計画法や Boosting
などがあげられるが, オンライン学習アルゴリズム
において, $\infty$ノルムマージンを最大化する効率の
よいアルゴリズムは今のところ存在しない.
関連研究にまず Winnow アルゴリズム [8] が挙げ

られる. データを $\infty-$ノルムマージン $\gamma^{*}$ で線形分離
するような超平面が存在するならば, Winnow アル
ゴリズムはデータを線型分離する超平面を $O( \frac{\ln}{\gamma}nF)$

回の更新回数で学習できる $(n$ はデータの次元のサ
イズ). 後に, Winnow アルゴリズムは制約付きの
エントロピー最大化問題を解くことで導出できるこ
とが明らかになった. 1[16, 9]. 最大エントロピー
原理に基づく他の分類手法として, Jaakkola らの
アルゴリズム [7], regulazied Winnow [16], そして
ROME [9] などがある. しかし. Winnow を含め,
これらのアルゴリズムは $\infty-$ノルムマージンを最大
化するという性質を持たない.

$\infty$-ノルムマージンを最大化する代替的なアプロー
チの 1つは銑ノルムを用いることである. Winnow
アルゴリズムや Perceptron アルゴリズム [12] の拡
張として p-norm Perceptron アノレゴリズム [5, 4] が
挙げられる. このアルゴリズムは, データが p-ノルム
マージン $\gamma$ で分離できる場合に $O(1/\gamma^{2})$ 回の更新回
数で線形分離超平面を学習する. 特に, $p=O(\ln n)$
の時, p-norm Perceptron アルゴリズムは Winnow
アルゴリズムと同様に振る舞うことが知られてい
る [4]. さらに, その拡張版である ALMA [3] や
PUMMA[6] は. 近似的に最大 p-ノルムマージン超
平面を学習する. 更新回数は $O(*)$ であり. 得ら
れるマージンは $(1-\epsilon)\gamma$ 以上である. 特に, $p=$
$O(\ln n)$ のとき, $\infty$-ノルムマージンも近似的に最大
化できる. 厳密には, $p=c\ln n$ とおくと, $\infty-$ノル
ムマージン $(1-\sigma^{J})\gamma^{*}/e^{A}c$. 以上の超平面を $O( \frac{c\ln n}{\epsilon^{2}\gamma^{2}})$

回の更新回数で学習する. よって, $c=1/\ln\frac{1-\epsilon’}{1-\epsilon}$ と
することにより, $(1-\epsilon’)\gamma^{r}$ 以上の $\infty-$ノルムマー
ジンを達成できる. しかし, 結果として更新回数は

$O(\dot{\epsilon}^{7_{\gamma}arrow*}\ln n)$ となり, $O( \frac{1}{\epsilon})$ 倍余計に時間がかかってし
まう.
本研究において, 我々は, $\infty-$ノルムマージン最

1より厳密には, 元々の Winnow アルゴリズムは非正
規化相対エントロピーと呼ばれるエントロピーと関連し
た量を最大化する.
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大化超平面を近似的に求めるオンライン学習ア
ルゴリズム MEMMA(Maximum Entropy Maxi-
mum Margin Algorithm) を提案する. NIEMMA は
$O( \frac{1_{I1}n}{\epsilon})$ の更新回数で $\gamma-\epsilon$ 以}$\tilde\hat$の $\infty-$ノルムマー
ジンを持つ超平面を出力する. 更新回数の理論的上
限は PUMMA に劣るものの, 本実験においては.
$1\backslash IEMhIA$ は PUlkIMA よりもはるかに高速に動作
する事を示す. また. 本実験の結果は MEMMA の
更新回数が $O(\underline{1}\epsilon n\eta\underline{n})$ であることを示唆しており, 更
新回数の理論的上限は改善の余地がある.
我々の手法は線形計画問題における摂動 (pertur-

bation) のアプローチ [11] に基づく. 元々の $\infty-$ノ
ルムマージン最大超平面を求めるバッチ学習問題は
線形計画問題で定式化できる. 一方, 我々は, マー
ジンだけではなく線形分類器のエントロピーも最大
化するような問題を設定している. これは, 元の線
形計画問題の目的関数にエントロピー項を加えるこ
とで実現でき, 結果として, 我々の扱う問題は凸計
画問題となる. 実際, 線形計画問題の目的関数に十
分小さい凸項を加える事により. 得られる凸計画問
題は一意な最適解を持ち, さらに, その解は元の線
形計画問題を最適化することが知られている [11].
したがって, 我々の凸計画問題は元の線形計画問題
を近似すると期待できる.
さらに, 我々はその凸計画問題を 2個の線形制約

を持っ緩和された凸計画問題の列に帰着させる. こ

こで, 各緩和された凸計画問題はニュートン法など
勾配を用いた最適化手法によって高速に解くことが
可能である. 結果として, 我々は, 元の線形計画問
題をオンライン的に解くことができる.
同様のアプローチを用いたバッチ式の学習アルゴ
リズムとして, Mangasarian のアルゴリズム [10]
や Warmuth らによる Entropy Regularized LP-
Boost [15] が挙げられる. 特に, 我々の手法は後
者のアプローチに啓発されたものである.
一方. 本論文では, 元の線形計画問題の目的関数
にエントロピー項を追加しないでオンライン的に解
く場合 $\Omega(\frac{n}{\gamma})$ 回の更新を要することも示す. よっ

て. エントロピー項の追加により, 本手法は更新回
数を次元数 $n$ に対して指数的に改善していること
がいえる.

2 準備
$\mathcal{X}\subset \mathbb{R}^{n}$ を事例空間と呼ぶ. また, 事例空間 $\mathcal{X}$ の要
素 $x$ を事例またはインスタンスと呼び. $||x||_{\infty}\leq 1$

である. $||\cdot||_{\infty}$ については後述する. 各事例 $x$ は
ラベル $y\in\{-1, +1\}$ をもつ. 事例とラベルの組
$(x, y)$ を例と呼び. ラベルが $+1$ の例を正例, $-1$

の例を負例と呼ぷ.
$n$ 次元の確率分布の集合を $\mathcal{P}^{n}$ $=$ $\{p$ $\in$

$[0,1]^{n}| \sum_{i=}^{n}{}_{1}Pi=1\}$ とする. 各 $P\in \mathcal{P}^{n}$ に対し
て, エントロピー $H(p)$ は $H(p)=- \sum_{i=1}^{n}p_{i}\ln p_{i}$

と定義される.
また. $b$ をバイアスと呼び, 重みベクトル $p$ の原

点からの離れ具合を表す. 重みベクトルとバイアス
の組 $(p, b)$ を超平面と呼ぶ. 各事例 $x$ のラベル $y$

は $y=$ sign$(p^{*}\cdot x+b")$ で与えられる. この $p^{*}$ を
真の重みベクトル, $b^{*}$ を真のバイアス, $(p^{*}, b^{*})$ を
真の超平面と呼ぶ.

p-ノルムについて説明する. ノルムとは, 距離の

定義のひとつであり $X\in \mathbb{R}^{n}$ の p-ノルムは $||x||_{\rho}$ と
表される. その値は以下の式で定義される.

$||x||_{p}=( \sum_{i=1}^{n}|x_{i}|^{p})^{1/p}$

ただし,

$||x||_{\infty}= \lim_{\iota’arrow\infty}(\sum_{i=1}^{n}|x_{i}|^{p})^{\frac{1}{p}}=i1\ldots n\max_{=}|x_{i}|$

今回我々が扱うノルムは, この $\infty-$ノルムである.
次に, マージンについて説明する. 例集合 $S=$

$\{(x_{1}, y_{1}), (x_{2}, y_{2}), \ldots, (x\tau, y_{T})\}$ に対して, p-ノル

ムだマしー $1^{\backslash }/p1/q=1$
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は, 様々なオンライン学習アルゴリズムにおいて,
その更新回数を決める重要な要素である.
次にオンライン学習の基本的な流れについて説明

する. 基本的な流れは以下のとおりである.
$t$ 回目の試行において, 事例 $x_{t}$ を受け取る.
オンライン学習アルゴリズムは, 予測のための
超平面 $(p_{t}, b_{t})$ を用いて, ラベルの予測 $\hat{y}_{t}$ $=$

sign$(p_{t}\cdot x_{t}+b_{t})$ を計算する. そして真のラベ
ル跳を受け取り, もし間違っていたら, すなわち
$\hat{y}_{t}\neq y_{t}$ なら $(p_{t+1}, b_{t+1})=$ UPDATE$(w_{t}, b_{t})$ とし
て, 超平面 $(p, b))$ を更新する. 予測が正しければ,
$(x_{t+}\iota, b_{t+1})=(w_{t}, b_{t})$ とし, 更新を行わない この
更新関数 UPDATE が各アルゴリズムによって異な
り, オンライン学習アルゴリズムの性能は, 更新が
行われなくなるまでの更新回数によって評価される.
最後に. 我々のオンライン学習アルゴリズム
の目標を説明する. 入力として, パラメータ $\epsilon$

$(0 <\epsilon < 1)$ , および, 十分長い例の列 $S=$
$((x_{1}, y_{1}), (x_{2},$ 陶 $), . . . , (x\tau, y\tau))$ が与えられるとす
る. ただし. $S$ に対して $\infty$ ノルムマージン $\gamma^{*}$ を
もつ超平面 $(p^{*}, b^{*})$ が存在すると仮定する. このと
き, なるべく小さい更新回数で $\infty$ ノルムマージン
が $\gamma^{*}-\in$ 以上の超平面を出力することがオンライ
ン学習アルゴリズムの目標である.

3 アルゴリズム

本章では, 今回我々が提案する $\infty-$ノルムマージン
最大化オンライン学習アルゴリズム MEMMA につ
いて紹介する. この MEMMA は $\infty-$ノルムマージ
ンを最大化するオフライン学習アルゴリズムの考え
を改良し, オンライン学習に適応させたものである
ので, まずは $\infty-$ノルムマージンを最大化するオフ
ライン学習アルゴリズムについて紹介する.

31 $\infty$-ノルムマージン最大化オフライン学習
まず, オフライン学習において $\infty-$ノルムマージン
を最大化するもっとも単純な学習アルゴリズムを考
える. そのアルゴリズムは, 以下のようにして重み
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ベクトル $P$ , バイアス $b$ , マージン $\gamma-$ を求める.

$(\tilde{p},\tilde{b},\tilde{\gamma})=\arg lna_{\wedge}x\gamma p\in \mathcal{P},b_{(}\in R$ (1)

subject to:
$y_{i}(p\cdot x_{i}+b)\geq\gamma$

$(1 \leq i\leq T)$

これによって求まる超平面 $(p,$ $b)$ は例集合 $S$の全ての
要素 (X, y) に対して, $y(p\cdot x+b)\geq\gamma$を満たし. かっ
その $\gamma$ は最大となるので, 得られる超平面 $(p,$ $b)$ が例
集合 $S$ に対してもつマージン $\min_{(X,y)\in S}y(p\cdot x+b)$

は最大となる.
この考えをオンライン学習に適応させたアルゴリ

ズムを次節で説明する.

32 $\infty$ノルムマージン最大化オンライン学習
前節で紹介した考え方を単純にオンライン学習に適
応したアルゴリズムを図 1に示す.

begin

1. (初期化) $p_{1}=( \frac{1}{n}, \ldots, \frac{1}{n})\in \mathcal{P}^{N}$ .
$\gamma_{1}=1,$ $b_{1}=0$ とする.

2. For $t=1$ to $T$ ,
(a) 事例 $x_{t}$ を受け取る.
(b) 予測 $\hat{y}_{t}=$ sign$(p_{t}\cdot x_{t}+b_{t})$ を計
算する.

(c) ラベル跳を受け取る.
(d) もし, $y_{t}(p_{t}\cdot x_{t}+b_{t})<\gamma_{t}-\subseteq\vee\cdot$

なら以下のように更新 :
$(p_{t+1}, b_{\iota+1)} \gamma_{t+1})=\arg\max\gamma p\in P,b,\gamma\in R$

subject to:
$y_{i}(p\cdot x_{i}+b)\geq\gamma(1\leq i\leq t)$

end.

図 1: $\infty-$ノルムマージン最大化オンライン学習アル
ゴリズム.

このアルゴリズムは, 線形計画問題として定式化
でき, 内点法等を用いて多項式時間で解くことがで
きる. また, その性能に関しては以下の定理が成り
立つ.

定理 1. このアルゴリズムが $\gamma^{*}$ のマージンを得るた
めに必要な更新回数の下界は以下の式で与えられる.

$\Omega(\frac{n}{\gamma}*)$

証明. 簡単のため. $\gamma^{*}$ が $1/\gamma^{*}$ が整数になるよ
うな値であるとする. このとき.. 学習データ
$S=\{(x_{1}, y_{1}), (x_{2}, y_{2}), \ldots, (x_{t}, y_{t})\}$ を考える. 各

以下の j.l’$\mathbb{E}$y\S ) $\text{を^{}\backslash }\Re\prime lh_{\backslash }jkn+l(k=0, \ldots, l<n)$
の場合

$y_{j}x_{j_{:}i}\simeq\{\begin{array}{ll}1-k\gamma^{*}-(i-1)\delta, i<l1-(k+1)\gamma^{*}-(i-1)\delta, i\geq l.\end{array}$

表 1: $n=3$ の場合のデータ例.

ここで. $\delta=$ 竺である. $n=3$ の場合を例とし
て表 1に示す. 各例のラベルは任意に決定すること
ができる. 最初の例をのぞいて, アルゴリズムが更
新を行うようなラベルを与える. すると. 各試行 $i$

において, 次の性質をもつ.

1. 各試行 $i$ において. アルゴリズムは更新を行う.
その結果, 重みベクトル $p_{j+1}$ は $l$ 番目の要素
が 1となる単位ベクトルとなる.

2. となる対す特するに $j+1^{\text{のマ}-}y_{j}p$. xジンは-l-k
$\gamma$

k
$\tilde*\gamma$

-

$*$
-

$($
l(l–ll $\{\delta\delta$

である.

よって, 試行 $t=n(\frac{1}{\gamma^{*}}-1)+1$ , 得られるマージ
ンは $\gamma^{*}$ となる.

口

更新回数の式を見てわかるとおり, このアルゴリ
ズムは次元数が増えれば増えるほど.. 更新回数も同
じく増加してしまう. また, 制約の数も次元例の数
の増加とともに増え, それに伴い計算時間も増加し
てしまうという問題がある. そのため, このアルゴ
リズムは良いアルゴリズムとは言えない. そこで,
31の更新式を改良させたオフライン学習を考える.

33 エントロピー項を考慮した $\infty$-ノルムマージ
ン最大化オフライン学習

31の更新式の目的関数にエントロピー項を追加した
更新式を考える. その更新方法は以下のようになる.

$( \hat{p},\hat{b},\grave{\gamma})=\arg_{P}\max\gamma\in \mathcal{P},b,\gamma’\in R$ $+\eta H(p)$ (2)

subject to:
$y_{i}(p\cdot x_{i}+b)\geq\gamma$

$(1 \leq i\leq T)$

ここで. $\eta$ はマージンとエントロピーのトレード
オフ変数である.
エントロピー項を加えることで, 以下の定理が成
り立つ.

定理 2(Cf. Mangasarian, Meyer[11]). 十分小さい
$\overline{\eta}>0$ に対して, $\eta<\overline{\eta}$ を満たす場合, (2) 式の最
適解 $(\hat{p},\dot{b},\hat{\gamma})$ は (1) 式の最適解の 1つである. また,
$(\acute{p},\dot{b},\grave{\gamma})$ は (1) 式の最適解の中でエントロピー $H(p)$
を最大にするものである.
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この定理の証明は [11] にてほぼ同様の証明がな
されているので. ここでは省略する. この定理によ
り, エントロピー項を加えることで, 元の線形計画
問題を狭義の凸計画問題に置き換えることができ.
それにより, 最適解が一意に定まる. また, その解
は元の線形計画問題を最適化することが言える.
この更新方法をオンライン学習に適応させたもの

が次節で紹介する MEhIhIA アルゴリズムである.
もちろん, 単純にオンライン学習の形に変えただけ
では, 制約の数は事例の数に等しくなってしまう.
バイアス項が直接計算できないなどの問題が存在す
るため. その問題を解決するよう更新方法に若干の
工夫を行った.

$\frac{MEMMA(\in\cdot)}{begin}$

1. (初期化) 正例, 負例 $(x_{1}^{pos}, +1)$ ,
$(x_{1}^{neg}, -1)$ を 1 っずつ受け取る.

2. For $t=1$ to $T$ ,
(a) 事例 $x_{t}$ を受け取る.
(b) 以下のように式を更新 :

$(p_{t}, b_{t}, \gamma_{t})=$ arg max $\gamma+\eta H(p)$
$p\in V,b,\gamma\in R$

subject to:
$(p\cdot x_{t}^{pos}+b)\geq\gamma$ ,
$(p\cdot x_{t}^{neg}+b)\leq-\gamma$ , and
$\gamma-\eta p\cdot\ln(p_{t-1})\leq\gamma_{t-1}/+\eta H(p_{t-1})$,

ただし $\eta=\frac{\epsilon}{C\ln n}(C>2)$ .
(c) 予測 $\grave{y}_{t}=$ sign $(p_{t}\cdot x_{t}+b_{t})$ を計算.
(d) ラベル $y_{t}$ を受け取る.
(e) もし, $y_{t}(p_{t}\cdot x_{t}+b_{t})<\gamma_{t}-\epsilon_{t}$ なら
ば以下のように更新 (ただし, $\epsilon_{t}=$

$c\cdot-\eta H(p_{t}))$ :

$(x_{t+1}^{pos},x_{t+1}^{neg})$

$=\{\begin{array}{l}(x_{t}, x_{t}^{n\epsilon g}), (y_{t}=+1)(x_{t}^{pos},x_{t}), (y_{t}=-1).\end{array}$

そうでなければ以下のように更新 :
$(x_{t+1}^{po\epsilon}, x_{t+1}^{ncg})=(x_{t}^{po\epsilon}, x_{t}^{neg})$ .

end.

図 2:MEMMA アルゴリズム.

3.4 Maximum Entropy Maximum Margin
Algorithm

本節では, 我々の提案する MEMMA アルゴリズム
を紹介する. 我々の提案するアルゴリズムを図 2に
示す. アルゴリズムの大まかな流れは, オンライン
学習の各試行 $t$ において現在のマージン $\gamma_{t}$ , 重みベ
クトル $p_{t}$ , バイアス $b_{t}$ を用いてラベルの予測を行っ
た際に, 予測が間違えてしまう場合に以下のように

$\gamma^{t}$ . P. $b$ を更新する.

$(p_{t}, b_{t}, \gamma_{t})=\arg\max\gamma+\eta H(p)p\in P,b,\gamma\in R$ (3)

subject to:
$(p\cdot x_{t}^{pos}+b)\geq\gamma$ ,

$(p\cdot x_{t}^{neg}+b)\leq-\gamma)$

$-\gamma+\eta p\cdot\ln(p_{t-1})\geq-\gamma_{t-1}-\eta H$ (Pt-l) .
ここで, $\eta$ はマージンとエントロピーのトレードオ
フ変数, $x_{t}^{pos},$ $x_{t}^{neg}$ はそれぞれもっとも最近間違え
た正例, 負例である.
この更新式の解 $\gamma,$ $p,$ $b$ は解析的に求めることはで

きないが, ニュートン法とラグランジュの未定乗数
法を用いることで数値的に求めることができる. 具
体的には解は以下の様に与えられる.

$p_{t,i}= \frac{l_{t-1,i}^{\alpha}e\eta(x_{t}^{p.0\prime}-x_{t}^{n\prime.g})}{\sum_{i}^{n}p_{t-1}^{\beta}1e^{\alpha}\eta(x_{t,i}^{p\circ\iota}-x_{\ell r}^{n.e.g})}$

ただし, $\alpha,$ $\beta$ はラグランジュ未定乗数であり, 次
の最適化問題の解である.

$\max_{\alpha,\beta}\Theta(\alpha, \beta)$

subject to:
$2\alpha+\beta=1$

$a\geq 0,$ $\beta\geq 0$ .
ただし,

$\Theta(\alpha,\beta)=-\beta(\gamma_{t-1}+\eta H(p_{t-1}))$

$- \eta\ln\sum_{i}p_{\ell-1,t^{\beta}}e^{\alpha}\eta(x_{ti}^{p.\circ\partial}-x_{t.:}^{n\epsilon g})$ .

35 収束の証明
先ず, MEMMA アルゴリズムによって得られる超
平面, マージンと, 真の超平面, 真のマージンとの
関係を述べる.

補題 1. 真のマージンを $\gamma^{*}$ , 真の重みベクトルを $p^{*}$

としたとき, 真の更新式と, ラウンド $t$ 時 $(t=1\ldots T)$

の更新式との関係は以下を満たす.

$\gamma^{*}-\eta p^{s}\cdot\ln p_{\ell}\leq\gamma_{t}+\eta H(p_{t})$ . (4)

証明. $t$ の値で場合分けして考える.
(1) $t=1$ のとき
$\gamma,$ $p$ の初期値は $p_{1,i}= \frac{1}{n},$ $\gamma_{1}=1$ なので, 更新式は

(左辺) $= \gamma^{*}-\eta\sum_{i}^{n}p_{i}^{l}\ln p_{1,i}=\gamma^{*}-\eta\ln\frac{1}{n}$ ,

(右辺) $= \gamma_{1}-\eta\sum_{i}^{n}p_{1,i}\ln p_{1,i}=1-\eta\ln\frac{1}{n}$ .

$0\leq\gamma^{*}\leq 1$ なので,

$\gamma^{l^{*}}-\eta\ln\frac{1}{n}\leq 1-\eta\ln\frac{1}{n}$ .

よって, $t=1$ のとき (4) が成立する.
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$t=k(2)t$ のとのきときが成立すると仮定すると. $t=k+1$
のとき示したい式は

$\gamma^{*}-\eta\sum_{i}^{n}p_{i}^{*}\ln p_{k+i_{i}}$,
$\leq$ $\gamma_{k+1}-\eta\sum_{i}^{n}p_{k+1,i}\ln p_{k+1,i}$ .

この式の左辺と右辺を別々に考える.

$p_{k+1,i}= \frac{p_{k,i}^{\beta}e^{\simeq(x_{i}^{p\circ\epsilon}-x_{i}^{n\epsilon g})}\eta}{\sum_{i}^{n}p_{k,i}^{\beta}e^{\frac{a}{\eta}(x_{\mathfrak{i}}^{p\circ n}-x_{l}^{neg})}}$

より,

(左辺) $= \gamma^{*}-\eta\sum_{i}^{n}p_{i}^{*}\ln p_{k+1,i}$

$= \gamma^{*}-\eta\sum_{i}^{n}p_{1}^{*}(\beta\ln p_{k,i}+\frac{\alpha}{\eta}(x_{i}^{pos}-x_{i}^{neg})$

$- \ln\sum_{i}^{n}p_{k,i}^{\beta}e^{\frac{\alpha}{\eta}(x_{i}^{p\circ n}-x_{i}^{neg})})$

$= \gamma^{*}-\eta\beta\sum_{i}^{n}p_{i}^{*}\ln p_{k.i}$

$- \alpha\sum_{i}^{n}p_{i}^{*}(x_{i}^{p\circ s}-x_{i}^{neg})$

$+ \eta\sum_{i}^{n}p_{i}^{r}\ln\sum_{i}^{n}p_{k_{:}\iota^{e^{\eta}}}^{\beta\simeq}(x^{p\circ*}-x_{1}^{nr.g})$

ここで. $\sum_{i}^{n}p_{i}^{*}=1$ , また,

$2\gamma^{*}\leq p^{*}\cdot(x^{pos}-x^{neg})$

なので,

(左辺) $=(1-2 \alpha)\gamma^{*}-\eta\beta\sum_{i}^{n}p_{i}^{*}\ln p_{k,i}$

$+ \eta\ln\sum_{i}^{n}p_{k,i}e^{\eta}\beta\simeq(x_{;}^{p\circ r}-x^{ne\rho})$ .

ここで $2\alpha+\beta=1$ より, また, 簡単のために
$\eta\ln\sum_{i}^{n\beta\simeq}p_{k,i}e\eta(x_{t}^{pos}-x^{nag})=C$ とすると

(左辺) $=\beta\{\gamma/*-\eta$

れ

$p_{i}^{*}\ln p_{k,i}\}+C$ . (5)

右辺も同様の計算を行うと,

(右辺) $=\beta\{\gamma_{k+1}-\eta$

れ

$p_{k+1,i}\ln p_{k_{:}i}\}+C$. (6)

上で求めた (5) と (6) の関係を $\beta$の値で場合分け
して考える.

$\beta=0$ のとき

(左辺) $=$ (右辺) $=C$.

KK–
$\beta$

T
$\neq$条件のよとりき

$\gamma_{k+1}-\eta\sum_{i=1}^{n}p_{k+1,i}\ln p_{k,i}=\gamma_{k}-\eta\sum_{i=1}^{n}p_{k,i}\ln p_{k,i}$

が成り立つので,

$(E_{?}^{\backslash }D)= \beta\{\gamma_{k+1}-\eta\sum_{i}^{n}p_{k+1,i}\ln p_{k,i}\}+C$

$= \beta\{\gamma_{k}-\eta\sum_{i=1}^{n}p_{k,i}\ln p_{k,i}\}+C$.

$t=k$ のとき成立するという仮定より

$\gamma^{*}-\eta\ovalbox{\tt\small REJECT} p_{i}^{*}\ln pk,i\leq\gamma_{k}-\eta\sum_{i}^{n}p_{k,i}\ln$Pk.i

が成り立つことと, $\beta\geq 0$ より

(左辺) $\leq$ $($右辺 $)$

が言える. よって, $\beta=0,$ $\beta\neq 0$ の場合ともに $($左
辺 $)$ $\leq$ $($右辺 $)$ が成立するので, $t=k$ のときに (4)
が成り立つと仮定すれば $t=k+1$ のときも (4) が
成立することが言える.
帰納法により, すべての $t=1\ldots T$ において (4) 式

$\gamma^{*}-\eta\sum_{i}^{n}p_{i}^{*}\ln p_{t}$ $\leq$ $\gamma_{t}-\eta\sum_{i}^{n}p_{t}\ln p_{t}$

が成立することが言える 口

36 更新回数の上限
次に, このアルゴリズムが保証する更新回数の理論
的上限値について論じる.

補題 2. (Pinsker の不等式 [13])
任意の重みベクトル $p,$ $q\in \mathcal{P}$ に対して, 以下の性
質が成り立っ.

$\Delta(p, q)\geq\frac{1}{2}\Vert p-q\Vert_{1}^{2}$

補題 3. ( $H\ddot{o}$lder の不等式)
$1 \leq p<\infty,\frac{1}{p}+\frac{1}{q}=1$ とするとき, 任意のベク
トル $x,$ $y$ に対して以下の式が成り立っ.

$x\cdot y\leq\Vert x\Vert_{p}\Vert y\Vert_{q}$

補題 1より, 真の超平面 $(p^{*}, b^{*})$ とそのマージン
$\ovalbox{\tt\small REJECT}$ は更新式 (3) の解である. ゆえに以下の命題が成
り立つ.

命題 1. すべての $t\geq 0$ に対して, 以下の式が成立
する

$\gamma^{1^{*}}+\eta H(p^{*})\leq\gamma_{t}+\eta H(p_{t})$

この命題 1から以下の補題が導き出される
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補題 4. ラウンド $t$ 時における, 更新前と更新後の
更新式 $\gamma+\eta H(p)$ の変化量は以下の式であらわす
ことができる. $\eta=\frac{\underline{\prime}}{c.\ln n},$ $(c>2)$ のとき,

$\gamma_{t}+\eta H(p_{t})-\gamma_{t+1}-\eta H(p_{t+1})\geq\frac{(c-2)^{2}\eta\epsilon^{2}}{8c^{2}}$

証明. $\gamma_{t}$ と $\gamma_{t+1}$ の値の関係で場合分けして考える.
(i) $\gamma_{t}\geq\gamma_{t+1}+X$ のとき
$\overline{\gamma_{t}+\eta H(p_{t})-\gamma_{t+1}-\eta}H(p_{t+1})$ を $\Delta_{1}$ とすると.
$H(p_{t})\geq 0,$ $H(p_{t+1})\leq\eta\ln n$ より

$\Delta_{1}=\gamma_{t}+\eta H(p_{t})-\gamma_{t+1}-\eta H(p_{\ell+1})$

$\geq X+\eta H(p_{t})-\eta H(p_{t+1})$

$\geq X-\eta\ln n$ .

$\frac{(ii)\gamma_{t}\leq\gamma_{t+1}+X\text{のとき}}{\gamma_{t}^{-}+\eta H(p_{t})-\gamma_{t+1}}(p_{t+1})$

を $\Delta_{2}$ とすると
更新時の条件

$- \gamma_{t+1}+\eta\sum p_{t+1.i}\ln p_{t,\iota}\geq-\gamma\ell+\eta\sum p_{t,i}\ln pt,t$

より,

$\Delta_{2}\geq-\gamma_{t+1}+\eta\sum p_{t+1,i}\ln p_{t+1,i}$

$+ \gamma_{t+1}-\eta\sum p_{t+1,i}\ln p_{t,i}$

$= \eta\sum p_{t+1,i}(\ln p_{t+1,t}-\ln p_{t,i})$

$= \eta\sum p_{t+1,i}\ln\frac{p_{t+1,i}}{p_{t,i}}$

$=\eta\Delta(p_{t+1},p_{1})$ .
ここで, Pinsker の不等式 (補題 2) より,
$\Delta(p_{t+1}.p_{t})\geq\frac{1}{2}\Vert p_{t+1}-p_{t}\Vert_{1}^{2}$ が言える.
さらに. $H\ddot{o}$ lder の不等式 (補題 3) より,

$\frac{1}{2}\Vert p_{t+1}-p_{t}\Vert_{1}^{2}||y_{t}x_{t}\Vert_{\infty}^{2}$

$\geq\frac{1}{2}|(p_{t+1}-p_{t})\cdot y_{t}x_{t}|^{2}$

$= \frac{1}{2}|\gamma_{t+1}-y_{t}p_{t}\cdot x_{t}|^{2}$ .
また. $\gamma_{t+1}-y_{t}p_{t}\cdot x_{t}$ は

$\gamma_{t+1}-y_{t}p_{t}\cdot x_{t}\geq\gamma_{t+1}-\gamma_{t}+\epsilon_{t}$

$\geq_{\vee t}\wedge-X$ ,

$\geq\epsilon-X-\eta\ln n$ .

よって,

$\Delta_{2}\geq\frac{1}{2}\eta|\sigma\cdot-X-\eta\ln n|^{2}$

となる.
以上の式により, $X,$ $\eta,$ $f$ に求められる条件は

$\eta\ln n\leq X\leq\underline{\sigma}-\eta\ln n$ なので, $\eta=\frac{\epsilon}{c\ln n}(c>2)$ で
ある. $\eta=\frac{\epsilon}{c\ln n}(c>2),$ $X=\Sigma\epsilon$ とすると

$\Delta_{1}\geq_{\overline{2}^{-}\overline{c}}\vee\sigma\vee$

$= \frac{(c-2)\in}{2c}$

$\Delta_{2}\geq\frac{1}{2}\eta|\eta-:-|^{2}\overline{c}\overline{2}\llcorner\vee-$

$= \frac{(c-2)^{2}\eta\epsilon^{2}}{8c^{2}}$

$\text{る^{}1}$.
$\geq\Delta_{2}$ なので. 更新式の差分の最小値は $\Delta_{2}$ とな

定理 3. アルゴリズムの更新回数は高々

$O( \frac{\ln n}{\epsilon^{3}})$

回である. また. 上記の回数の更新の後, 少なくとも
$\gamma^{*}-\in$.

のマージンをもつ超平面を出力する.

証明. 補題 4より. 一度の更新で更新式の値は少な
くとも $\frac{(c-2)^{2}\eta\epsilon^{2}}{8^{z}}$ だけ変化することが分かっている.
ここで, 更$k$式の最小値, 最大値を考えると, 最小
値 $0$ , 最大値 $1+\eta\ln(n)$ なので. 更新回数の上限 $\Lambda I$

は

$\Lambda I=\frac{1)}{\frac{(c-2)^{2}\eta\epsilon^{2}+\eta\ln(n}{8c^{2}}}$

$= \frac{8c^{3}\ln n}{(c-2)^{2_{C}3}}+\frac{8c^{2}\ln n}{(c,-2)^{2}\epsilon^{2}}$ .

よって, 更新回数の上限は $O(\epsilon\sim)$ である. また,
更新の終了条件を考えると, すべての $t(1\leq t\leq T)$

に対して

$y_{t}(p_{t}\cdot x_{t}+b_{t})\geq\gamma_{t}-\epsilon_{t}$ ,

$\gamma_{t}+\gamma_{c}\prime f^{i^{\backslash }}$ し H$\breve$ct(p$=$

t)
$\epsilon$

h-$\grave$言える). $\Re($-題の式
$1$ よをり$\Phi\beta\acute$させる (と

$*$ ) $\leq$

$\gamma_{t}\geq\gamma^{*}+\eta H(p^{*})-\eta H(p_{t})$

$\geq\gamma^{*}-\eta H(p_{t})$ .
よって,

$y_{t}(p_{t}\cdot x_{t}+b_{t})\geq\gamma^{*}-\epsilon$ .
口

4 実験
41 他の学習アルゴリズムとの比較
MEMMA の更新回数や, 得られるマージンがどのよ
うなものか調べるために, 他のオンライン学習アルゴ
リズムとの比較実験を行った. 比較に用いたアルゴリ
ズムは PUMMA アルゴリズムである. PUMMA は
p-ノルムマージンを最大化するように学習するアル
ゴリズムであり. $\infty$-ノルムマージンを直接扱うこと
はできないが, $p=$ clnn $($ただし $c=1/ \ln\frac{1-\delta’}{1-\delta})\delta’=$

$\delta/2)$ に設定することで近似的に $\infty$ ノルムマージ
ンを最大にする学習を行うことができる (ただし,

$\delta\gamma^{*}=\epsilon$ , 保証されるマージンは $(1-\delta)\gamma^{*})$ .
次に, 実験に用いた学習例や実験手順について説

明する. 事例の次元のサイズは $n=100$ とし. 例
の個数は 1000である. 例のラベル付けは r-of-k 関
数を用いた. r-of-k 関数とは, ある特定の $k$ 個の変
数のうち $r$ 個以上が $+1$ なら $+1$ を, そうでないな
ら $-1$ を返す論理関数である. $x\in\{+1, -1\}^{n}$ だと
すると. r-of-k 関数 $h_{r,k}$ は

$h_{f,k}=x_{i_{1}}+x_{t_{2}}+\cdots+x_{i_{k}}+k-2r+1$
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図 3: 人エデータに対する更新回数と得られるマー
ジンの値. $x$ 軸が更新回数. $y$ 軸が得られたマージ
ンの値で, グラフの上部にある直線が目標のマージ
ン (真のマージンの 90%である).

表 2:MEMMA と PUMMA を同じ条件で作られた
10個のデータセットに対して実行した際の更新回
数得られたマージン, 実行時間の平均値.

とと 1き,るこの $f_{\llcorner}^{r^{p}}$ し
$i_{j}\in r-- k$

関
$\delta_{\text{の}ffi\xi \text{の}fflJ\Leftrightarrow \text{ロ}S=\{x}^{i|ilhnL^{\backslash }A\text{下の_{}A}\Xi m_{\backslash }\text{数}\}}\cdot|^{C}x$

の

$\{+1, -1\}^{n}\}$ に対する真のマージンは $\gamma^{*}=1/k$ 以上
となる. なお, 各例はラベルが正となる確率が 1/2
となるようランダムに生成する.
実験の手順は, MEMMA, PUMMA ともに, す
べての学習例に対して. 真のマージンの 90% を得
られることを終了条件とし, 終了までの更新回数,
実行時間, 実際に得られたマージンを計測する. よ
り具体的には, 例集合を列とみなし, その列を入力
として各アルゴリズムを一通り実行する. この操作
を与えられた入力列に対して更新がゼロになるま
で繰り返す. なお, 実験に用いた計算機は 3.$8GHz$
Intel Xeon Processor及び 8GB Memory を搭載し
た Linux マシンで, プログラムは MATLAB にて作
成した. また, この実験はそれぞれデータの生成か
ら 10回ずつ行い, その結果を記録した. この実験
結果を図 3, 表 2に示す.
この図 3は更新回数とマージンの値の関係を示

す図なのだが, MEMMA と PUMMA はほぼ同じ
更新回数でほぼ同じマージンを得ていることがわ
かる. 更新回数や, 得られるマージンの詳しい値を
示したのが表 2である. この表を見ると. 更新回
数, 得られるマージンに関してわずかに MEMMA
が勝っていることがわかる. また, 実行時間に関し
ては MEMMA の方が圧倒的に良い性能であること
もわかる.

4.2 MEMMA の更新回数の実験的評価
次に. MEMMA アルゴリズムの更新回数の実験的
な評価をするための実験を行った. 定理 3より更新

図 4: $\overline{\epsilon}$ を変化させた際の更新回数の変化. 横軸が
$\ln\epsilon\cdot$ , 縦軸が ln(更新回数) である.

回数の上限 $F$訴に依存することが分かっているので,
$\sigma$

. の値を $\vee c\cdot=\gamma^{*}/i(i=1\ldots 30)$ と変化させて, そ
の時の MEMMA の更新回数の変化を調べた. 実験
データなど, $\epsilon$ の値以外は上の実験 41と同じであ
る. その実験結果が図 4である. この図は $\epsilon$ の対数
を $x$ 軸に. 更新回数の対数を $y$軸にとったグラフで
ある. 図の下部の線が実行結果を表す. 上部の線は
ln(更新回数) $=-3\ln(r)+D$ ($D$ は定数) の直線 中
央の線は ln(更新回数) $=-2\ln(\epsilon)+C$( $C$ は定数) の
直線である.
図を見てわかるとおり. 実行結果は中央の直線
つまり更新回数と $\epsilon$ の関係が ln(更新回数) $=$

$-2\ln(\epsilon)+C$ ( $C$ は定数) のときと非常に似ている.
この式の対数を外すと, 更新回数 $=\overline{\epsilon}^{F}K$ $(K$ は定
数 $)$ となる. っまり. 実験的には MEMMA の更新
回数は $O(_{\epsilon^{2}}^{\underline{\ln}p})$ 回であるといえる.

5 結論
本論文では, $\infty-$ノルムマージンを最大化するよう更
新ができるオンライン学習アルゴリズム MEMMA
を提案した. そして, MEMMA の更新回数の理論
的上限が $O(^{\ln}\sim_{\epsilon}^{n})$ 回であり, その時に $\gamma^{*}-P$ のマー
ジンを保証することを理論的に示した. さらに, 人
エデータを用いた評価実験において, 近似的に $\infty-$

ノルムマージンを最大化するよう更新ができるオン
ライン学習アルゴリズム PUMMA と比べて. 僅か
に MEMMA アルゴリズムの方が高性能, 実行時間
に関してははるかに高性能であることを示した.
また. 実験結果から MEMMA アルゴリズムの更

新回数の上限は $O( \frac{\ln n}{\epsilon^{2}})$ 回であると予測されること
を確認した. つまり, MEMMA アルゴリズムの更
新回数の理論的上限はさらに早くなる可能性を残し
ている.
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