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1 はじめに

進化的アルゴリズム (Evolutionary Algorithm, EA) は, 生物進化の過程をモデル化した最適化アルゴリ
ズムの総称であり, 遺伝的アルゴリズム (Genetic Algorithm, GA), 進化戦略 (Evolution Strategy, ES), 差

分進化 (Differential Evolution, DE)[1, 2] など多くのアルゴリズムが提案されている. EA は, 最適化の対
象である目的関数の値だけを利用して解を求めることができる直接探索法であり, アルゴリズムの実装が容
易であることから, 様々な最適化問題を解くために利用されている.
しかし, EA は確率的な多点探索を行うため, 比較的局所解に陥りにくいが, 関数評価回数が多くなりが

ちである. 近年, 最適化問題が大規模化し, 目的関数の評価コストが増大してきているため, 目的関数の評

価回数の削減は大きな課題となってきている. これに対して, 近似モデルを用いて関数評価回数の削減をす
る研究 [3, 4, 5, 6, 7, 8] が行われている.
本研究では, EA を効率化するために, アルゴリズムパラメータの新しい調整方法を提案する. これによ

り, 広い範囲の問題に対して, 少ない関数評価回数で精度の高い解の探索を実現することが本研究の目的で
ある.

2 近接グラフ

2.1 定義

頂点集合 $V$ と辺集合 $E$ からなるグラフ $G$ を $G(V, E)$ で表現する. 近接グラフ (proximity graph) は, 頂

点集合 $V$ の近傍構造を表現するグラフであり, 最近傍グラフ (Nearest Neighborhood Graph), Gabriel グ
ラフ (Gabriel Graph, GG) [9], 相対近傍グラフ (Relative Neighborhood Graph, RNG) $[10]$ , $\beta$-skeleton[ll]
などが提案されている. 近接グラフでは, 任意の 2頂点 $v_{i},$ $v_{j}\in V$ が近傍条件を満足するときのみ, $v_{i},$ $v_{j}$

を結ぶ線分が辺 $(v_{i}, vj)\in E$ となる.

Gabriel グラフでは, $v_{i}$ と $v_{j}$ を結ぶ線分を直径とする超球内に他の頂点が含まれていなければ, $v_{i}$ と $v_{j}$

が近傍条件を満足する. Gabriel グラフ $GG(V, E)$ は, 以下のように定義できる.

$(v_{i}, v_{j}) \in E\Leftrightarrow HS(\frac{v_{i}+v_{j}}{2},$ $\frac{||v_{i}-v_{j}||}{2})\cap V=\phi$ (1)

ここで, $HS(v, r)$ は頂点 $v$ を中心とする半径 $r$ の超球内の領域, すなわち

$HS(v, r)=\{x|||x-v||<r\}$ (2)

である. この様子を図 1に示す. 超球内に $v_{i},$ $vj$ の 2点以外の頂点 $v_{k}$ が存在しない場合にのみ頂点を接続

し, そうでない場合は接続しない.
相対近傍グラフでは, 頂点 $v_{i}$ および $vj$ を中心とする半径 $||v_{i}-vj||$ の 2つの超球の共通集合内に他の頂
点が含まれていなければ近傍条件を満足する. 相対近傍グラフは Gabriel グラフの部分グラフである. 相対

近傍グラフ $RNG(V, E)$ は以下のように定義できる.

$(v_{i}, v_{j})\in E\Leftrightarrow HS(v_{i}, ||v_{i}-v_{j}||)\cap HS(v_{j}, ||v_{i}-v_{j}||)\cap V=\phi$ (3)
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この様子を図 2に示す.

$\bullet^{\mathcal{V}_{k}}$

$:^{=^{=}\bullet \mathcal{V}_{k}}..........$.
$v_{i}\bullet_{:}$ $\bullet_{:}^{v_{j}}$

$:^{=}$

図 1: Gabriel グラフにおける辺の判定
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図 2 相対近傍グラフにおける辺の判定

弓形 $\beta$-skeleton (lune-based $\beta$-skeleton) $|$ま, 頂点 $v_{i},vj$ およびパラメータ $\beta(\beta\geq 1)$ を用い, 点 (1-
$e_{)v_{i}+}2g_{v}2j$ および点 $g_{v_{i}+(1-}2e_{)v}2j$ を中心とする半径 $e_{||v_{i}-v||}2j$ の 2つの超球の共通集合内に他の頂点
が含まれていなければ近傍条件を満足する.

$(v_{i}, v_{j})\in E\Leftrightarrow$

$HS((1- \frac{\beta}{2})v_{i}+\frac{\beta}{2}v_{j},$ $\frac{\beta}{2}||v_{i}-v_{j}||)\cap HS(\frac{\beta}{2}v_{i}+(1-\frac{\beta}{2})v_{j},$ $\frac{\beta}{2}||v_{i}-v_{j}||)$ 口 $V=\emptyset$ (4)

$\beta=1$ ならば Gabriel グラフと一致し, $\beta=2$ ならば相対近傍グラフと一致する. この様子を図 3に示す.

$GG\langle\beta=1)-RNG(\beta=2)-$ $\beta=1.5-$

図 3: $\beta$-skeleton グラフ $(\beta=1.5)$ における辺の判定

3 近傍グラフに基づく最適化アルゴリズム

本研究では, Differential Evolution (DE) と近傍グラフに基づく最適化アルゴリズムである NGDE(Neighborhood
Graph Based Differential Evolution) を提案する.

3.1 アルゴリズム

以下にアルゴリズムの概要を示す.
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1. 初期化
探索領域内に点をランダムに生成し, 初期探索点集合を構成する.

2. 近傍グラフの構成
点間の距離を求める. 近傍関係を求め, 近傍グラフを構成する.

3. 山谷判定
山と谷を判定するために, 各点に対して山度と谷度を付与する. 近傍グラフの全ての辺について, そ
の辺を構成する 2点のうち, 評価値の良い点の谷度を 1増加させ, 評価値の悪い点の山度を 1増加さ
せる. 山度が $0$ の点は谷に対応する点, 谷度が $0$ の点は山に対応する点とみなすことができる.

4. 探索点の生成
山点および山近傍点は大域探索を行うため, 大域的な DE 操作を行う. このため, ベースベクトルを
ランダムに選択し, $F$ および $CR$ に大きな値に設定する. 谷点および谷近傍点は局所探索を行うた
め, 局所的な DE 操作を行う. このため, 谷点では谷点をベースベクトルとし, 谷点を中心とする探
索を行うために, $F$ に小さな値, $CR$ に大きな値を設定する. 谷近傍点ではベースベクトルをランダ
ムに選択し, 谷点と同様に $F$ に小さな値, $CR$ に大きな値を設定する. それ以外の点については, 通
常のパラメータ値 $F$ と $CR$ による DE 操作を行う.

5. 生存者選択
元の点が探索点より良好でなければ, 探索点と置換する. 2. に戻る.

32 擬似コード

以下に, $DE/rand/1/\exp$ の擬似コード [3, 7, 8, 12] を参考に, NGDE の擬似コードを示す.
NGDE $()$

$\{$

P$=$Generate $N$ individuals $\{x_{i}\}$ randomly; else if $(f(x_{i})>f(Xj))$ $\{$

$Xj\cdot valley++;x_{i}.hill++$ ;Evaluate $x_{i}$ , $i=1,2,$ $\cdots,$
$N$ ;

$\}\}\}\}$for $(t=1;t<T_{\max};t++)$ {
全ての個体にっいて山谷判定を行う;’/ 距離などの初期化

for $(i=1;i\leq N;i++)$ {
for $(i=1;i\leq N;i++)$ {

switch ( $x_{i}$ の種類) $\{$

$x_{i}$ . valley$=x_{i}$ . hill$=0$ ;
case 山点. $F’=1;CR’=1$ ;for $(j=i+1;j\leq N;j++)$

$d_{ij}=d_{j_{i}}=x_{i}$ と砺間の距離 $d(x_{i}, xj)$ ; break;

case 山近傍点: $F’=0.9;CR’=0.95$ ;
$\}$

// 近傍グラフの構成 break;

case 谷近傍点: $F’=0.3;CR’=0.95$ ;for $(i=1;i\leq N;i++)$ {
for $(j=i+1;j\leq N;j++)$ {

break;

case 谷点: $p_{1}=i;F’=0.2;CR’=1$ ;for $(k=1;k\leq N;k++)$ {
break;if $(k!=i$ $\ \ k!=j$ &&

default:
$d_{ik}^{2}+d(\beta x_{j}+(1-\beta)x_{i}, v_{k})^{2}$

$<\beta d_{ij}^{2}$ &&
$F’=F;CR’=CR$ ;

$d_{jk}^{2}+d(\beta x_{i}+(1-\beta)_{Xj}, v_{k})^{2}$
$\}$

// 探索点の生成
$<\beta d_{i}^{2_{j}})$ break;

$\}$

$(p_{1},p_{2},p_{3})=$select randomly in $[$ 1, $N]\backslash \{i\}$

if $(k>N)\{$
$s.t$ . $p_{j}\neq p_{k}(j, k=1,2,3,j\neq k)$ ;

// 山谷判定: 辺 $(x_{i}, Xj)$ の生成 $x_{i}^{new}=x_{i}\in P$ ;

if $(f(x_{i})<f(x_{j}))\{$
$j=select$ randomly from $[$ 1, $n]$ ;
$k=1$ ;

$x_{i}.valley++;Xj\cdot hil1++$ ;
$\}$
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do $\{$

$x_{ij}^{new}=x_{p_{1},j}+F’(x_{p_{2},j}-x_{p_{3},j})$ ;
j $=$ (j $+$ l)%n;
$k++$ ;

$\}$ while $(k\leq n \ \ u(O, 1) <CR’)$ ;
// 生存者選択

if $(f(x^{new})\leq f(x_{i}))x_{i}=x^{new}$ ;
$\}\}\}$

ただし, $x_{i}$ .hill, $x_{i}$ .vallay はそれぞれ点 $x_{i}$ より良い近傍頂点数, 悪い近傍頂点数である.

33 山谷判定

本研究では, 4種類の点, 谷点, 山点, 谷近傍点, 山近傍点を定義し, 各点の山谷判定を行う.

谷近傍により悪い点が一つ以上存在し, より良い点が存在しない点. すなわち, $x_{i}$ .valley$>0$ かっ $x_{i}$ .hill$=0$

の点.

山近傍により良い点がーっ以上存在し, より悪い点が存在しない点. すなわち, $x_{i}$ .hill $>0$ かつ $x_{i}$ .valley$=0$
の点.

谷近傍谷の近傍の点でかっ, 山点, 谷点および山近傍点でない点.

山近傍 山の近傍の点でかつ, 山点, 谷点および谷近傍点でない点.

4 実験

4.1 テスト問題

本実験では, 変数間依存性, 悪スケール性, および大谷構造を有する問題を用いる [3, 4, 5, 7, 8, 13]. 変
数間依存性の強い問題として, 稜構造を有する問題を用いる. 悪スケーノレ性のある問題として, 稜構造で
かつ変数によりスケールが異なる問題を用いる. 大谷構造とは, 微視的に見れば局所解となる多数の小さ
な谷が存在するが, 巨視的に見れば大きな谷がーっだけ存在し, その谷が最適解となっている構造であり,
Rastrigin 関数がその典型例である.
以下に, 関数とその初期化領域を示す. なお, $n$ は次元数を表している.. $fi$ :Sphere 関数

$f(x)= \sum_{i=1}^{n}x_{i}^{2},$ $-5.12\leq x_{i}\leq 5.12$ (5)

単峰性の関数で, 点 $(0,0, \cdots, 0)$ で最小値 $0$ をとる.. $f_{2}$ : Rosenbrock 関数

$f(x)= \sum_{i=2}^{n}\{100(x_{1}-x_{i}^{2})^{2}+(x_{i}-1)^{2}\}$ , $-2.048\leq x_{i}\leq 2.048$ (6)

単峰性の稜構造を有する関数で, 点 $($ 1, 1, $\cdots,$ $1)$ で最小値 $0$ をとる.. $f_{3}$ : ill-scaled Rosenbrock 関数

$f(x)= \sum_{i=2}^{n}\{100(x_{1}-(ix_{i})^{2})^{2}+(ix_{i}-1)^{2}\}$, $-2.048i\leq x_{i}\leq 2.048i$ (7)

単峰性の稜構造を有する関数で, 点 $(1, \frac{1}{2}, \cdots, \frac{1}{n})$ で最小値 $0$ をとる.
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. $f_{4}$ : Rastrigin 関数

$f(x)=10n+ \sum_{i=1}^{n}\{x_{i}^{2}-10\cos(2\pi x_{i})\}$ , $-5.12\leq x_{i}\leq 5.12$ (8)

多峰性の大谷構造を有する関数で, 点 $(0,0, \cdots, 0)$ で最小値 $0$ をとる.

図 41に $n=2$ のときの関数 $fi,$ $f_{2},$ $f_{4}$ のグラフを示す. また, 表 1に各関数の特徴を示した [13].

ム

図 4: 関数 $fi,$ $f_{2},$ $f_{4}$ のグラフ

表 1: テスト問題の特徴

関数変数間依存性悪スケール性 大谷構造
$f_{1}$ なし なし なし
$f_{2}$ 強い なし なし
$f_{3}$ 強い あり なし
$f_{4}$ なし なし あり

42 実験条件

次元数 $n=30$ に設定し, $fi$ から $f_{4}$ の関数を最適化する. DE の設定は, 個体数 $N=50,$ $F$ と $CR$ の組
合せを (0.7, 0.95) と (0.5, 0.5) の 2通りとし, 各関数について 20回の試行を行い, 結果を考察する. 個体数
は $2n$ から $10n$ 程度が良いとされているが, 効率性を重視し少し小さい値とした. なお, 試行打ち切り条件
は, 文献 [13] と同様に, (1) 評価値が $1.0\cross 10^{-7}$ 以下に達した, (2) 探索打ち切り評価回数が $f_{i}$ および $f_{2}$

は $2n\cross 10^{5},$ $f_{3}$ は $5n\cross 10^{5},$ $f_{4}$ は $3n\cross 10^{5}$ に達した, のいずれかの条件を満足する場合とした.
なお, NGDE では, Gabriel グラフ $(\beta=1)$ を利用した.

43 実験結果

実験結果を表 2に示す. 許容精度を満足した回数を $”<1e-7$”, 実際に関数を評価した回数を eval, その
うち子ベクトルが良かった割合 $($% $)$ を succ, DE(0.7, 095) の評価回数との比を ratio, 評価回数の削減率を
reduced に示した.

パラメータを固定した DE では, $f_{i},$ $f_{4}$ については, $(F, CR)=(O.5,0.5)$ の方が明らかに結果が良い. し

かし, $f_{2},$ $f_{3}$ については, $(F, CR)=(O.7,0.95)$ の方が優れており, $(05,05)$ の場合には許容精度の解を見っ
けることが出来なかった.

NGDE では, いずれの設定でも全ての問題で許容精度の解を発見できたが, 全ての問題で $(F, CR)=(O.5,0.5)$
の方がすぐれた結果となっている. これは, 山 (近傍) 点, 谷 (近傍) 点については, 標準的なパラメータに

188



表 2: 実験結果

よらず, $F,$ $CR$ を大きくした遠方探索, $F$ を小さく $CR$ を大きくした近傍探索を行っているため, その他
の場合に中間的な $F=0.5,CR=0.5$ に設定した場合に探索のバランスが取れていたと考えられる.
各問題における最良個体の関数値について, その平均値の変化を図 5から図 8に示す. 横軸は世代数, 縦軸が

関数値である. $fi$ については, NGDE(0.5,0.5) が最も効率的に探索を行っており, DE(0.5,0.5) がほぼ同程度の
効率である. NGDE(0.7,0.95) はやや探索が遅く, DE(0.7,0.95) はかなり遅い. $f_{2},f_{3}$ は同様の結果となってい
る. NGDE(0.5,0.5) が最も効率的に探索し, NGDE(0.7,0.95) が比較的効率的である. DE(0.7,0.95) は探索が
遅く, DE(05,05) は最大評価回数までに満足できる解を探索できなかった. $f_{4}$ については, DE(05,05) が最
も効率的に探索を行っており, NGDE(0.5,0.5) がほぼ同程度の効率である. NGDE(0.7,0.95) と DE(0.7,0.95)
はやや遅く, DE(0.7,0.95) は満足できる解を発見できない場合があった.

$\supseteq\check{o}r\Phi\Phi\geq\Phi>$

$\dot{\overline{D}}\circ$

図 5: $fi$ における関数値の変化 図 6: $f_{2}$ における関数値の変化
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$\supseteq\Phi\Phi\check{o}\underline{\Phi>\alpha>}$

$\dot{1}\overline{1\circ}$

generattons generations

図 7: $f_{3}$ における関数値の変化 図 8: $f_{4}$ における関数値の変化

$f_{2},$ $f_{3}$ については, 初期は谷点が 1点であるが, 次第に増加し, 終盤は 5個を超えている. 谷近傍点は,

3個から 5個程度の間で増減している. 山点は, 初期は少数であるが, 次第に増加し, 中盤以降は 7個程度
になっている. 山近傍点は, 急激に 25個程度まで増加し, 終盤に向かって 10数個程度まで減少している.
したがって, 初期はやや近傍探索を行 $A$ $a$ , 急激に遠方探索に切り替え, 終盤に向かって遠方探索と標準的探
索のバランスを取っていると考えられる. $f_{2},$ $f_{3}$ の探索では, 一度 $(0,0, \cdots, 0)$ 付近に収束し, そこから狭
小な谷を通って $($ 1, 1, $\cdots,$ $1)$ に向かって移動するという探索方法をとる. 遠方探索が急激に増加するのは,
収束した探索点の多様性を取り戻し, この移動を可能とするためであると考えられる.

$f_{4}$ については, 谷点は 1点であり, 谷近傍点は, 2個から 10個程度の間で増減を繰り返し, 終盤には 25

個を超える場合がある. 山点山近傍点は少数であり, 通常は 1個から 2個程度であるが, 山近傍点がか

なり増加する場合も見受けられる. したがって, 序盤は近傍探索と標準的な探索を合わせて行い, 遠方探索
を少し取り入れ, 終盤は近傍探索を行っていると考えられる.

$\supseteq_{1!}\tilde{o}\Phi\Phi\underline{\Phi>>}$

$\dot{\overline{D}}0$

図 9: $fi$ における山点判定 $(F=0.7,CR=0.95)$ 図 10: $f_{2}$ における山点判定 $(F=0.7,CR=0.95)$
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$\supseteq\alpha\omega>$

$\frac{..\underline{\Phi>}}{\dot\frac{\circ\Phi}{D\circ}}$

$generat|ons$

図 11: $f_{3}$ における山点判定 $(F=0.7,CR=0.95)$

generations

図 12: $f_{4}$ における山点判定 $(F=0.7,CR=0.95)$

$\geq\supseteq\Phi\Phi\alpha\tilde{o}>\Phi$

$\dot{\overline{D}}\circ$

generations

図 13: $fi$ における山点判定 $(F=0.5,CR=0.5)$

generations

図 14: $f_{2}$ における山点判定 $(F=0.5,CR=0.5)$

$\supseteq\Phi\Phi>\check{\Phi\circ}\underline{\Phi>}$

$\dot{\overline{n}}0$

generations

図 15: $f_{3}$ における山点判定 $(F=0.5,CR=0.5)$ 図 16: $f_{4}$ における山点判定 $(F=0.5,CR=0.5)$
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