
確率密度微分の直接推定と機械学習への応用

奈良先端科学技術大学院大学・情報科学研究科佐々木 博昭

Hiroaki Sasaki

Graduate School of Information Science

Nara Institute of Science and Technology

hsasaki@is.naist.jp

東京大学 大学院新領域創成科学研究科・杉山 将

Masashi Sugiyama

Graduate School of Frontier Sciences

The University of Tokyo

sugi@k.u-tokyo.ac.jp

概要

確率密度関数の微分を推定することは，機械学習の研究分野において，一般性のあ

る研究課題である．確率密度関数の微分を推定する上で，単純なアプローチは，最初

に，確率密度関数を推定し，次に，その微分を計算することであろう．しかし，この

2段階推定は適切なアプローチではない．なぜならば，良い確率密度関数の推定結果

が，必ずしも良い確率密度関数の微分推定結果をもたらすとは限らないからである．

より適切なアプローチは，確率密度関数の推定を実行することなく，直接，確率密度

関数の微分を推定することであろう．本稿の目的は，この直接推定のアプローチに

沿ったいくつかの確率密度関数の微分推定法を解説することである．そして，それ

ら微分推定法の機械学習問題への応用例についても紹介する．

1 はじめに

入カデータの確率密度関数を推定することは，機械学習における問題を解く上で最も一

般性のあるアプローチの 1つである．その-方，確率密度関数ではなく，本質的には，そ
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の微分を必要とする問題が数多く存在する．例えば，平均シフトクラスタリング [1, 2, 3]

では，まず，推定された確率密度関数の勾配を用いて，データ点を確率密度関数のモード

点 (極大点) へ向けて更新する．そして，同じモード点に収束したデータ点に対して，同

じクラスタラベルを割り当てることでクラスタリングを行う．他の例として，最近傍法

を用いたカルバック ライブラー情報量推定法の推定バイアスは，確率密度関数のヘシ

アン行列に依存することが知られている [4, 5]. その他にも，カーネル密度推定における

最適バンド幅パラメータ決定 [6] もしくは最適バンド幅行列決定 [7, 8], 非ガウス成分分

析 [9, 10], 十分次元劇減 [11, 12] などの問題が確率密度関数の微分推定を用いて解くこ

とができる．さらに，文献 [13] では，確率密度関数の微分に関連した統計データ解析問題

が紹介されている．したがって，確率密度関数の微分を推定することは，機械学習研究に

おいて，一般性のある研究課題という言うことができるであろう．

確率密度関数を推定する上で，最も単純なアプローチは，(1) 入カデータの確率密度関

数を推定し，(2) その微分を計算するという 2段階推定法である．しかしながら，この 2

段階推定は，確率密度関数の微分を推定する上で，適切なアプローチではない．なぜなら

ば，良い確率密度関数の推定結果が，必ずしも良い確率密度関数の微分推定結果をもたら

すとは限らないからである．加えて，このアプローチでは，高階微分を計算する際に，低

次微分推定結果に基づくため，より大きな推定誤差が生じると考えられる．

この問題に対処する上で，より適切なアプローチは，確率密度関数の推定を行うことな

く，直接，その微分を推定することであろう．本稿の臼的は，この直接推定のアプローチ

に基づいた確率密度関数の微分推定法とその機械学習問題への応用結果を解説紹介する

ことである [14, 5, 12, 10] 直接推定法の基本的な考え方は，2乗損失関数の下で確率密

度関数の微分モデルを真の確率密度関数の微分に薩接適合することである．この単純な定

式化によって，微分が解析的に推定でき，モデル選択法も組み込まれているといった利点

も合わせもつ．実際に，このアプローチによって，高精度な微分推定が可能となり，既存

手法を上回る性能をもつ機械学習手法がいくつか構築されている．

本稿では，第 2節で，確率密度関数の対数勾配の薩接推定法とモード探索クラスタリン

グへの応用結果について示す．第 3節では，条件付き確率密度関数の麺数勾配の推定法と

十分次元削減への応用について紹介する．その他の微分推定法や応用例は，第 4節で簡潔

に紹奔解説する．第 5節は，本稿のまとめである．
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2 対数密度勾配推定とモード探索クラスタリングへの応用

本節では，最初に平均シフトクラスタリングについて解説し，次に，確率密度関数の対

数勾配の直接推定法 [15, 14] を紹介する．そして，その直接推定法をモード探索クラスタ

リングヘ応用し，その有用性を数値実験によって示す．

2.1 平均シフトクラスリング

平均シフトクラスタリング (mean shift clustering) [1, 2, 3] は，モード探索型のクラ

スタリング法であり，推定された確率密度関数のモード点に応じて，クラスタリングが実

行される．平均シフトクラスタリングでは，最初に，推定された確率密度関数の勾配を用

いた最急上昇法によって，データ点を近傍のモード点へと更新する．次に，同じモード点

に収束したデータ点に同じクラスタラベルを割り当てる．推定された確率密度関数のモー

ド点の数がクラスタ数に対応するため，平均シフトクラスタリングは，クラスタ数の事前

入力が不要といった利点をもつ．平均シフトクラスタリングにおいて，重要なステップ

は，確率密度関数の勾配推定である．

確率密度関数の勾配を推定するために，平均シフトクラスタリングでは，最初に，力一

ネル関数 $k$ を用いて，カーネル密度推定

$\hat{p}_{h}(x)=\frac{1}{nh^{d_{x}}}\sum_{i=1}^{n}k(\frac{\Vert x-x_{i}\Vert^{2}}{h^{2}})$

を実行することにより確率密度関数を推定する．次に，その勾配 $\nabla_{x}\hat{p}_{h}(x)$ を計算する．

この計算された確率密度関数の勾配から，データ点の更新に関して，次のように，不動点

アルゴリズムを導出する．

$\nabla_{x}\hat{p}_{h}(x)=\frac{2}{nh^{d_{x}+2}}\sum_{i=1}^{n}[x_{i}-x]g(\frac{\Vert x-x_{i}\Vert^{2}}{h^{2}})$

$= \frac{2}{nh^{d_{x}+2}}\sum_{i=1}^{n}x_{i}g(\frac{\Vert x-x_{i}\Vert^{2}}{h^{2}})-x\frac{2}{nh^{d_{x}+2}}\sum_{i=1}^{n}g(\frac{\Vert x-x_{i}\Vert^{2}}{h^{2}})$

$= \frac{2}{nh^{d_{x}+2}}\sum_{i=1}^{n}g(\frac{\Vert x-x_{i}\Vert^{2}}{h^{2}})[\frac{\sum_{i=1}^{n}x_{i}g(\frac{||x-x_{i}||^{2}}{h^{2}})}{\sum_{i=1}^{n}g(\frac{||x-x\dot{.}||^{2}}{h^{2}})}-x]$

上式において $g(t)=- \frac{d}{dt}k(t)$ である．右辺の括弧内がゼロであるとき，$\nabla_{x}\hat{p}_{h}(x)=0$ で
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あるため，次のような更新式が導出される．

$x arrow\frac{\sum_{i=1}^{n}x_{i}g(\frac{||x-oe_{i}||^{2}}{h^{2}})}{\sum_{i=1}^{n}g(\frac{\Vert x-x_{i}||^{2}}{h^{2}})}$ (1)

単純な計算により，更新式 (1) は， $x$ に依存したステップ幅をもつ最急上昇法と等価であ

ることを確認できる．

平均シフトクラスタリングはクラスタ数の事前設定が不要という利点をもつが，その一

方，入カデータの次元が高いときに，クラスタリング性能精度が低くなることが知られて

いる $[3J.$ $1$ つの理由として挙げられるのは，確率密度関数の勾配推定における 2段潜推

定である．なぜならば，良い確率密度関数の推定結果が必ずしも良い確率密度関数の勾配

推定結果をもたらすとは限らないからである．より適切なアプローチは，確率密度関数の

推定を行うことなく，直接，確率密度関数の勾配を推定することであろう．以下では， こ

の直接推定のアプローチに沿う確率密度関数の対数勾配の推定法 [15, 14] を紹介する．

2.2 最小 2乗対数密度勾配

最初に，確率密度関数の対数勾配 (以下，対数密度勾配と呼ぶ) 推定の問題設

定について述べる．確率密度関数 $p(x)$ より生成された $n$ 個のデータ点 $\{x_{i}=$

$(x_{i}^{(1\rangle},x_{i}^{(2\rangle}, \ldots, x_{i}^{(d_{x})})^{T}\}_{i=1}^{n}$ が与えられているとしよう．ただし， $T$

は転置を表す．ここ

での輿的は， $\{x_{i}\}_{i=1}^{n}$ から

$\partial_{j}\log p(x)=\frac{\partial_{j}p(x)}{p(x)}$

を推定することである．上式において， $\partial_{j}=\frac{\partial}{\partial x^{(j)}}$ である．

基本的なアプローチは，勾配モデル $r(x)=(r^{(1)}(x), r^{(2)}(x), \ldots,r^{(d_{x})}(x))^{T}$ を真の対

数密度勾配に射して，2乗損失関数下で，適合することである．

$J(r^{(j)})= \int\{r^{\langle j)}(x)-\frac{\partial_{j}p(x)}{p(x\rangle}\}^{2}p(x)dx (2\rangle$

式 (2) を展関することで 3つの項を得る．

$J(r^{(j)})= \int\{r^{(j)}(x)\}^{2}p(x)dx-2\int r^{(j)}(x)\partial_{j}p(x)dx+\int\{\frac{\partial_{j}p(x\rangle}{p(x)}\}^{2}p(x)dx(3)$

式 (3) における第 1項はデータ点より推定可能，第 3項はモデル $r^{(j)}$ に依存しないため

雀略可能である．しかし，第 2項は真の確率密度関数の微分 $\partial_{j}p(x)$ を含んでいるため，
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推定は一見容易ではない．しかしながら，次のように部分積分を実行することで容易に推

定可能な形式へと変換することができる．

$\int r^{(j)}(x)\partial_{j}p(x)dx=\int[r^{(j)}(x)p(x)]_{x^{(j)}=-\infty}^{x^{(j\rangle}=\infty}dx_{\backslash x^{(j)}}-\int\{\partial_{j}r^{(j)}(x)\}p(x)dx$

$=- \int\{\partial_{j}r^{(j)}(x)\}p(x)dx$ (4)

式 (4) における $dx_{\backslash x^{(j)}}$ は， $x^{(j)}$ を除いた変数についての積分を意味し，さらに，

$\lim_{|x^{(j)}|arrow\infty}r^{(j)}(x)p(x)=0$ を仮定している．同様の操作は，これまでもスタインの補

題 $[16|$ やスコアマッチング法 [17] を導くためにも用いられている．式 (3) と (4) より，

次のように経験損失関数を導出することができる．

$\hat{J}(r^{(j)})=\frac{1}{n}\sum_{i=1}^{n}\{r^{(j)}(x_{i})\}^{2}+2\partial_{j}r^{(j)}(x_{i})$ (5)

ただし，式 (5) において，式 (3) の第 3項は省略されている．

$r^{(j)}$ を推定するために，次のような線形モデルを考える．

$r^{(j)}(x)= \sum_{i=1}^{b}\theta_{ij}\psi_{ij}(x)=\theta_{j}^{T}\psi_{j}(x)$ (6)

式 (6) 内の $\theta$わは推定されるパラメータ， $\psi_{ij}(x)$ は基底関数， $b$ は基底関数の数を示し，

本稿では $b= \min(100, n)$ に固定することにする．式 (6) を経験損失関数 (5) に代入し，

$P_{2}$ 正則化項を加えた後で， $\theta_{j}$ に関して，次のように解析解を計算できる．

$\hat{\theta}_{j}=ax_{\theta_{j}}$ynin [$\theta_{j}^{T}G_{j}\theta_{j}+2\theta_{j}^{T}h_{j}+\lambda_{j}\theta_{j}^{T}\theta_{j}]=-(G_{j}+\lambda_{j}I_{d_{x}})^{-1}h_{j}$

上式における $I_{d_{x}}$
$\ovalbox{\tt\small REJECT}$は娠行娠列の単位行列， $\lambda_{j}$ は非負の正則化パラメータ，

$G_{j}=\frac{1}{n}\sum_{i=1}^{n}\psi_{j}(x_{i})\psi_{j}(x_{i})^{T}, h_{j}=\frac{1}{n}\sum_{i=1}^{n}\partial_{j}\psi_{j}(x_{i})$

最終的に，対数密度勾配の推定結果は次のような形式で与えられる．

$\hat{r}(x)=(^{\triangleleft_{r}1)}(x)$ , $\hat{r}^{\langle 2)}(x)$ , .. ., $\hat{r}^{\{k)}(x))^{T}=(\hat{\theta_{1}}^{\mathcal{T}}\psi_{1}(x)$ , $\theta_{2}^{\urcorner}\psi_{2}(x)$ , $\cdots$ , $\theta_{d_{x}}^{\urcorner}\psi_{d_{x}}(x\rangle)^{T}$

この手法を最小 2乗対数密度勾配 (least-squares $\log$-density gradient: LSLDG) と呼ぶ．
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2.3 モード探索クラスタリングへの応用

ここでは，LSLDGをモード探索クラスタリングヘ応用する．平均シフトクラスタリン

グと周様の不動点法に基づき，クラスタリングアルゴリズムを導出する．そのアルゴリズ

ムを導出する上で，次のような基底闘数を罵いる．

$\psi_{ij}(x)=\partial_{j}\exp(-\frac{\Vert x-c_{i}\Vert^{2}}{2\sigma^{2}})=\frac{c_{i}^{(j\rangle}-x^{(j\rangle}}{\sigma^{2}}\exp(-\frac{\Vert x-c_{i}\Vert^{2}}{2\sigma^{2}})=\frac{c_{i}^{(j)}-x^{(j)}}{\sigma^{2}}\phi_{i}(x)$

上式において， $\sigma(>0\rangle はバンド幅パラメータ，c_{i}=(c_{i}^{(1\rangle}, c_{i}^{(2\rangle}, \ldots,c_{i}^{(d_{X})})^{T}$ はガウス関数

の中心点であり，データ点 $\{x_{i}\}_{i=1}^{b}$ からランダムに $b$ 個選択することにする．この基底

関数を用いて，

$\hat{r}^{\langle j)}(x)=\sum_{i=1}^{b}\hat{\theta_{ij}}\psi_{i}(x)=\frac{1}{\sigma^{2}}[\sum_{i=1}^{b}\hat{\theta_{ij}}c_{i}^{(j)}\phi_{i}(x)-x^{(j)}\sum_{i=1}^{b}\hat{\theta_{ij}}\phi_{i}(x)]$

$= \frac{\sum_{i=1}^{b}\hat{\theta_{ij}}\phi_{i}(x)}{\sigma^{2}}[\frac{\sum_{i--1}^{b}\hat{\theta_{ij}}c_{i}^{(j\rangle}\phi_{i}(x)}{\sum_{i=1}^{b}\hat{\theta_{ij}}\phi_{i}(x)}-x^{(j)}]$ (7)

式 (7) より，右辺の括弧内がゼロのとき， $r^{(j\rangle}(x)=0$ となる．これにより，次のような

更新式を得る．

$x^{(j\rangle} arrow\frac{\sum_{i--1}^{b}\hat{\theta_{ij}}c_{i}^{\langle j)}\phi_{i}(x)}{\sum_{i=1}^{b}\hat{\theta_{ij}}\phi_{i}(x)}$ (8)

本稿では，この手法を最小二乗対数密度勾配クラスタリング (LSLDG clustering:

LSLDGC) と呼ぶ．平均シフトクラスタリングの更新式 (1) と比較すると，最大の違

いは，重み $\hat{\theta_{ij}}$ である．したがって，LSLDGC は重み付き平均シフトクラスタリングと

解釈できる．

2.4 数値実験

ここで，LSLDGCの性能を簡単な数値実験で示す．本数値実験において，入カデータ

は，次のような混合ガウス分霧より生成する．

$p(x)= \frac{1}{2}N(\mu_{1},I娠 ) +\frac{1}{2}\mathcal{N}(\mu_{2}, I_{d_{x}})$

$\mathcal{N}(\mu,C)$ は期待値 $\mu$ と共分散行列 $C$ をもつガウス分布， $\mu_{1}=(3,3,0,$
$\ldots,$

$0\rangle^{T},$
$\mu_{2}=$

$(-3, -3,0, \ldots,0)^{T}$ とした．LSLDG のパラメータ $\sigma$ と $\lambda_{j}$ は損失関数 $J$ を評価基準と

159



(a) データ更新前 (b) 1更新後 (c) 3更新後 (d) 9更新後

図 1LSLDGC によるモード探索過程におけるデータ点の分布．

($a$) $d_{\alpha}=4$ $(b\rangle d_{x}=8$ ($c$ ) $d_{\alpha}=12$

図 2LSLDGC と平均シフトクラスタリング (MS) の比較．箱ひげ図は，100試行

の数値実験結果である．ただし，$n=500.$

して，交差検定によって決定した．また，カーネル関数を $k(t)=\exp(-t)$ とし，平均シ

フトクラスタリングを同じデータに適用し，LSLDGCに対する比較を行った．平均シフ

トクラスタリングにおけるバンド幅パラメータ $h$ もまた交差検定により決定した．クラ

スタリング性能を評価するために，調整ランド指数 (adjusted Rand index: ARI) [18]

を用いた．ARI は 1以下の値をとり，大きな ARI 値は良いクラスタリング結果を意味

する．

更新式 (8) によるデータ点の更新過程を図 1に示す．最初の数更新で，急速にデータ点

が近傍のモードに向かい，その後，各モード点にデータ点が収束していく様子が分かる．

このデータ点が更新されていく様子は，平均シフトクラスタリングと定性的に同じであ

る．しかしながら，入カデータの次元が高くなると，平均シフトクラスタリングの ARI
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値は急速に減少していくことが分かる (図 2). これに対して，LSLDGCはデータの次元

が上がっても，高い ARI 値を維持し続ける．これらの結果は，LSLDGCが，より高次

元のデータに対して，高精度なクラスタリングを実現することを意昧してぃる．

3 条件付き対数密度勾配推定と十分次元削減への応用

本簾では，最初に，十分次元渕減における条件付き確率密度関数の勾配に基づいたアプ

ローチについて解説し，次に，[12] で提案された条件付き確率密度関数の対数密度勾配推

定法とその十分次元削滅への応用例について紹介する．

3.1 十分次元削減と条件付き確率密度関数の勾配に基づいたアプローチ

十分次元溺減 (sufficient dimension reduction) [11, 19, 20] とは，教師付き次元削減の

枠組みであり，出力と入力に関するデータの組を $(y, x)$ で表すと，次のような関係を満た

す変換行列 $B\in \mathbb{R}^{d,\cross d_{l}}$ を推定することを爵的とする．

$p(y|x)=p(y|B^{T}x)$ (9)

p(穿$|$x) は入カデータ $x$ が与えられたときの出力データ $y$ の条件付き確率であり，

$1\leq d_{z}<d_{x}$ , BTB $=\mathfrak{h}$、とする．条件式 (9) は，次元翻減後の入カデータ $B^{\gamma_{X}}$ は，出

カデータ $y$ について，次元劇減前の入カデータ $x$ と同じ情報をもつことを意味する．し

たがって，なるべく条件式 (9) を満たすような変換行列 $B$ を推定することで，出カデー

タ $y$ の情報を失うことなく，入カデータ $x$ の次元を醜減できることが期待できる．

これまでいくつかの十分次元削減法が提案されている．初期の手法は，スライス逆回帰

(sliced inverse regression) と呼ばれる手法である [11]. しかしながら，スライス逆回帰

は， $x$ の周辺密度関数 $p(x)$ が楕円型であることを仮定しているため，確率密度閣数に関

して，強い灘約をもつ．これに対して，近年，確率密度関数に関して，制約の少ない手法

が提案されている．例えば，カーネル次元醗減 (kernel dimension reduction) [21] や最

小 2乗次元削減 (least-squares dimensionality reduction) [22] などがある．しかし，こ

れら手法は， $B$ を推定する上で，非凸最適化問題を解く必要があり，一般的には局所最適

解しか得られない．

この局所最適解を避けるアプローチとして，条件付き確率密度関数の勾配に基づいたア

プローチがある [23]. 条件式 (9) の両辺の $x$ に関する勾配 $\nabla_{x}$ を計算することで，

$\nabla_{x}p(y|x)=B\nabla_{B^{T}x}p(y|B^{\uparrow}x)$ (10)
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が得られる．式 (10) より，条件付き確率密度関数の勾配 $\nabla_{x}p(y|x)$ は， $B$ の列空間に存

在することが分かる．したがって，主成分分析と同様に， $B$ の列ベクトルは，

$E\{(\nabla_{x}p(y|x))(\nabla_{x}p(y|x))^{T}\}$

の上位 d、個の固有値に対応した固有ベクトルとして得られる．このアプローチは，固有

値分解に基づくため，大域最適解が保障される．ただし，このアプローチにおける困難な

点は， $\nabla_{x}p(y|x)$ の推定である．

先行研究 [23] では， $\nabla_{x}p(y|x)$ を局所線形平滑化 (local linear smoother) [24] と呼ば

れる手法で推定している．しかしながら，局所線形平滑化は，1次のテイラー近似に基づ

いており，データ点が疎になる高次元データに対して，推定精度が落ちることが考えられ

る．また，パラメータ調整が困難なことや，データ点数が大きくなると計算効率が悪いと

いった問題点もある．そこで，[12] では，条件付き確率密度関数の対数勾配について，テ

イラー近似を使用することなく，モデル選択方法も含む推定手法を提案し，新たな十分次

元削減法を構築している．以下では，その手法について解説する．

3.2 最小 2乗条件付き対数密度勾配と十分次元削減への応用

最初に，条件付き確率密度関数の対数勾配 (以下，条件付き対数密度勾配と呼ぶ) 推定

の問題設定について述べる．同時確率密度関数 $p(y, x)$ より生成された $n$ 個の出入カデー

タ点の組 $\{(y_{i}, x_{i})\}_{i=1}^{n}$ が与えられているとしよう．ここでの目的は， $\{(y_{i},x_{i})\}_{i=1}^{n}$ から

$\partial_{j}\log p(y|x)=\frac{\partial_{j}p(y|x)}{p(y|x)}=\frac{\partial_{j}p(y,x)p(x)-p(y,x)\partial_{j}p(x)}{p(y,x)p(x)}=\frac{\partial_{j}p(y,x)}{p(y,x)}-\frac{\partial_{j}p(x)}{p(x)}$

を推定することである．

LSLDG と同様に，基本的なアプローチは，勾配モデル $g(y, x)$ $=$

$(g^{(1)}(y, x), \ldots,g^{(d_{x}\rangle}(y,x))^{T}$ を 2乗損失関数の下で，真の条件付き対数密度勾配に直
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接適合することである．

$J(g^{\langle j)})= \int/\{g^{(j)}(y, x)-\partial_{j}\log p(y|x)\}^{2}p(y,x)$dydx

$=I \int\{g^{(j)}(y, x\rangle\}^{2}p(y,x)$dydx - $2 \prime\int g^{(j\rangle}(y, x)\partial_{j}p(y,x\rangle$dydx

$+2 \int/g^{(j)}(y,x)\{\frac{\partial_{j}p(x)}{p(x)}\}p(y, x)$dydx $+ \int/\{\partial_{j}\log p(y|x)\}^{2}p(y, x)$dydx

$= \int\int\{g^{(j)}(y, x)\}^{2}p(y,x)$dydx $+2 \iint\partial_{j}g^{(j\rangle}(y, x)p(y, x)$dydx

$+2 \iint g^{(j)}(y,x)\{\frac{\partial_{j}p(x)}{p(x)}\}p(y, x)$dydx $+ \int/\{\partial_{j}\log p(y|x)\}^{2}p(y, x)$dydx

(11)

最後の等式は，LSLDG と同様に，右辺第 2項に対して部分積分を実行した．式 (11) の

右辺における第 4項は省略可能，第 1項と第 2項はデータ点から容易に推定可能である

が，第 3項を推定することが容易ではない．なぜならば，被積分関数に，真の確率密度関

数の対数微分 $\partial_{j}\log p(x)=\frac{\partial_{j}p(ae)}{p\langle x)}$ が含まれているからである．この問題に対処するため

に，ここでは，真の確率密度関数の対数微分 $\partial_{j}\log p(x)$ を第 2節で紹介した LSLDGに

よる推定結果嶽の $(x)$ で置き換える．これにより，式 (11) の第 3項は

$1/g^{(j\rangle}(y,x) \{\frac{\partial_{j}p(x)}{p(x)}\}p(y,x)$dydx $\approx\int/g^{(j)}(y,x)\hat{r}^{(j)}(x)p(y,x)$dydx

と近似されるため，結果として，右辺はデータ点より容易に推定可能である．以上より，

LSLDGを用いた近似経験損失関数は，

$\hat{J}(g^{\langle j\rangle})=\frac{1}{n}\sum_{i=1}^{n}\{g^{(j)}(y_{\iota’}, x_{i}\rangle\}^{2}+2\{\partial_{j9^{(j)}}(y_{i}, x_{i})+g^{(j)}(y_{i}, x_{i})^{\wedge j\rangle}r(x_{i})\}$ (12)

となる．

次に，LSLDGと岡様に，次のような線形モデルを用いる．

$g^{(j\rangle}(y, x)= \sum_{i=1}^{b}\theta_{ij}\underline{\exp(-\frac{\Vert x-x_{i}\Vert^{2}}{2(\sigma_{x}^{(i)})^{2}}-\frac{(y-y_{i})^{2}}{2\sigma_{y}^{2}})}=\theta_{j}^{T}\varphi_{j}(y, x)$

$\varphi_{ij}(y,\alpha\}\rangle$

$\sigma_{x}^{\langle j\rangle}$ と
$\sigma_{y}$ はバンド幅パラメータである．線形モデルと $P_{2}$ 正則化項を近似経験損失闘

数 (12) に挿入することで，経験近似損失関数は 2次形式となり，解析的に解を計算で
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入力 :出入カデータ $\{(y_{i}, x_{i})\}_{i=1}^{n}.$

ステップ 1 LSLCGを用いて，条件付き対数密度勾配 $\nabla_{x}$ logp$(y|x)$ を推定．

ステップ 2推定された勾配 $\hat{g}(y, x)$ から， $\hat{\Lambda}=\frac{1}{n}\sum_{i=1}^{n}\hat{g}(y_{i},x_{i})\hat{g}(y_{i},x_{i})^{T}$ を計算．

ステップ 3 $\hat{\Lambda}$

に対して固有値分解を実行．上位砺個の固有値に対応する固有ベクトル

を $e_{1},$ $e_{2}$ , $\cdots$ , e& とする．

出力 $:\hat{B}=(e_{1}, e_{2}, \ldots, e_{d_{l}})$ .
図 3LSGDR アルゴリズム．

きる．

$\hat{\theta}_{j}=$

下 Xg $\min_{\theta_{j}}[\theta_{j}^{T}G_{j}\theta_{j}+2\theta_{j}^{T}h_{j}+\lambda_{j}\theta_{j}^{T}\theta_{j}]=-(G_{j}+\lambda_{j}I)^{-1}h_{j}$

上の式において，

$G_{j}=\frac{1}{n}\sum_{i=1}^{n}\varphi_{j}(y_{i}, x_{i})\varphi_{j}(y_{i}, x_{i})^{T},$ $h_{j}= \frac{1}{n}\sum_{i=1}^{n}\partial_{j}\varphi_{j}(y_{i},x_{i})+\hat{r}^{\langle j)}(x_{i})\varphi_{j}(y_{i}, x_{i})$

最終的に，条件付き対数密度勾配の推定結果は，

$\hat{g}(y,x)=(\theta_{1}\urcorner\varphi_{1}(y, x), \theta_{2}\urcorner\varphi_{2}(y, x), \ldots, \theta_{d_{x}}\urcorner\varphi_{d_{x}}(y, x))^{T}$

で与えられる．この手法を最小 2乗条件付き対数密度勾配 (least-squares logarithmic

conditional density gradients: LSLCG) と呼ぶ．

LSLCG を応用した十分次元削減法のアルゴリズムを図 3に示す．この十分次元削減

法を最小 2乗勾配次元削減 (least-squares gradients for dimension reduction: LSGDR)

と呼ぶ．

3.3 数値実験

ここで，LSGDRの推定性能に関する数値実験を行う．比較対象として，カーネル次元

削減 (KDR) [21] $*1$ と最小 2乗次元劇減 (LSDR) [22] $*2$ に加え，dOPG [$23]^{*3}$ と呼

$*1$

http: $//ww.i$ sm. ac. $jp/\sim$fukumizu software. html
$*2$ http: $//ww$ .ms. $k.u$-tokyo. ac. jp/software.html$LSDR
$*3$

http: $//www$ . stat.nus. edu. $sg/\sim staxyc/$dOPG. $m$
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ばれる条件付き確率密度関数の勾配に基づく手法を用いた．本数値実験において，出カ
データ $y$ は，モデル

$y= \sum_{i=1}^{d_{z}}|x^{(i)}|+0.3\epsilon$

によって生成した．ただし， $x^{(i)}$ と $\epsilon$ は標準正規分窃に従う確率変数である．このとき，

娠行 $d_{z}$ 列の零行列を $O_{d_{x}xd_{2}}$ と表すと，最適な変換行魂 $B$ は，

$B=(\begin{array}{l}I_{d_{z}}o_{(d_{x}-d_{l})\cross d_{z}}\end{array})$

となる．LSLCGにおけるパラメータ $\sigma_{x}^{(j)}$ と $\lambda_{j}$ は交差検定にょり決定， $\sigma_{y}$ は $|y_{i}-y_{j}|$

の $i,j$ に関する中央値とした．推定誤差は， $\Vert BB^{T}-\hat{B}\hat{B}^{T}\Vert_{F}$ にょって評価した．ただ

し， $\hat{B}$ は各手法の推定結果， $||\cdot||_{F}$ はフロベニウスノルムを表す．

部分空間の次元 $d_{z}=2$ , 4,6に対して，LSGDR と KDR の推定誤差が小さいことが分

かる (図 4). 一方，dOPG と LSDR の推定誤差は，部分空間の次元が上がるにつれて，

急激に大きくなることが分かる．LSDR は，部分空間の次元が上がるほど， $B$ の初期値

の選択が難しく，望ましくない局所最適解が得られている可能性がある．dOPG は，部
分空間の次元が高いとき，アルゴリズム内で用いている局所線形平滑化の精度が悪いこと

が，誤差の増大の原因であると考えられる．KDR の推定誤差は小さいものの，データ点
数 $n$ が大きくなるにつれて，計算時間が雰常に大きくなることが分かる (図 5). これは，

LSGDR や dOPG とは異なり，KDR が反復最適化を実行するためである．dOPG の局

所線形平滑化では， $n^{2}$ 欄のパラメータを推定する必要があり，データ点数が大きくなる

と計算時聞が LSGDRよりも大きくなる $(図 5(b,c))$ . 以上より，推定精度と計算時間の
両面において，LSGDRは良い性能を示す手法であることが分かる．

4 確率密度微分に関連した他のトピック

本節では，他の確率密度関数の微分推定法や応用結果につぃて紹介する．

4.1 確率密度関数の高階微分の直接推定法とその応用

LSLDG は確率密度関数の対数の 1階微分を直接推定する手法であったが，この直接推

定法は，確率密度関数の径意の階数の微分を薩接推定する手法へと一般化できる [5, 8].
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(a) $d_{Z}=2$ (b) $d$
。$=4$ (c) $d_{z}=6$

図 4 部分空間の次元亀に対する各手法の推定誤差．ただし， $(d_{x},n)=(10,500)$ である．

($a$) $n=200$ ($b$) $n=600$ ($c$) $n=1000$

図 5 データ点数 $n$ に対する各手法の計算時間．縦軸は，対数目盛で表示された CPU

時間である．ただし， $(d_{x}, d_{z})=(10,2)$ である．

例えば，確率密度関数の $k$ 階微分を

$p_{k,j}(x)= \frac{\partial^{k}}{\partial(x^{(1)})^{j_{1}}\partial(x^{(2)})^{j_{2}}\ldots\partial(x^{(d)})^{j_{d}}}p(x)$

と定義し，次の 2乗損失関数を $k$ 階微分モデル $g_{k,j}$ に関して最小化することで推定で

きる．

$J_{k,j}(g_{k,j})= \int\{g_{k,j}(x)-p_{k,j}(x)\}^{2}dx$ (13)

ただし， $i=(j_{1},j_{2}, \ldots,j_{d})^{T},$ $j_{i}\in\{0, 1, \cdots, d\},$ $j_{1}+j_{2}+j_{d}=k$ である．式 (13) は，

真の確率密度関数の $k$ 階を含んでいるため，一見，取り扱いが困難なように見えるが，
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LSLDG における部分積分の操作を $k$ 回繰り返すことで，次のような経験損失関数を導

出できる．

$\hat{J_{k,j}}(g_{k,j}\rangle=\prime g_{k,j}(x\rangle^{2}dx-\frac{2(-1)^{k}}{n}\sum_{i=1}^{n}\frac{\partial^{k}}{\partial(x^{(1)})^{j_{1}}\partial(x^{(2)}\rangle^{j_{2}}\ldots\partial(x^{(d)})^{j_{d}}}g_{k,j}(x_{i})(14)$

LSLDG と LSLCG と同様に， $g_{k,j}(x)$ に線形モデルを導入することで，解析的に微分を

推定できる．この手法は，積分 2乗誤差密度微分推定法 (integrated squared error for

density derivatives: ISED) と呼ばれている．

次に，確率密度関数の 2階微分が必要な問題として，カルバック ライブラー情報量推

定法のパイアス劇減を紹介する．確率密度閣数 $p_{1}(x)$ と確率密度関数 $p_{2}(x)$ のカルバッ

ク ライブラー情報量は，

$KL(p_{1}\Vert p_{2})=\int p_{1}(x)\log\frac{p_{1}(x)}{p_{2}(x)}dx$

で定義される．実用的なカルバック ライブラー情報量推定法の 1つとして，最近傍

法を活周した推定法がある [25]. $p_{1}(x)$ と $p_{2}(x)$ から生成されたデータ点をそれぞれ

$\mathcal{X}_{1}=\{x_{i}\}_{i=1}^{n_{1}}$ , あ $=\{x_{i}\}_{i=n_{1}+1}^{n_{1}+n_{2}}$ とすると，

$\hat{KL}(p_{1}\Vert p_{2})=\frac{1}{n_{1}}\sum_{i=1}^{n_{1}}\log\frac{(n_{1}-1)dist_{1}(x_{i})^{d_{x}}}{n_{2}dist_{2}(x_{i})^{d_{x}}}$

によって， $KL(p_{1}\Vert p_{2})$ が推定される．上式における $dist_{1}(x)$ と $dist_{2}(x)$ は $x$ からそれ

それ $\mathcal{X}_{1}$ と $\mathcal{X}_{2}$ 内の最透傍データ点への距離を示す．しかしながら， $\hat{KL}(p_{1}\Vert p_{2})$ は，次

のような量に比例したバイアスをもつが知られてぃる [4].

$\frac{tr(\nabla\nabla p_{1})}{((n_{1}-\lambda)p_{1})^{2/d_{x}}p_{1}}-\frac{tr(\nabla\nabla p_{2})}{(n_{2}p_{2})^{2/d_{x}}p_{2}}$

tr は澱角和， $\nabla\nabla p_{1}$ は， $p_{1}$ のヘッセ行列を表す．このバイアスを翔減するために，[5, 8]

では，再スケールしたバイアス行列

$\tilde{B}=\frac{1}{(n_{1}-1)^{2/d}}(\frac{p_{2}}{p_{1}})^{2/d_{x}+1}\nabla\nabla p_{1}-\frac{1}{n_{2}^{2/d_{x}}}\nabla\nabla p_{2}$

を推定し，計量学習によって，$\hat{KL}(p_{1}\Vert p_{2})$ の推定バイアスを削減する方法が提案されてぃ

る． $\tilde{B}$ を推定する際には，ヘシアン行列 $\nabla\nabla p_{1},$ $\nabla\nabla p_{2}$ は ISED によって，密度比 $p_{2}/p_{1}$

は [26] で提案された密度比推定法を用いている．パイアス削減を施したカルバック ラ

イブラー情報量推定法は，既存の手法を上回る推定性能をもつことが示されてぃる [5, 8].
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4.2 LSLDGの拡張について

LSLDG の拡張として，マルチタスク学習を適用した拡張がある [27]. マルチタスク学

習の目的は，複数のタスクが与えられたとき，タスク間の類似性を活用することで学習精

度を向上させることである [28]. LSLDG への応用では，各次元 $i$ に対する $\partial_{j}\log p(x)$

の推定を 1つのタスクとみなすと， $\partial_{j}\log p(x)$ は共通の logp$(x)$ より計算されるため，

タスク間に類似性が存在する．次の関係

$\partial_{j}\log p(x)\approx\hat{r}^{\langle j)}(x)=\sum_{i=1}^{b}\hat{\theta_{ij}}\partial_{j}\phi_{i}(x)=\partial_{j}\sum_{i=1}^{b}\hat{\theta_{ij}}\phi_{i}(x)=\partial_{j}\hat{\theta_{j}}^{T}\phi(x)$

より， $\hat{\theta}_{j}^{T}\phi(x)$ が $\log p(x)$ の近似とみなせるため， $\hat{\theta}_{1}\approx\hat{\theta}_{2}\approx\cdots\approx\hat{\theta}_{d}$ となるように，

$\theta_{j}$ を推定することで，タスク間の類似性を活用できる．具体的には，正則化マルチタス

ク学習 [29, 30] を適用するために，次のような正則化項をさらに加える．

$d_{x} d_{x}$

$\gamma\sum_{j=1j}\sum_{=1}\Vert\theta_{j}-\theta_{j’}\Vert^{2}$
(15)

$\gamma$ は正則化パラメータである．正則化項 (15) より， $\gammaarrow\infty$ のとき， $\theta_{1}=\theta_{2}=\cdots=\theta_{d}$

となることが分かる．そして，正則化マルチタスク学習によって拡張された LSLDGは，

数値実験より，データ点数 $n$ が小さいときに有効であることが示された．

他の LSLDG の拡張では，データがリーマン多様体に属している場合を考える [31]. 例

えば，画像工学の分野で，動画内の物体の運動を取り扱う際に，物体の特徴点がある多様

体に属することがしばしば仮定される [32]. LSLDGでは，ユークリッド距離を用いてい

るため，データが非ユークリッド空間内に存在する場合は，必ずしも優れた性能が得られ

るとは限らない．リーマン多様体上のデータ点を扱うために，[31] では，測地距離を用い

て，LSLDGを拡張し，さらに，モード探索クラスリングヘ応用している．グラスマン多

様体に属するデータを用いた数値実験によって，そのクラスタリング法が，LSLDGCを

大きく上回る性能を示すことが確認されている．

4.3 非ガウス成分分析への応用

非ガウス成分分析 (non-Gaussian component analysis: NGCA) [9] は，教師無し線

形次元削減の枠組みであり，射影後の入カデータが非ガウス分布に従うような部分空間を

見つけることを目的としている．非ガウス成分分析では，最初に，非ガウス分布に従う
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入力 :入カデータ $\{x_{i}\}_{i=1}^{n}.$

ステップ 1 $x_{i}$ を中心化した後で，白色化．

ステップ 2 LSLDGを用いて，白色化後のデータ $\{y_{i}(=\Sigma^{-1/2_{X_{i})\}_{i=1}^{n}}}^{\wedge}$ から，

$\nabla_{y}\log p(y)$ を推定．

ステップ 3推定された勾配 $\hat{r}(y_{i})$ から， $\hat{\Gamma}=\frac{1}{n}\sum_{i=1}^{n}\{\hat{r}(y_{i})+y_{i}\}\{\hat{r}(y_{i})+y_{i}\}^{T}$ を

計算．

ステップ 4 $\hat{\Gamma}$ に対して固有値分解を実行．上位 $d$, 個の固有値に対応する固有ベクトル
より部分空間 $\hat{\mathcal{I}}$ を構築．

出力 $:\hat{\mathcal{L}}=\Sigma^{-1/2}^{\wedge}\hat{\mathcal{I}}.$

図 6LSNGCA のアルゴリズム．

確率変数 8$(のを含むベクトル s=(s^{(1)}, s^{(2)}, \ldots, s^{(\ )})^{T}$ と $d_{x}$ 行 $d_{s}$ 動の行列 $A$ を用い

て，入カデータ $x$ がモデル

$x=As+n$

によって生成されると仮定する． $n$ は平均 $0$ , 共分散行列 $C$ のガウスノイズである． こ

の仮定の下で，確率密度関数 $p(x)$ が次のようなセミパラメトリックモデルで表現される

ことが読明されている [9].

$p(x)=f_{x}(W^{T}x)\mathcal{N}(0,C)$ (16)

式 (16)における $W$ は $d_{x}$ 行 $d_{8}$ 列の行列， $f_{x}$ は葬負の閣数である．式 (16) では，

$W,$ $f_{x},$ $C$ を一意に決定できないが，次のような部分空間は同定可能である [33].

$\mathcal{L}=Ker(W^{T})^{\perp}=Range(W)$ (17)

ここで， $Ker$ と Range は零空聞と値域を表し，�は直交補空聞を表す．上式における

$\mathcal{L}$ は非ガウス部分空間と呼ばれる部分空間である．非ガウス成分分析における問題は，

$\{x_{i}\}_{i=1}^{n}$ から $\mathcal{L}$ を推定することである．

非ガウス成分分析においても LSLDGを活需した計算効率の良いアルゴリズムを導出

することができる [10]. 入カデータを白色化することで，セミパラメトリックモデル $(16\rangle$

は次のような簡略化した形式となる [34].

$p(y)=f_{y}$ $(W$
’丁

$y)N(O, I_{d_{x}})$ (18)

169



$y=\Sigma^{-1/2_{X}}$ は白色化後のデータ，$\Sigma=E\{xx^{T}\},$ $f_{y}$ は非負の関数， $W’$ は

$W^{\prime T}W’=I_{d_{8}}$ を満たす峨行偽列の行列である．元のセミパラメトリックモデ

ル (16) との最大の違いは， $\mathcal{N}$ 内の共分散行列が単位行列 I娠へと変換されたことで

ある．簡略化されたセミパラメトリックモデル (18) の下で，推定したい部分空間は，

$\mathcal{L}=Range(W)=\Sigma^{-1/2}Range(W’)$ となる． $\Sigma$ は， $\hat{\Sigma}=\frac{1}{n}\sum_{i=1}^{n}x_{i}x_{i}^{T}$ によって推定

可能なので，Range$(W’)$ を何らかの方法で推定する必要がある．

Range$(W’)$ を推定するために，簡略化されたセミパラメトリックモデル (18) から次

の関係が得られる．

$\nabla_{y}[\log p(y)-\log \mathcal{N}(0, I_{d_{x}})]=W’\nabla_{W^{\prime T}}$
彩

$\log f_{y}(W^{\prime T}y)$ (19)

式 (19) は，左辺 $\nabla_{y}[\log p(y)-\log \mathcal{N}(O,I_{d_{x}})]=\nabla_{y}\log p(y)+y$ が，Range$(W’)$ に存

在することを意味する．したがって， $\eta=\nabla_{y}$ logp$(y)+y$ とすると，主成分分析と同様

に，Range$(W’)$ は， $E\{\eta\eta^{T}\}$ の上位 $d_{8}$ 個の固有値に対応した固有ベクトルが張る部分

空間として推定することができる．

この考えに基づいた手法である最小 2乗非ガウス成分分析 (least-squares NGCA:
LSNGCA) [10] のアルゴリズムが，図 6に示されている．LSNGCAは，数値実験に

よって，既存の NGCAの手法と比較して，推定精度と計算効率性が良いことも示されて

いる [10]. しかしながら，推定された共分散行列 $\hat{\Sigma}$ の条件数が大きいとき，LSNGCAに

おける白色化ステップは大きな問題となる．この問題に対して，[35] では，元のセミパラ

メトリックモデル (16) から出発し，LSNGCAを白色化ステップを含まない手法へ発展

させ，更に非ガウス部分空間の推定精度を向上させている．

5 まとめ

本稿では，確率密度関数の微分を直接推定するいくかの手法について解説紹介した．

これら手法は，多くの機械学習問題に適用可能であるため，今後のさらなる発展が期待

できる．提案手法の理論的な解析は興味深い研究課題であり，今後の重要課題の 1つで

ある．
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