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アブストラクト
マルコフ決定過程 $(MDP)$ に関する最適化問題の解法として, ニューロ. ダイナミック・プログラミ
ングを紹介し, $TD$ (Temporal $D$温 erenoe) 法の収束性の結果と数値例として 3状態の MDP 問題を数
値実験した結果および Howard の自動車取替え問題への適用の考察を報告する.

1 はじめに

マルコフ決定過程という命名は, 1957年の RBeu-
man の論文が発端と思われるが, 同時に出たプリン
ストン大学出版の「動的計画法 (ダイナミック・プ
ログラミング)」のほうが有名になってしまっている.
したがって, 1960年 R. A. Howard の「動的計画法
とマルコフ過程」 (ワイリー社) によるものがマルコ
フ決定過程の名前を喚起している. さらに何といって
も統計学の大御所である DBladcwell が, 1962年の

Ann. Math. Stat. に「離散的動的計画法」 を発表し
たことが, 多くの研究者にかなりの驚きを与え, この
方面の発展に極めて大きな役割をもたらした. その後,
G. DeLeve, C. Deman, A. F. Veinott, D. J. White,
R. E. Strautなどの研究が知られている. 日本でも多
くの研究者が取り組み, M. Ogawara, T. Sakamoto,
T. Odanaka, N. Furukawa, M. Kurano, M. Mine,
K. Ohno, S. Osaki, S. Iwamoto 等々により, 今日の
盛隆がもたらされた.

統計科学, 数理工学, 生産工学, 経営科学,社会科学
など制御砧率システムに関する問題は, マルコフ決定
過程としてモデル化されている.モデルの応用にはコ
ンピュータの進歩とも結ばれている. 実際上, 多くの
重要な問題へのダイナミックプログラミングの適
用可能性は, 対象とするな状態空間の巨大なサイズに
よって制限される. いわゆる R. BeUman 「次元の
呪い ($Cur8e$ of $dimen8iondity$) $J$ あるいは「モデリン
グの呪い (Curse of $modeling$) $J$ とよばれる. 理論的

には有限集合の状態空間と決定空間から, 一般のボー
ランド空間に拡張しても, 現実の問題解法には直接関
わることができない. 当初から, マルコフ決定問題ま

たは動的計画法についての応用に際しては, 計算困難
が伴うことから理諭研究が先行していた. またポント
リヤーギンの最適制御問題も微分幾何学の変分法と
してよく知られている.

一方, 学習アルゴリズムについては, 多くの手法が
脳科学の進歩にも影響を受け, ロポットの知能研究な
どで近年進展されている. この不確実な現象の制御分
野に関して, 動的計画法のブレイクスル $k$ も Puter-
manが言う, 「$Dynamic$ Programming and Optimal
Control(動的計画法と最適制御)」 (D. Bertaehs and
J.N.Tsutsukh8 アテネ出版) が 1995年に出版された.
いわゆる $Neur\triangleright Dynamic$ Progamming である. こ

のニューロダイナミックプログラミングの主題は
不確実性の下でおこなう逐次決定過程あるいは確率
制御問題である. つまり, その過程の進展が決定 (戦
略) または制御によって影響を受け, コントロールさ
れた動的システムをもっているものである. 各々の
時間で下された決定は一般にシステムの状態に依存
し, 目的は, ある定められた実行基準を最適化する意
思決定頬\sim |J (フィードバック政策) を選択することで
ある. このような問題はダイナミックプログラミン
グの古典的方法の原理そのものである.
ニューロダイナミックプログラミングは人工

知能分野の中で使用される用語で 「強化学習 (Rein-
foroement $Lewning$) $\rfloor$ とよばれる. 有限状態数のマ
ルコフ決定過程としてモデル化される環境下におい
てエージェントは現在の状態を観測し, それに応じた
意思決定を行いその結果として状態推移が起こり環
境から報酬を得る機械学習の一種である. 強化学習
は, この一連のシステム変化に対する利得の最大化を
もたらす行動を学習することである. 強化学習は, 教
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師付き学習とは異なり未知の問題に対して,エージェ
ントが探索 (exploration) と知識利用 (exploitation)
の間のトレードオフをうまく実行していきながら最
良の行動と報酬をもたらすことを目標としている. ま
た, 強化学習の手法として動的計画法が取り入れられ
ている.

ダイナミックプログラミングの適用可能性につ
いては, そのようなボトルネックを克服するために
ニューラルネットアーキテクチャー (neural arti-
tecture) および近似アーキテクチャー (aPproximate
architecture) を使用することが特徴である. いわゆ
る複雑性に対して「近似」を提案する. 方法論として
は, システムがシミュレーションによってそれらの振
る舞いを学習し, それらのパフォーマンス効率を反復
される強化によって改善していこうと試みる.

「価値関数 (value function) の近似」 のアプロー
チでは, シミ $=$ レーションが状態空間の異なる状態の
相対的な望ましさ (relative desirabffity) の量を計る
「価値関数」のパラメータを調整するために用いられ
る. 数学的な用語でいえば, 目的は Bellman の方程式
への近似解を計算することである. そして, それは近
似最適政策 ($sul\succ optimal$ policy) を構築するために使
用される. このアプローチは 1996年の本 [BerTsi%]
の中で研究され, それは他の分野に利用されていない
多くの結果を含んでいる. また別のアプローチ「政
策空間 (policy space) の最適化」は, 改良の方向に政
策パラメータのチューニングを含むものである. こ

の問題領域のほとんどは当然, 理論的なものであり数
種のアルゴリズムに対してその劣最適性や収束性を
明らかにすることを目的としているが, 特定領域に関
しては, 実際, この方法論によるさまざまな応用とし
て研究されているものが多く知られている.

ここでは, 前述の [BerTsi%] をもとに, $-$-ューロ

ダイナミックプログラミングを紹介する. また同氏
の HP には文献が多く掲載されていて有用である
(http://web.mit.\’eu/dimitrib/www/home.html).
強化学習について検索できる多数の HP も参考にな
6 $(http://www.oe.ualberta.ca/\sim sutton/book/th\triangleright$

book.html).

日本語版の強化学習について, よくある質問
と答えをまとめた HP も下記に掲げられている
(http:$//n\infty.sl64.xrea.\infty m/RLFAQ- j$.html).

2 確率最短経路問題

はじめに掲げている動的計画法の問題は最短経路
問題である. いわゆる動的計画問題としての一般的
な定式化を述べる. 離散的な dynamic system では
policy $\pi=\{\mu 0, \mu_{1}, \ldots\}$ , $\mu_{k}(i)\in U(i)$ ($finite$ set) が
固定されると, $i_{k}$ ま次式の確率をもつ Markov chain
になる.

$P(i_{k+1}=j|i_{k}=i)=p_{1i}(\mu_{k}(i))$ .

状態空間は $\{1, 2, \ldots, n\}$ とし, 特別に馳 rmin$d_{8}tate$

$0$ が与えられているとする. この特別状態には吸収壁
の意味をもたせ, 後ほどどんな定常政策をとっても,
必ず終端することを仮定することにする. $k$番目の推
移において $\infty st\alpha g(i, u,j)$ が課せられる. $0<\alpha\leq 1$

は割引率, 9は所与の利得関数とする. したがって,
有限計画期間問題は有限なある数 $N$ と初期状態 $i$ か

ら始まる政策 $\pi$ の期待利得として

$J_{N}^{n}(i)$

$:=E[ \alpha^{N}G(i_{N})+\sum_{k=0}^{N-1}\alpha^{k}g(i_{k},\mu_{k}(i_{k}),i_{k+1})|i_{0}=i]$ ,

(2.1)

が定義される. ここで $\alpha^{N}G(i_{N})$ は state $i_{N}$ におけ

る費用で最適な N-stage $c\infty t-t\triangleright go$ は次式で定義さ
れる.

$J_{N}^{l}(i)= \min_{\pi}J_{N}^{\pi}(i)$ .
また無限計画期間問題の場合は

$J^{\pi}(i)= \lim_{Narrow\infty}E[\sum_{k=0}^{N-1}\alpha^{k}g(i_{k},\mu_{k}(i_{k}),i_{k+1})|i_{0}=i]$ .

$J^{*}(i)=m\dot{\bm{o}}J^{\pi}(i)\pi$

となる.

Deflnition 2.1. 定常政策 $\pi$ が $prq_{l}er$ であるとは,
初期状態に関わらず多くとも $n$推移で temind rtate
に至る確率が正であること, つまり

$\rho_{\mu}=:\max_{=1,\ldots,n}P(i_{\hslash}\neq 0|i_{0}=i,\mu)<1$. (2.2)

定常政策が pmperでない場合を imprqler という.

Agsumption 2.1. (1) 少なくとも一つの $p wer$

policyが存在する.

さらに強化学習の入門として $[SutBar98]$ や 8urvvey
として [KaeLit%, $BuSutWat90$] の文献を紹介する.

(1i) すべての impmper palicy $\mu$ に対して, $J^{\mu}(i)$ は

少なくとも一つの状態 $i$ で収束しない.
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いま作用素 $T$ を導入して, $TJ(i),$ $T_{\mu}J(i),$ $i=$

$1,$
$\ldots,$

$n$ はそれぞれ次式で定義する.

$(TJ)(i):= \min_{u\in U(:)}\sum_{j=0}^{n}p_{\dot{*}}j(u)(g(i, u,j)+\alpha J(j))$ ,

(2.3)

$(T_{\mu}J)(i):= \sum_{f-0}^{n}p_{1j}(\mu(i))(g(i, \mu(i),j)+\alpha JC))$ .
(2.4)

行列 $P_{\mu}$ の成分を $P|j(\mu(i))$ とおいて

$T_{\mu}J=g_{\mu}+\alpha P_{\mu}J$,

が成り立つ. 定常政策 $\mu$ の期待利得 $J^{\mu}$ と最適利得
$J^{*}$ は, $\alpha\in[0,1$ ) のとき, あるいは $\alpha=1$ かつ A8-
sumption 2.1のもとで, それぞれ $T_{\mu},$ $T$ の唯一の不
動点になることが知られている. また $T_{\mu}\cdot J^{*}=TJ^{*}$

をみたす $\mu^{*}$ は最適政策である. この $(J^{*}, \mu^{*})$ を求め

るアルゴリズムとして,政策改良法 (policy iteration)
が知られているが, ここでは Neuro-DP の中心的手
法 TD法 (Temporal-Diffference method) の考え方を
用いた \mbox{\boldmath $\lambda$}一政策改良法を述べる. 以下 $\Pi_{S}$ を定常政

策の全体を表すものとする.

$\lambda$- 政策改良法 $(0\leq\lambda<1)$ :

1. 初期値 $(J_{0},\mu 0),$ $J_{0}\in R^{n},\mu 0\in\Pi_{S}$ .
2. $k(\geq 0)$ ステップ値 $(J_{k},\mu_{k})$ が与えられたとせよ.

(a) T\mbox{\boldmath $\mu$}*+l=TJ』を満たす $\mu k+1\in\Pi_{S}$ を選べ.

(b) $J_{k+1}:=J_{k}+\Delta_{k}$ ただし
$\Delta_{k}=(\Delta_{k}(1), \Delta_{k}(2),$ $\cdots\Delta_{k}(n))\in \mathbb{R}$,
$\Delta_{k}(i)=$

$\sum_{m=0}E_{\mu u+1}[(\alpha\lambda)^{m}d_{k}(i_{m}, i_{m+1})\infty|i_{0}=i]$ ,

$d_{k}(i,j)$

$=g(i, \mu_{k+1}(i),j)+\alpha J_{k}(j)-J_{k}(i)$

(Temporal Defference)

3. $k:=k+1$ として Step 2へ.

この式において, もし $\lambda=1$ とすれば, 通常の政策
改良法に帰着される. さらにつぎの結果が得られて
いる.

$Th\infty rem2.1$ (convergence, p.45). 任意の $\lambda\in$

$(0,1)$ に対して, つぎが成り立つ.

(a) $0<\alpha<1$ のとき,

$(J_{k},\mu_{k})arrow(J^{l},\mu^{*})(karrow\infty)$ (2.5)

ある $\overline{k}$ が存在して,k $\geq\overline{k}$ では

$\Vert J_{k+1}-J^{*}\Vert_{\infty}\leq\frac{\alpha(1-\lambda)}{1-\alpha\lambda}\Vert J_{k}-J^{*}\Vert_{\infty}(2.6)$

(b) $\alpha=1$ のとき, Assumption 2.1のもとで (2.5)
が成り立っ.

3 収束性

作用素 $H:\mathbb{R}^{n}arrow R^{n}$ の不動点を求めるための確率
近似 (逐次) 法 (Stochastic aPprnimation, stochastic
iterative method) を取り上げよう. つぎの 2つの定
理は TD 法による学習アルゴリズムの収束定理を証
明する基礎的な道具を与える. この節では Bertsehs
$\ Tsitsikli_{8}([BerTsi96])$ の結果を一部紹介する.
利得を意味する $r_{t}=(r_{\ell}(1),r_{t}(2),$ $\cdots r_{t}(n))\in$

$R^{n}(t\geq 0)$ はつぎの uP山 te $\Re uation$ によって生

成される:

$r_{t+1}(i)$

$=(1-\gamma_{t}(i))r_{t}(i)+\gamma_{t}(i)(Hr_{t}(i)+w_{t}(i))$

$=r_{t}(i)+\gamma_{t}(i)(Hr_{t}(i)-r_{t}(i)+w_{t}(i))$

(3.1)
ただし $w_{t}=(w_{t}(1), w_{t}(2),$ $\cdots,$ $w_{t}(n))\in R^{n}$ は ran-
dom vector であり,\gamma t(i) はステッブサイズを表す.
っぎの 2つの定理が martingale の収束定理を応用
して証明されている.

$Th\infty rem3.1$ (Contractive case, p.166, 157). $0$ぎ
の $(a)\sim(c)$ を仮定する.

(a) $\gamma_{t}(i)\geq 0,$ $\sum_{t\approx 0}^{\infty}\gamma_{t}(i)=\infty,$ $\sum_{t=0}^{\infty}\gamma_{t}^{2}(i)<\infty$

(b) $E[W_{t}(i)|F_{t}]=0$ かっ, ある正の定数 $A,B$ が

存在して $E[W_{t}^{2}(i)|\mathcal{F}_{t}]\leq A+B\Vert r_{t}\Vert^{2}$ とな

る ただし $\mathcal{F}_{t}=(r\ell(i),\ell\leq t,$ $W_{\ell}(i),\ell\leq$

$t-1,$ $\gamma\ell(i),\ell\leq t-1,$ $i=1,2,$ $\cdots n$)

(c) $r^{*}\in \mathbb{R}^{n}$ と $\beta\in(0,1)$ が存在して $||Hr_{t}-r\Vert\leq$

$\beta\Vert r_{t}-r$可|, $\forall t$

これらの下では, (S.1) で定まる $\{r_{\ell}\}$ に関して, $r_{t}$

は $tarrow\infty$ で $r^{*}$ へ確率 1で収束する.

Theorem 3.2. (Monotone case, p.154)

(a) 定理 S. 1の (a), (b) が成り立っ.

(b) つぎの $(i)\sim(\ddot{u}i)$ が成り立つ.

(i) $H$ :monotone, つまり $r\leq\overline{r}$ ならば,
$Hr\leq H\overline{r}$.
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$(\ddot{u})Hr^{*}=r^{*}$ なる $r^{*}$ , つまり不動点は一意
に存在する.

(iii) $e=(1,1, \cdots 1)\in \mathbb{R}^{n}$ と任意の $\eta>0$ に

対して $Hr-\eta e\leq H(r-\eta e)\leq H(r+$

$\eta e)\leq r\eta e,$ $(r\in \mathbb{R}^{n})$ .

が述べられている. ただし $J$“ は optimal value hnc-
tion とする. このとき, いわゆる Bellman’s equation
が得られることとなる.

$J^{*}=\dot{m}nQ^{*}(i, u)u\in U(:)$ (3.5)

このとき $r_{t}$ が一様有界ならば確率 1で $r_{t}arrow$

$r’(tarrow\infty)$ が成り立っ.

定理 31, 定理 32のマルコフ決定過程 (第 2節の確
率最短経路問題では吸収壁 terminal state $0$ が必ず

しも存在しない場合) への適用例をみてみよう.

Optimigtic $TD(O)$ : MDP (7) sample path
$(i_{0}, i_{1}, \cdots\cdots)$ に対して, つぎの update equation
を考える.

$J_{\ell+1}(i_{t})=(1-\gamma_{t}(i_{\ell}))J_{t}(i_{t})$

$+\gamma_{t}(i_{\ell})(g(i_{t},\mu(i_{t}),$ $i_{t+1}$ ) $+\alpha J_{t}(i_{t+1}))$

(3.2)
ただし $\mu_{l}IiJ_{t}$ に対する greedy policy で, $T_{\mu_{l}}J_{t}=$

$T$みを満たすとし, さらに $i_{t+1}$ は晦が与えられたと
き,砺による state transition の実現値とする.
上記の (3.2) は次のように書き換えられる.

$J_{t+1}(i_{t})=(1-\gamma_{\ell}(i_{t}))J_{t}(i_{t})$

$+\gamma_{l}(i_{t})(TJ_{t}(i_{t})+W_{t}(i_{t}))$

(3.3)
ただし

$W_{t}(i_{t})=g(i_{t},\mu_{t}(i_{t}),$ $i_{t+1}$ ) $+\alpha J_{t}(i_{t+1})-TJ_{t}(i_{t})$ .

この (3.4),(3.5) の式からはつぎが成立する.

$Q^{*}(i, u)= \sum_{j\in S}p_{*j}(u)(g(i, u,j)+\alpha\min_{v\in U0)}Q^{*}(j,v))$

(3.6)
このようにして得られた方程式 (3.6) に対する

$stocha\epsilon tic$ iteration アルゴリズム $(Q-lea\dot{m}ng)$ はつ

ぎで与えられる.

$Q_{t+1}(i_{t},u_{t})=(1-\gamma_{1}(\dot{j}u))Q_{t}(i_{t}, u_{t})$

$+\gamma_{1}(i_{t}, u_{t})x$

$(g(i_{t}, u_{t},j_{t+1})+ \alpha\min_{v\in U(j_{l})}Q_{t}(j_{t+1}, v))$

(3.7)
本文 246 ページの (5.60) 式ではつぎのような表現形
式を用いる:

$Q(i, u):=(1-\gamma)Q(i,u)$

$+ \gamma(i, u)(g(i,u,j)+\alpha\min_{v\epsilon U(\dot{g})}Q(j,v))$

(3.8)
ただし (it, $u_{t}$) は simtat\’e transitionで, さらに $i_{t+1}$

は $(i, u_{t})$ が与えられたときの $p_{l_{l}}.(u_{t})$ による実現値

を表す.

次がこの Q-learning の収束定理を表し, いままで
の経験的な数値計算のみではなく厳密な証明を与え
理論的に裏づけを与えたものとされる.

定理 32の条件をチェックして, つぎを得る. $Th\infty rem$ $.$. $\ell$つの仮定:

Propositlon 3.1. $\alpha\in(0,1)$ とする.

(a) $\gamma_{l}(i)\geq 0$, $\sum_{t=0}^{\infty}\gamma_{t}(i)=\infty$ , $\sum_{t=0}^{\infty}\gamma_{t}^{2}(i)<$ 。科

(b)samPle $pad\iota(i_{0},i_{1}, \cdots)$ の中ですべての状態が
確率 1で無限回生起する.

(a) $\gamma_{t}(i)\geq 0,$ $\sum_{t-0}^{\infty}\gamma_{l}(i)=$ 科科, $\sum_{t-0}^{\infty}\gamma_{t}^{2}(i)<\infty$ ,

(b) Simulated traneition $(i_{t}, u_{t}),$ $(t=0,1,2, \cdots)$

において確率 1で任意の $(i, u)(i\in S, u\in U(i))$

が無限回生起する,

このとき, 櫨率 1で $(J_{t},\mu_{t})arrow(J^{*},\mu^{*})(tarrow\infty)$ が

成り立っ.

Q-futor による value iteration アルゴリズム: よく
知られた value iteration と同様な方法として

$Q^{\cdot}(i,u)= \sum_{j\epsilon s}p_{jj}(u)(g(i,u,j)+\alpha J^{\cdot}C))$ (3.4)

があれば,\forall i $\in S,\forall u\in U(i)$ について $Q_{t}(i, u)arrow$

$Q^{*}(i,u)$ with $pmkWity1a\epsilon tarrow\infty$ の収束が成
り立っ.

ここでの注意として,\alpha $=1$ のとき, 仮定 21のも
とでの収束性は定理 (monotone oeae) を適用して証
明されるが, これはそれを一般化したものである.
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4 在庫問題の例題

この節では Actor-Critic Algorithm で取り上げら
れている例題を挙げる.

$[KonTsi03]$ の例題 4.7(p.1153) は在庫問題で, いわ
ゆるステファン (自由境界) 問題のタイプであり, 政
策の閾値を定める値も未知になる場合である. 変分
不等式の分野でもよく知られている典型的な問題で
ある.

ある施設では期間 $k$ では在庫 $X_{k}$ を抱えており, 不
足の場合 (負の在庫, 欠品) のこともペナルティとし
て考慮して, バックログを許すことにする. $D_{k}$ で $k$

期のランダムな在庫量を表し, 問題は現在の在庫と直
前の需要 (注文量) から, どのくらいの量を注文して,
次期の在庫とすべきかを考える. このための費用をつ
ぎで定める:

$c(X_{k}, U_{k})=h \max(O,X_{k})+b\max(O, -X_{k})+pU_{k}$

ここで $P$ は単位あたりの材料購入費用, $b$ はバックロ

グにかかるコストで, $h$ を在庫として保持しておくこ
とにかかる費用である. 在庫の変化は, 動的なシステ
ムとして,

$X_{k+1}=X_{k}+U_{k}-D_{k}$ , $k=0,1,$ $\ldots$

ここでの確率変数 D\sim ま非負の独立同一分布に従い,
有限な平均をもつとする. 最適政策は, 適当な $S$ が

あって

$\mu^{*}(x)=m\alpha(S-x, 0)$

で与えられる. この $S$ も未知数であるから, 自由境界問
題に最適方程式が帰着される. 特に状態空聞は実数の
連続値であるから,確率過程が一様な幾何的エルゴー
ド性 (正確には,終端期での分布 $X_{N}\in B,$ $B\in \mathcal{B}(\mathcal{X})$

の値が下からある確率測度で抑えられていることと,
変動の評価として確率版のリアプノフ関数が存在す
ることを仮定している) のもとで, 最適政策に対応し
たマルコフ連鎖が既約となる.

5 方法論

5.1 政策空聞および actor-critic アルゴリ
ズム

価値関数のパラメータを調整する代わりに, パラ
メータで政策のクラスが記述されるものとして, これ

を直接,政策パラメータで調整できるであろうか?推
定 $Q$-因子の用語で解釈できるもののクラスに対して
は研究されている: $[MarTsiOl]$ .
しかしこの方法では大きな分散や緩い収束に苦

しむかも知れない. だが部分的な変形によって (例
えば割引係数の導入によって) 緩和することができ
6 : $[MarTsi03]$ .
さらにより効率を求めるならば, 価値関数近似と政

策空間の学習を組み合わせることができるかという
問題になろう. これは, すなわち俳優批評家アルゴ
リズム法が強調して目指すものである. その結果, 一

旦政策パラメータ化ができたならば, 価値関数近似
の中で使用される 「特徴 (feature8)」の自然な集まり
が規定されることになり, また,1つは, 相応しい収束
性を備えたアルゴリズムが得られる: $[KonTsi03]$ と

[KonTsi99](|tfj論文 $[KonT\epsilon i03]$ の$rn$段階).
上記の論文に用いられている MDP と政策のパラ

メータ化: 既約で非周期的なマルコフ連鎖に対して有
限状態: $X$ , 決定空間:U, 一期間費用関数:c, $p(y|x, u)$ :
推移確率, \mbox{\boldmath $\mu$}:政策とする. ここでベクトルパラメータ
$\theta$ を導入し $\eta_{\theta}(x, u)=\pi_{\theta}(x)\mu_{\theta}(u|x)$ , 平均利得は極限
確率を用いて $\overline{\alpha}(\theta)=\sum_{x,,\iota}c(x, u)\eta_{\theta}(x|u)$ と表され
る. また, 過平均利得 $V_{\theta}$ についてはボアソン方程式
とよばれる方程式を満たす:

$\overline{\alpha}(\theta)+V_{\theta}(x)$

$= \sum_{u}\mu_{\theta}(u|x)[c(x,u)+\sum_{y}p(y|x, u)V_{\theta}(y)]$

この文献では, これは将来における超過費用で, 不利
益なものとみなせると述べられている. このとき,Q
値関数を

$Q_{\theta}(x, u)=c(x, u)- \overline{\alpha}(\theta)+\sum_{y}p(y|x, u)V_{\theta}(y)$

と定めると, つぎの結果が得られる:

$Th\infty rem5.1$ .
$\nabla\overline{\alpha}(\theta)=\sum_{x,u}\eta_{\theta}(x,u)Q_{\theta}(x,u)\psi_{\theta}(x,u)$ (51)

ただし $\psi_{\theta}(x, u):=\nabla\ln\mu o(u|x)$

この値をゼロに収束させることができるように,「ア
メとムチ」 を導入することが一つの提案アルゴリズ
ムである. この論文では two utor-critic アルゴリズ
ムとして, mltic ベクトル $r=(r^{1}, r^{2}, \ldots,r^{m})$ , 特徴
(feature) として賜, $j=1,2,$ $\ldots,$ $m$ を用いて

$Q_{\theta}^{r}(x, u)= \sum_{j}2^{\cdot}j\phi_{\theta}^{j}(x,u)$
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とした.

actor-criticアルゴリズムにおける政策学習は, 価値
関数の近似より収束の速さは遅い. したがって, actor-
critic アルゴリズムの収束分析は,確率近似アルゴリズ
ムの 2倍程度の規模の収束しか頼れない: $[KonTsi03b]$ .

52 平均コストの TD 法

Temporal Differenoe法は平均コスト問題に適用す
ることができる. 収束および近似エラーの保証は本
質的に割引率のある問題と同じ程度である. したがっ
て, 割引率のない問題に対する代用として, 割引のあ
る定式化をおこなう必要はない $[TsiRoy99]$ .
いま, ある時刻 $k$ において, $r_{k},\hat{Z}_{k},$

$\alpha_{k}$ を面 tic

パラメータとして,\mbox{\boldmath $\theta$}k を actor パラメータ とする.
$(\hat{X}_{k},\hat{U}_{k})$ を状態と決定の組から, 新しくっぎの $\hat{X}_{k+1}$

を求める:っまり更新をっぎの関係式で求める. これ
を TD(1) critic とよぷ.

$\alpha_{k+1}=\alpha_{k}+\gamma_{k}(c(\hat{X}_{k+1},\hat{U}_{k+1})-\alpha)$

(52)
$r_{k+1}=r_{k}+\gamma_{k}d_{k}\hat{Z}_{k}$

ただし TD $d_{k}$ は

$d_{k}=c(\hat{X}_{k},\hat{U}_{k})-\alpha_{k}$

$+r_{k}’\phi_{\theta_{h}}(\hat{X}_{k+1},\hat{U}_{k+1})-r_{k}’\phi_{\theta_{k}}(\hat{X}_{k},\hat{U}_{k})$

また $\gamma_{k}$ は適当なステップサイズとする.
$TD(1)$ critic: ある特別な状態 $x^{*}$ は,推移が正の確率
で到達できるもので, これを仮定して,っぎで定める.

$\hat{Z}_{k+1}$ $=\hat{Z}_{k}+\phi_{\theta_{h}}(\hat{X}_{k+1},\hat{U}_{k+1})$ if $\hat{X}_{k+1}\neq x^{*}$

$=\phi o_{h}(\hat{X}_{k+1},\hat{U}_{k+1})$ otherwise

$TD(\lambda)$ critic $(0<\lambda<1)$ :

$\hat{Z}_{k+1}=\lambda\hat{Z}_{k}+\phi_{\theta_{k}}(\hat{X}_{k+1},\hat{U}_{k+1})$

Actor:

$\theta_{k+1}$ $=\theta_{k}-\beta_{k}\Gamma(r_{k})r_{k}’$

$\cross\phi_{\theta_{*}}(\hat{X}_{k+1},\hat{U}_{k+1})\psi_{\theta_{k}}(\hat{X}_{k+1},\hat{U}_{k+1})$

(5.3)
上記の改訂のアルゴリズムによって定められた列が,
つぎの仮定を満たすならば,確率収束させることがで
きる.

$Th\infty rem5.2$ . 条件: $(a)$ $\sum_{k}\beta_{k}=\sum_{k}\gamma_{k}=$

$\infty$ $(b)$ $\sum_{k}\beta_{k}^{2}<\infty$ , $\sum_{k}\gamma_{k}^{2}<\infty$ $(c)$

$\sum_{k}(\frac{\beta_{k}}{\gamma_{k}})^{d}<\infty jor\exists d>0$ , および追加の $\Gamma(r)$

に関する条件があれば, $TD(l)$ アルゴリズムは

lin $inf|\nabla\overline{\alpha}(\theta)|=0$ , $w$ .p. 1

なる収束が成り立っ. さらに $TD(\lambda)c\ovalbox{\tt\small REJECT} tic$ アルゴリ

ズムでは,\forall \epsilon $>0,$ $\lambda$ が十分に値 1に近ければ,

lim $inf|\nabla\overline{\alpha}(\theta)|<\epsilon$ , $w.p.l$

を得ることができる.

平均基準および割引された基準の TD についての
性質はつぎで詳細に比較されている: $[TsiR_{D}y02]$ .

53 価値関数の学習に甚ついた方法の収
束性

食欲な (グリーディ) 政策を用いるシミュレーショ
ン, および単純な「モンテカルロ」 (平均), 価値関数
の学習のためのルックアップテーブル表現を使用す
る方法の収束性: [Tsi02].
最適停止問題では, 収束が保証されている唯一の

既知問題のクラスである. $Q$ 学習のような方法と同

様であり, 任意の線形化パラメータ化された価値関
数近似をもち, ある固定された政策に制限をもたな
$t^{a}’:[TsiR_{D}y99c]$ .
一時的差分法 (単一の政策の場合で,線形パラメー
タ化された関数近似) は, 収束が保証されている. 極

限で得られる近似襖差は,特別な近似アーキテクチャ
のもとでは,最良からあまり遠くに外れるようなもの
ではない: [TsiRoo.$yy9\eta$ .
ある特別なタイプの関数近似 (例えば, 状態の集ま

り) に対する $Q$ 学習に関する収束の結果および近似

エラーの限界: [Ts\Re 9%].
$Q$ 学習および TD(0) の一時的差分法 (ルツクアッ
プ表表現を備えたもの) は, Belman方程式を解決す
る確率的な近似方法としてみなすことができる. そ
れらの収束は, 重みつき最大値ノルムに関して反復写
像が縮約的である場合の確率的近似理論であり,次の
文献で最初に発表された [Tsi94].

6 bllout アルゴリズム
よいヒ $=$ーリスティックおよび,本質的に単一の政

策反復 (ダイナミックプログラミング意味で) の実
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行から始めて, ヒューリスティックの性能を改善する
系統的な方法を提供し, 実際的なセッティングの中で
は大きな期待感をもつ: $[BerTsiWu97]$ .

なった. このゲームは確率最短経路問題の例として
$[BerTsi96]p.50$ に挙げられている.

7 アプリケーションと事例研究

7.1 ロボット制御,盤ゲーム:

ロポットの歩行動作獲得に, 強化学習を適用した動
作例を述べている. モータ 2個搭載した 2自由度の
ロポット A と $B$ に対し, メカニズム的には全く具な
るが, 完全に同一の強化学習を適用し, 効率よく前進
する動作を獲得させている:$[KimMiyKob99]$ .
コンピ $=^{}$クによる知能を加えたボードゲームは,

計算機の黎明期から行われていた. 1996年に IBM の

コンピュータであるディープブルーがガルリ カ

スパロフと対戦し, 1 っのゲームとしては初めて世界
チャンピオンに勝利を収めた. ただし, これは 6戦中

の 1勝に過ぎず全体ではカスパロフの 3勝 1敗 2引
き分けであった. しかし, 翌 1997年に,ディープブ
ルーは, 2勝 1敗 3引き分けとカスパロフ相手に留辱
を果たした. 現実的には, これだけの試合数で実力は
評価できないが,世界チャンピオンと互角に戦えるだ
けの能力になったことは確かである.
バックギャモンとはいわゆる西洋双六 (スゴロク)

である. 強化学習が注目を浴びるようになったのは,
つぎの論文の成果が大きかったかもしれない. Sutton
の $TD(\lambda)$ アルゴリズムを実際の問題に適用できたと
いう報告である. 結論としては, 従来, よく知られてき
た定番よりこのアルゴリズムで新しい布石の戦略が

得られたという:[R92, Ib02]. ただし, この論文に
述べられている数式はっぎの唯一つ $TD(\lambda)$ アルゴリ

ズムにおけるネットワークの重荷を変化させるもの
だけである:

$w_{t+1}-w_{t}= \alpha(Y_{t+1}-Y_{t})\sum_{k=1}^{t}\lambda^{t-k}\nabla_{w}Y_{k}$

$\lambda^{t-k}\nabla_{w}Y_{k}$ は重みに関するネット出力臨の勾配を
表す.

テトリス (tetris) もよく知られたゲームである. 元々
は旧ノ ‘連の科学者アレクセイパジトノブ $(en:Alexey$

Pajitnov) 英国名 Robert Richard Rutherfurd が教
育用ソフトウェアとして開発したものである. その
後ライセンス供給が様々なゲーム制作会社に対して
なされ, 各種のプラットフォーム上で乱立する状態に

ou 1: Chaes, Backgammon, Rtris

最近 $B$本の将棋についても TD 法を取り入れたア
ルゴリズムがあるという $:[BeSmi98]$ .

7.2 事例研筑など:

その他, 流通システムとして,小売業者の問題として
次の文献がある:[ManSin$SunTsi04,$ $SimSunTsioe$].
また,金融のアメリカンオプションの価格評価は,

最適停止時間問題とみなすことができ, $mrTsi01$,
$TsiR_{D}y99c]$ などに挙げられている.

在庫管理や生産管理についても幾多の輪文が発表
されている: $[WBerLeeTsi\Re, WanMah99]$ .
複数の加工機械を直列に連結して構成された生産
ラインにおいては, 原料からある機械で初めの製品
を作り, それを倉庫に保管し, つぎの機械ではこれを
用いて別の製品を作る. 最終的な製品に至るまでには
在庫の管理が必要である. 目的は在庫を最小化しっつ
製品の需要を満たす最適な制御を学習する. 製造機械
の故障と修理など,機械の稼動待機 メンテナンス

のタイミングを制御する. この間題もセミマルコフ決
定過程として定式化される. 上記の論文では各機械
ごとにエージェントを割り当てるマルチエージェン

トシステムが用いられ, よく知られたトヨタのカンバ

ン方式などと比較して, 優れた制御規則を得ていると
いう.

$[\bm{i}oOhn\Re]$ :この論文での負荷分散とは, システム
の構成要素に負荷を与えることで与えられたシステ

ムの性能を最大限発揮できるようにと意図するもの.
コンピュータや通信,生産システムを主な対象とする.
従来は静的な場合を待ち行列モデルでのレスポンス

時間を最小化する非線形計画問題としているが, ここ
では動的に変化するシステムの情報, たとえば各ノー
ドのジョブ数を利用するなどして, モデルを平均利得
のマルコフ決定過程として定式化し, 従来の方式と,
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新しく $==-$ロダイナミックプログラミングアル

ゴリズムを適用して, 有効性を評価している.
さらにコミ ュニケーションネット ワー

クに関してもつぎの論文で議論されてい

る:[MarMihTsiOO],[MarMi-hTsi98](前論文 [MarMi-
$hTsi\infty]$ の準備段階)t $[MarTsi97],[MarMihSchTsi97]$ .
通信システムにおける PHS(主にウィルコムがサー
ビスしている) では設備や仕様を簡略化し,通話料を低
く押さえた携帯電話の一種. 一つの基地局がカバーす
る範囲が狭く,端末 1台あたりの周波数帯域が携帯電
話よりも広いため, データ通信の速度は $32\sim 128kbps$

と数年前の携帯電話に比べて極めて高速で, ISDN と

遜色ない快適な通信環境を実現できる. 音質も固定
電話網並みに良い. また, 基地局設備が簡易で安価な
点を生かし, 地下街や地下鉄駅などでの基地局設置が
いち早く進み, 都市部では携帯電話よりもつながりや
すいという状況が生まれている. 登場した当初は通
話中の基地局の変更 (ハンドオーバー) ができず, 高
速移動中 (電車 自動車など) に通話ができないなど
の欠点があったが, そうした欠点は現在ではほとんど
解決され, 「データ通信が高遠な携帯電話」 とも書え
る強力な通信システムに変身を遂げている $(http://e\cdot$

$words.jp/w/PHS$.html). サービス地域はセルとよば
れる地域に分割され,セル内の各通話者はそれぞれ異
なる周波数帯を使う. 近接するセルでは同一の周波数

Step 1. $n=0$ とせよ. Update function $J_{n}(\cdot)$ を

初期化せよ. 初期状態 $i_{0}=i$ を選べ.

Step 2. 現在の状態 $i_{\mathfrak{n}}$ と $J_{\mathfrak{n}}$ を用いて,

(i) greedy policy$(action)$ $\mu_{n}(i_{n})$ $=$

$\sum_{j}^{N}{}_{=1}P:_{*}l(v)(r(i_{n}, v)+\alpha J_{n}0))$ を
$v\in U(|_{*})$

決定せよ.
$(\ddot{u})$ yaedy action $\mu_{n}(i_{\mathfrak{n}})$ から次の期の状態

$i_{n+1}$ $:=$ $j$ を simulation により観測せ
よ.(in+l\leftarrow j)

(iii) $J_{n+1}(\cdot)$ を次のように改定せよ.

$J_{n+1}(i)=\{\begin{array}{ll}J_{n}(i), (i\neq i_{n})J_{n}(i) \gamma_{n}(r(i,\mu_{n}(i))+\alpha J_{n} i_{n+1})-J_{\hslash}(i)), (i=i_{n})\end{array}$

Step 3. $n$ を $n+1$ として Step 2へ戻れ.

$E2$ ; Optimistic TD(0) Algorithm with discount
fector $\alpha$ .

帯を使えないという制約がある. この限られたチャン

ネルで可能な通話数が最大となるよう周波数を割り
当てる必要がセミマルコフ決定過程の強化学習に
もとつく方法を提案し,既存の $E=$ーリスティクスよ

り効率のいい結果を得たという:[$S\dot{\bm{o}}$Ber97].

8 数値実験

8.1 Optimistic TD(0) の案験

この節では OPtimistic $TD(O)$ のアルゴリズムに

ついて数値例を挙げる. この計算アルゴリズムは
次の擬似コードとして表すことが出来る (図 1). さ

らに, 表 1のような MDP のモデルを考える. 状態
空間は $S=\{1,2,3\}$ , 各状態ごとの決定はそれぞれ
$U(1)=\{1,2,3\},$ $U(2)=\{1,2,3\},$ $U(3)=\{1,2\}$ で

ある. $P:j(u)$ は推移礁率行列を表し, $r(i, u)$ は in$m\triangleright$

diate reward を表す.

(文献皿 dHorK\mbox{\boldmath $\varpi$}aO71の数値例の一部を引用):

X 1: A numerical example

8.2 実験結果

ここでは割引率 $\alpha=$ 0.999として, Optimistic
TD(0)-アルゴリズムにより update function $J_{n}$ が

どのように改定されていくかを図 4に示す. stekト

size parameter $\gamma_{n}(i)$ については条件 $(i)\gamma_{\hslash}(i)\geqq 0$ ,

41



$( ii)\sum_{n=0}^{\infty}\gamma_{n}(i)=\infty,$ $( iii)\sum_{n=0}^{\infty}\gamma_{\mathfrak{n}}(i)^{2}<\infty$ を満た

すように選ぶため, 計算上は単純に $\gamma_{n}(i)=1/n$ と取

ることも出来るが, このように取ると収束が著しく遅
くなるため, 始めの 1万ステップでは 1/5を取り, そ
の後は 1万ステップごとに分母が 1ずつ増加するよ
うに工夫している. すなわち $\gamma_{n}(i)=1/([n/SP]+5)$ ,
ただし $SP=10mo$, $[]$ はガウス記号である. この
ときの実験結果では 500万ステップ目で $J_{n}(1)=$

1131988, $J_{n}(2)=11318.53,$ $J_{n}(3)=11332.38$ とい

う数値を得た (図 4). また, $\gamma_{n}(i)=1/([h_{n}(i)/SP]+$

5)(ただし, $h_{n}(i)$ は状態 $i$ への $n$ ステップ目までの

action 1

action 3

訪問回数を表す) のように状態ごとにステップサイ
ズを変更した場合についても調べた (図 5). さらに,
greedy action を選択する際にそれまでの推移状態の
情報をもとにした最尤推定値 $(\tilde{p}|j(a))$ にした場合:

$\mu_{n}(i_{n})=\arg\max_{(v\in U:_{n})}\sum_{j=1}^{N}\overline{p}_{1_{\hslash}j}(v)(r(i_{n},v)+\alpha J_{n}C))$

も調べた (図 6).
このモデルの optimal value(真の解) は $J_{n}^{*}(1)=$

11332.6, $J_{n}^{l}(2)=$ 11321.2, $J_{n}^{l}(3)=$ 11335.2, oPtimal
policy は $f^{*}(1)=f^{*}(2)=f^{*}(3)=2$てある.

action 2

$1/81\yen^{1/16\not\simeq}1/81/1623/16$

$1/163/4w_{3}^{3/4}$

7/8

ffl 3: transition diagrams of numerical example.

11$ 5

$\xi\frac{}{\Xi}11W$

$\S_{\approx}^{S}11S\infty$ $-J_{*}(2)(P(2)-11W12)--J_{\hslash}(1)(J(1)-11W.0)$

$-J_{\hslash}(S)(J^{\cdot}(S)-11ub.2)$

11310

IISOO
$0$ 1/0 $1/S$ 1/2 2/$ $s/0$ $1_{x(5x10)}$

number of stepa

ou 4: Numerical example $(\alpha=0.999)$
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(a) (b)

pa 5: Trajectories of $J_{n}(\cdot)$ with $\gamma_{n}(i)=\gamma_{n}$ ($u\epsilon ing$ optimistic TD(0)(a) and updating with $MLE(b)$ )

(a) (b)

$\mathfrak{B}6$ : Trajectories of $J_{\mathfrak{n}}(\cdot)$ with $\gamma_{n}(i)=k(i)$ ($using$ optimistic TD(0)(a) and updating with $MLE(b)$)

9Howardの自動車取替え問題

Howwd の自動車取替え問題 (cf.[Howd60]) では,
それぞれの車の状態を $3t$月ごとに表し状態 $0$ から

状態 40までの観測状態をもつ自動車について考察す
る. 具体的には, 3’月おきに現在所有している車の
状態を調べる. 状態 $0$’は新車を表し, 各 $n$ 期の状態
$i_{n}$ に対して $u$現在の車を次の期まで持ち続ける” 決
定 $(a_{\mathfrak{n}}(i_{\hslash})=a=1)$ を取ると自動車は生存確率 $P|_{B}$

で次の期に状態 $i_{n+1}$ に推移して, 残りの確率 $1-p_{n}$

で状態 40に推移する. その時の所有車の維持費用は
$E_{1_{*}}$ (operating $mt$) で表される. 状態 40’ は, いわゆ
るポンコツ状態の車でこれ以上は悪くならないが維
持費用ばかりがかかる. 他方,決定 $a_{\mathfrak{n}}(i_{n})=a>1$ を

選択することは, 手持ちの状態 $i_{n}$ の車を亮り払って

(trade-in) 状態 $a_{\mathfrak{n}}-2$ の車を購入することを表して
いて, その時の所有していた車の販売額が $\tau_{:}.$ ,購入費
用がら,2であって, さらに決定 $a=1$ を取ったと

きと同様に operat血 g coet $E_{a_{\hslash}-2}$ がかかり次の期に
は生存確率 $p_{a_{\hslash}-2}$ で状態 $a_{n}-1$ の車へと状態が推移
するかまたは確率 $1-Pa_{\mathfrak{n}}-2$ で状態 40’ \iota こ推移する.

MDP の構成 $(S, A, (p:j(a)), (r(i, a)))$ は以下のよう
になっている.

$S=\{0,1,2, \ldots , 40\}$ : state space
$A=\{1,2,3, \ldots,41\}$ ; action space
$p_{ij}(a)$ : transition prob. $r(i,a)$ : immediate reward

if $a=1$ (keep the present car),

$p_{1j}(a)=\{\begin{array}{ll}p:, j=i+1(p_{1} : survival prob.)1-p_{1}, j=400, other state j\end{array}$

$r(i, a)=-E_{1}$ (operating eost)
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if $a>1$ (buy a car of age $0\leqq a-2\leqq 39$),

$p:j(a)=\{\begin{array}{ll}p_{a-2}, j=a-11-p_{a-2}, j=400, other state j\end{array}$

$r(i,a)=T_{1}-C_{a-2}-E_{a-2}$

$=(nde- i\mathfrak{n}vd_{lC})-(bu\dot{m}ngco\epsilon t)-$ ( $0\mu m\hslash ng$ cost)

$C_{j},$ $T_{1},$ $E_{l}$ の具体的な数値は表 2に示す.また, Howard
自身による最適解の結果を表 3(average oeae) と表

4$(di_{8}count oe =0.97)$ に示す. 表の数字 12 は

状態 12の車と買い換えること $(a=14)$ を表し, $K$ ’

は車を次の期まで持ち焼ける (Keep the present car,
$a=1)$ を表している.

action $a=1$ ($k_{6}p$ precent car)

$H7$: transition dlagrams of Howard’s automobUe
replacement problem.

割引き率 $\alpha$ のときの TD 法によるアルゴリズムは
以下で与える:
Step 1. $n=0$ とせよ. Update 血 ction $J_{n}(\cdot)$ を初期

化せよ. 初期状態 $io=i$ を遺べ.

Step 2. 現在の状態 $i_{n}$ と $J_{n}$ を用いて,
(i) y\’ey $J^{olicy(aaion)}$ $\mu_{\hslash}(i_{*})$

$arrax\sum_{\dot{g}\approx 1}p_{*3}(a)(r(i_{n}, a)+\alpha J_{\mathfrak{n}}0))$ を
$\iota\in At_{*})$

決定せよ.
$(\ddot{u})$ greedy aaion $\mu_{n}(i_{n})$ から次の期の状態 $\dot{*}+\iota:=$

$i$ を $8imulation$ により槻測せよ.(in+l\leftarrow j)
(ih) $J_{+1}(\cdot)$ を次のように改定せよ.

$J_{n+1}(i)=\{\begin{array}{ll}J_{n}(i), (i\neq i_{n})J_{n}(i) \gamma_{*}(:)x(r(t \mu_{n}(i))+\alpha J_{\hslash}(|_{\hslash+1})-J_{\hslash}(i )), (i=\dot{*})\end{array}$

Step 3. $\mathfrak{n}$ を $n+1$ として Step 2へ戻れ.

9.1 数値例 1

ここで, 我々はまず次のような update function
$J_{n}(\cdot)$ の改定による TD 法の適用を行った.

Update floction の決め方
$A_{n}(i_{n}):=a_{n}=1$ のとき,

$J_{n+1}(i_{\mathfrak{n}})$

$=J_{n}(i_{n})+ \frac{-E_{i}(i_{n})+\alpha J_{n}(i_{n+1})-J_{n}(i_{n})}{[h_{n}(i_{n})/SP]+10}$

$a_{n}>1$ のとき,

$J_{n+1}(i_{n})$

$=J_{n}(i_{n})+ \frac{\overline{R_{n}}+\alpha J_{n}(i_{n+1})-J_{n}(i_{n})}{[h_{n}(i_{n})/SP]+10}$

ただし入 $=T_{1}(i_{n})-C_{1}(a_{n}-1)-E_{1}(a_{n}-1)$ と

した.

ここで, Jn(のは第 $n$ 期の状態 $i$ の update 関数の
値を表し, $[]$ はガウス記号, $h_{\mathfrak{n}}(\cdot)$ は第 $n$期までの各
状態の訪問頻度分布, SP は 8te\S iu parametar(を適
当に調整するための変数) である.

このアルゴリズムによるシミュレーション結果を表
5と表 6にまとめる (SP$=1\alpha$)$W$). いずれも初期状態
0(新車) から始めた 1つの系列のシミュレーション結
果である. シミュレーション回数 2千万回までの状態
(行に相当) と決定 (列に相当) の特定の部分の頻度分
布 (表 5) と同様の 5千万回までの頻度分布 (表 6) であ
る. ここでわかる事は, シミュレーション回数 2千万回
以降 5千万回までは, 状態 24で決定 19’ を取る, す
なわち $u$車の年齢がちょうど 6年目 (状態 24) を迎え
たら, 5年 3 カ月目 (状態 17) の車を購入する” ことを
ずっと繰り返している. これは, Howrd の $di_{8}\infty unt$

oeae の結果の 6年 $9P$月目 (状態 27) で 3年目 (状態
12) の車に買い換える最適解には一致しないが, 最適
解の部分解になっている. しかし,今回の実験では車
が状態 1から状態 3までの新しいときと状態 27から
状態 40までは状態 12の車に買い換えて, 状態 4か
ら状態 26までは現在の車を持ち続けるという決定の
最適解は探しきれていない.

92 数値例 2

X 8: $Optimi_{8}tic$ TD(O) Algorithm with discount . 次に, 先に挙げた TD法のアルゴリズムのうち Step
factor $\alpha$ . 2の (i) を次のような $(i)’$ に置き換える.
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SteP 2.

(I) シミ $=$ レーションステップ数 $n$ が $10^{5}$ 以下

であるとき, または $10^{3}$ で割り切れるとき
$\mu_{n}(i_{n})$ は $a\in A(i_{n})$ のうちでそれまでの頻度
の最小のものを選べ. それ以外は, greedy ac-

tion $\mu_{\mathfrak{n}}(i_{n})=arg\max_{Aa\epsilon(:_{n})}\sum_{j=1}^{N}p_{:_{\hslash}j}(a)(r(i_{n}, a)+$

$\alpha J_{n}[j$)) とせよ.

すなわち, シミ $=$ レーション反復回数について始め
の 10万回と 1000回目おきに現在の状態での決定の
取り方の頻度分布を調べて, 決定の頻度のうちで最小
のものの決定 (複数ある場合は決定 $ua$’を数字とみ
なして一番小さいもの)から優先的にとる探索を入れ
てシミュレーションをしてみた結果が表 7と表 8で
ある. これらは,探索を起こす割合 (学習確率) をそれ
ぞれ 10% と 1% としその探索は車を買い替える決定
$(a>2)$ とすることにした. SP は $10\infty$ としている.

表 7(学習確率 10%), 表 8(学習確率 1%) を見
てみると, こちらの場合のほうが先の数値例 1
の結果に比べてループの間隔や時期が早まって
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表 $2$ : Howard’s Automobile $R\triangleright$ 表 $3$ : Optimal policy and values X 4: Optimal policy and praeent

plaoement for avarage case value for discount case $\alpha=0.97$

表 5: 取 periment by $T\triangleright method$ for discount oeae \alpha =0.97(反復回数 2千万回)
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表 6: Experiment by TD-method for discount $ca\epsilon e$ \alpha =0.97(反復回数 5千万回)

表 7: Ereriment by TD-method for discount caae \alpha =0.97(学習確率 10%)

表 8: $Exp\alpha iment$ by $TD$ 比 for discount caee \alpha =0.97(学習確率 1%)
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