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1 はじめに

短納期,コスト削減,標準化といった観点から,ソフトウェア開発現場においてもオープンソースソフ

トウェアが積極的に利用されている.特に,オープンソースソフトウェアのソースコードを理解できるだ

けでなく,その利活用まで可能なソフトウェア開発技術者の人材不足が指摘されている一方で,今後も

オープンソースソフトウェアを利用したソフトウェア開発形態が多くなってくるものと思われる.近年

では,企業主導の下でオープンソースプロジェクトが管理されるケースも増加しており,そのようなオー

プンソースソフトウェアでは一定の品質が維持されているケースも存在している.しかしながら,オー

プンソースソフトウェアの開発形態には,明確なテスト工程が存在しておらず,品質上の問題が指摘さ

れている.多くのオープンソースソフトウェアでは,依然バグトラッキングシステムに基づいて品質上

のデータ管理のみが行われているのが現状である.

ソフトウェアの信頼性を評価するための数理モデルとして,これまでに数百におよぶソフトウェア信頼

性モデルが提案されてきた [1−3]. しかしながら,既存のソフトウェア信頼性モデルの多くは,オープン

ソースソフトウエア特有の開発環境の変化に伴うフォールト発見事象が考慮されていない.また,オープ

ンソースソフトウェアに対して既存のソフトウェア信頼性モデルを適用することは可能であっても,オー

プンソースソフトウェア特有の開発環境やプロジェクト形態などに関する新たな知見を得ることはでき

ない.これまでに,オープンソースソフトウェアを対象としたソフトウェア信頼性モデルに関する研究も

行われているが [4], 既存のソフトウェア信頼性モデルを適用するためには,バグトラッキングシステム

上に登録されているデータから,ソフトウェア信頼性モデルに適用可能な累積フォールト発見数データな

どに編集する必要があった.さらに,バグトラッキングシステム上には,修正されたフォールトや未修正

のフォールトなど様々なデータが混在しており,こうしたデータの全てをソフトウェア信頼性モデルに適

用可能なように抽出する作業も必要となる.オープンソースソフトウェアの開発現場でソフトウェア信

頼性モデルを適用することは,実利用上の観点から考えた場合,ソフトウェア信頼性モデルに関する知

識のある開発管理者でなければ難しいといえる.バグトラッキングシステム上に登録されているデータ

をそのまま利用した品質評価と管理が可能となれば,開発管理者だけではなく利用者側にとっても有益

となる.特に,バグトラッキングシステム上には,開発管理者によって登録されたデータだけではなく,

一般ユーザによって報告されたデータも登録されている.全てのデータが,オープンソースソフトウェ

アに精通したプロジェクト管理者によって登録管理されていれば問題はないが,例えば,フォールト
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図1 : ニューラルネッ トワークの構成.

重要度やコンポーネントといったような分類データは,一般ユーザによって登録されたあとに修正され

るケースもあり,様々な登録者が存在しているため,誤ったデータが存在しているケースも少なくない.

本論文では,ディープラーニング (deep learning) に基づくオープンソースソフトウェアに対する信

頼性評価法を提案する.特に,実際のオープンソースソフトウェアのバグトラッキングシステム上に登

録されているデータから,ソフトウェア信頼度成長傾向の予測手法について考察する.また,バグトラッ
キングシステム上に登録されているデータを利用した提案手法の具体的な数値例を示す.さらに,ディー

プラーニングに基づく提案手法と,既存の類似手法であるニューラルネッ トワークに基づく手法との,

フォールト識別法に関する認識率について比較する.

2 ニューラルネッ トワークに基づくフォールト認識

本論文では,簡単のために図1に示すような,3層ニューラルネットワークを適用する.まず, w_{l}^{1}J(i=
1 , 2, , I;j=1 , 2, , J) を入力層と中間層の結合係数,また w_{J^{k}}^{2}(j=1, 2, , J_{\text{）}}\cdot k=1, 2, , K) は

中間層と出力層の結合係数とする.さらに, x_{i} (i=1,2, \cdots , I) は入力データを表し,ニューラルネッ ト

ワークの特徴量を考慮するために,以下に示すようなデータ x_{ $\iota$} (i=1,2, \cdots , I) を適用する.

\bullet バグトラッキングシステム上へ登録された日付

\bullet ソフトウェアプロダクト名

\bullet ソフトウェアコンポーネント名

. ソフトウェアバージョン名およびバージョン番号

\bullet フォールト報告者のニックネーム

\bullet フォールト修正者のニックネーム

\bullet フォールトの状態

\bullet フォールト重要度

入力層,中間層,出力層におけるユニッ トの数を,それぞれ  I 個, J 個,および K 個とする.また,

各層のユニッ トを示すインデックスを i, j ,
および k とする.ここで,各層のユニットの出力を h_{J} , 翫 と
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すると,

h_{J}=f(\displaystyle \sum_{ $\iota$=1}^{I}w_{ij}^{1}x_{i}) , (1)

y_{k}=f (\displaystyle \sum_{j=1}^{J}w_{J^{k}}^{2}h_{j}) , (2)

となる.但し, f() はシグモイ ド型関数であり,

f(x)=\displaystyle \frac{1}{1+e^{- $\theta$ x}} , (3)

として表される.ここで,  $\theta$ はしきい値と呼ばれる定数である.ネッ トワークの学習を行うために,誤差

逆伝播法を用いる [5]. ニューラルネッ トワークの出力層における値を脈 (k=1,2, \cdots , K) とし,教師パ

ターンを砺 (k=1,2, \cdots , K) とすると,式(2) の鎌 は次式で評価される.

E=\displaystyle \frac{1}{2}\sum_{k=1}^{K}(y_{k}-d_{k})^{2} . (4)

ここで,教師パターン d_{k} (k=1,2, \cdots , K) には,信頼度成長傾向を表す成長係数砺 (k=1,2) を採用す

る.目的変数としての信頼度成長係数を表す変動値 (1, -1) を定義する.例えば,変動値が1である場合

は信頼度成長を,変動値が -1 である場合は信頼度退化を意味する.すなわち,数値化された入力デー

タに基づいて,信頼度成長の判別に至るまでの結合状態の特徴をニューラルネッ トワークの結合係数に

蓄積させ,信頼度成長の判別・予測が可能なモデルを考える.式(4) の評価基準をもとに,結合係数が最

急降下法にて決定される.

3 ディープラーニングに基づくフオールト認識

本論文におけるディープラーニングの構造を図2に示す.図2において, z_{l} (l = 1,2, \cdot L) および

z_{m} (m = 1,2, M) は特徴抽出のための結合ユニッ トを意味する.また, o_{n} (n= 1,2, \cdot

)  N ) は,圧

縮された特徴量を表す.ディープラーニングに関しては,いくつかのアルゴリズムが提案されているが,

本論文では,オープンソースプロジェク トにおけるバグトラッキングシステム上におけるフォールトデー

タを分析するために,ディープニューラルネッ トワークを採用する [6-11].
ニューラルネッ トワークの場合と同様に,特徴抽出のための結合ユニッ トにおけるパラメータに対す

る情報量として以下のようなデータを適用する.このとき,9種類の説明変数に対して,2つの目的変数

が最終的な特徴量として抽出されるように学習され,各入カデータは出現頻度のような数値データに変

換される.

. バグトラッキングシステム上へ登録された日付

\bullet ソフ トウェアプロダク ト名

\bullet ソフトウェアコンポーネント名

\bullet ソフトウェアバージョン名およびバージョン番号

\bullet フオールト報告者のニックネーム

\bullet フォールト修正者のニックネーム

\bullet フォールトの状態

\bullet オペレーティングシステム名

\bullet フォールト重要度

ディープラーニングの場合も同様に , 目的変数としての信頼度成長係数を表す変動値 (1, -1) を定義し,

変動値が1である場合は信頼度成長を,変動値が-1 である場合は信頼度退化するものとし,過去のデー

タから信頼度成長係数を表す変動値を予測する.
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図2: ディープラーニングの構造.

4 ソフ トウエア信頼性評価尺度

平均ソフトウエア故障時間間隔 (Mean Time between Software Failures, 以下MTBFを略す) は,ソ

フトウェアの故障発生頻度を表す有用な尺度として知られている.本論文では, k 番目のソフトウェア故

障に対するMTBFを,

t_{k}=t_{k-1}+dl_{k-1} . SD_{k-1} , (5)

により定義する.ここで, dl_{k-1} はディープラーニングにより推定された k-1 番目の信頼度成長係数と

しての変動値を表す.例えば,変動値が1である場合は信頼度成長を,変動値が-1 である場合は信頼度

退化を意味する.また, SD_{k-1} は k-1 番目の標準偏差であり,

SD_{k}=\sqrt{\frac{1}{k-1}\sum_{n--1}^{k}(t_{n}-\frac{1}{n}\sum_{l--1}^{n}t_{l})^{2}} , (6)

として与えられる.

さらに,信頼度成長傾向を把握するため,以下のような移動平均に基づく MTBFを用いる.

t_{l}^{m}=t_{l-1}^{m}+dl_{l-1}^{m}\cdot SD_{l-1} . (7)

ここで, t_{l-1}^{m} は l-1 番目の実測値に対するフォールト数 m 個の単純移動平均値を表す.また, dl_{l-1}^{m} は

ディープラーニングにより推定された l-1 番目における変動値を表す.

5 数値例

数多くのオープンソースソフトウェアが世界中で開発公開されている.オープンソースソフトウェア

を利用することにより,コスト削減や短納期につながることから,様々な組織において積極的に利用さ
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図3: 90%の学習データに対するニューラルネッ トワークに基づく推定結果.

れている.また,現在では,組込みソフトウェア,オペレーティングシステム,アプリケーションソフト

ウェア,サーバソフトウェア,さらにはクラウドまで,多くの種類のオープンソースソフトウェアが開発

されており,その多くが実社会において利用されている.本論文では,HTTPサーバソフトウェアとして

開発されており,世界中で多用されているApache HTTP サーバ [12] を例に取り上げる.Apache HTTP

サーバの開発を行っている Apache Foundation のバグトラッキングシステム上に登録された10,000行
のフォールトデータを収集した.このとき,提案手法の数値例を以下に示す.

5.1 信頼度成長傾向の認識率に関する推定結果

信頼度成長傾向に対する認識率の推定結果について考察する.まず,9,000行の学習データを利用した
ニューラルネッ トワークに基づく1,000行のテストデータに対する推定結果を図3に示す.同様に,9,000
行の学習データを利用したディープラーニングに基づく1,000行のテストデータに対する推定結果を図4
に示す.図3および図4から,ディープラーニングによる推定結果が,ニューラルネッ トワークに基づ

く推定結果に比べて良好な様子が確認できる.

さらに,90%の学習データを利用した場合におけるニューラルネッ トワークとディープラーニングに基

づく推定結果に対する認識率の比較結果を表1に示す.表1から,ニューラルネッ トワークよりもディー

プラーニングに基づくフォールト識別法の方が認識率がやや高いことが確認できる.

5.2 信頼性評価尺度

推定されたMTBFを図5に示す.図5から, k-1 番目のソフトウェア故障に対するMTBFから, k

番目のソフトウェア故障に対するMTBFが推定されている様子が確認できる.また,10個移動平均に基

づく MTBFの推定結果を図6に示す.図6から,フォールトが発見されるにつれてMTBFの値が増加

していく,すなわち信頼度成長が起こっている様子が確認できる.さらに,長期的な傾向を把握するため

に50個移動平均に基づく MTBFを図7に示す.図7から全体的に信頼度成長傾向であることが分かる.
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図4: 90%の学習データに対するディープラーニングに基づく推定結果.

表1 : 90% の学習データを利用した場合におけるニューラルネッ トワークとディープラーニングに基づ

く推定結果に対する認識率の比較結果.

6 おわりに

オープンソースプロジエクトのバグトラッキングシステム上には,多くのフォールトデータが蓄積さ

れている.これらのフォールトデータを効率良く利用することができるようになれば,オープンソース
ソフトウェアの品質向上に大きく寄与する.さらに,バグトラッキングシステム上へ登録されたフォー

ルトに対して,事前に発生原因を特定することにより,迅速な修正対応が可能となるものと考えられる.

本論文では,ディープラーニングに基づくオープンソースソフトウェアに対する信頼性評価法を提案し
た.特に,実際のオープンソースソフトウェアのバグトラッキングシステム上に登録されているデータか

ら,ソフトウェア信頼度の成長傾向を予測するための手法について考察した.また,バグトラッキングシ

ステム上に登録されているデータを利用した提案手法に基づく数値例を示した.さらに,ディープラー
ニングに基づく提案手法と,既存の類似手法であるニューラルネッ トワークに基づく手法との,フォー

ルト識別法に関する認識率について比較した.これらの結果から,提案手法の有効性が確認できた.特

に,ディープラーニングに基づく手法は,その特性値を事前に抽出する必要がないため,バグトラッキ
ングシステム上へ組み込むことにより,現存するデータをそのまま利用して認識することが可能となる.

今後は,認識率向上に向けて,多くのデータセッ トにより検証を行う必要があるものと考える.
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