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We consider discreate time Markov decsion procaes (MDP) with finite state space, finite
action space and two kinds of imm\’eiate rewards. The problem is to maximize time average
reward generat\’e by on reward stream. subject to that the other reward is not smaller than
a prescrib\’e value. The problem is analyz\’e in the range of pure stationary policies. MDP
with one optimality criterion and no constraint can be silv\’e by usual policy improvement
method. MDP with one reward constraint can be solv\’e by linear programming, in the
range of mix\’e policies. On the other hand, however, when we restrict the policies to pure
polices the problem is some conbinatrial problem, for which any solving method has not been
discover\’e. In this paper, we propose an approach applying Genetic Algorithm in order to
carry on a search process effectively and to obtain a near optimal pure stationary policy. A
numerical example is given to exmine the effeciency of the approach propos\’e here.

1 はじめに

本論文では、有限状態空間、有限決定空間、及び 2種類の直接利得を持つ離散時間マルコフ決定過程(Malkov
Decision Process : 略してMDP) を取り扱い、 -方の利得から生じる時間平均利得をある与えられた値以上に保持
する純定常政策の中で, 他方の利得から生じる時間平均利得を最大にする政策を定める制約付き $\mathrm{M}\mathrm{D}\mathrm{P}$問題 [1]
について考える。
制約を持つ $\mathrm{M}\mathrm{D}\mathrm{P}$ は, 既に Beulter and Ross [2] により混合戦略の範囲で考察され, 最適政策は, せいぜい二つ

の純政策の混合政策により与えられることが示されている。ただし, 混合政策の下では各決定を毎期確率的に選
択することになり, 管理上面倒な点が多く, 純政策の範囲内で最適政策を求めることは現実的な意味で重要な問
題であると思われる。しかし, 純政策に限定すると、組合せ的問題となり、厳密解の導出が非常に困難となる。そ
こで、本研究では制約付マルコフ決定過程に対して、遺伝アルゴリズムに政策改良法を加味した新しいアプロー
チを提案する。

2 制約つき $\mathrm{M}\mathrm{D}\mathrm{P}$

はじめに以下の記号を定義する。
$I=\{0,1, \cdots,N\}$ : 状態空間 $p_{ij}^{k}$ : 状態 $i$ で決定 kを選択したときの推移確率
$a_{i}^{k},b_{i}^{k}$ : 状態 iで決定 kを選択したときに生じる直接利得
$s$ : 純政策の集合, すなわち $S=k\cross k_{1}\mathrm{x}\cdots\cross k_{N}$ $s$ : 純政策, すなわち, $s\in S$
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ここですべての純政策に対し, マルコフ決定過程は完全エルゴティクであるとする。すなわち, 定常分布を持つ。
$g(s)$ : 政策 $s$ を採用したときの直接利得 atから生じる時間平均利得
$h(s)$ : 政策 $s$ を採用したときの直接利得 btから生じる時間平均利得
$\pi^{s}=(\pi_{\mathrm{O}}^{s}, \cdots, \pi_{N}^{s})$ : 政策 $s$ を採用したときの定常分布

なお, 表現の簡潔化のため, $p_{ij}^{s},$ $a_{i}^{S},b^{S}i$をそれぞれ, 政策 $s$採用したときの推移確率および, 状態 i における直接
利得を表すとする。$g(s),$ $h(s)$ はそれぞれ, $g(s),$ $vi(S)$および h(s), $w_{i}(s)(i\in I)$ を未知数とする次の連立方程式

$\{$

$g(_{S})+v_{i}(s)$ $=$
$a_{i}^{S}+ \sum_{j}pijvj(sS)$

$i=1,$ $\cdots,N$

$v_{\mathit{0}}(s)=0$

(1)

$\{$

$h(s)+w_{i}(s)$ $=$
$b_{i}^{s}+ \sum p_{ij}^{s}wj(s)j$

$i=1,$ $\cdots,N$

$v_{0}(S)=0$

(2)

の解として与えられる。あるいは, 定常分布を用い

$g(s)$ $=$

ざ

$\pi_{i}^{s}a_{j}^{s}$ (3)

$h(s)$ $=$
$\sum_{i}\pi_{ij}^{s}b^{s}$ (4)

$\pi_{j}$ $=$
$\sum_{i}\pi_{i}^{s}p_{ij}\theta$

, $j\in I$ (5)

$\sum_{i}\pi_{i}$
$=$ 1 (6)

で与えられる。以上の記号を用いると我々の問題は次のように表現される。
Object

$\max_{s}g(s)$ (7)

Subject to.

$h(s)\geq\alpha$ $s\in S$ (8)

2.1 混合政策と純政策

本研究では触れていないが、例えば図 1のように制約付き MDP を混合政策の範囲で考えると、理論的に厳密解
が得られることが示されている [1]。 しかし、混合政策は決定を確定的には選ばず、確率的に選ぶ政策である。 し
たがって、意思決定者にとっては純政策の範囲で考える方が現実的であり、取り扱い易いと考えられる。
また、図 1のように混合政策では端点を結ぶ直線と時間平均利得 h の制約値\alpha が交わる点が最適解となる。 しか
し、純政策に限定すると実行可能解は離散的な点上に存在し、時間平均利得 $\mathrm{b}$ の制約値\alpha によっては最適解は端点
を結ぶ直線上にあるとは限らず、組合せ的問題となっている。そのため、理論的に厳密解を得る手段が現在では
存在しない。

3 遺伝アルゴリズムの概要

遺伝アルゴリズムは生物進化の法則と遺伝のメカニズムを工学的に取り入れ最適化アルゴリズムとして構成し
たものである [3]。近年はモダンヒューリステックス [4] として注目されている。
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3.1 遺伝アルゴリズムの概念

生物の各個体は、それぞれ固有の染色体を持ち、染色体は遺伝子の配列で構成されている。同様に、本手法も
染色体と遺伝子に対応する決定と政策から構成され、 以下のステップにより繰り返し計算を行なう [6]。

stepl
世代を $t=0$ とする。 $M$ 個の個体 (政策) をランダムに生成して、初期個体群 $X(0)\text{、}$

$X(\mathrm{O})=\{x_{1}(\mathrm{o}),x2(0),$ $\cdots,x_{M()\}}0$

を設定する。 (但し、各遺伝子は $1\sim K$ の 1O進数表示。)

$\mathrm{s}\mathrm{t}\mathrm{e}\mathrm{p}2$

各個体の適応度 (目的関数の値) を決める。この適応度に依存した–定のルールで個体の淘汰を行なう。 (ル
一レット戦略、エリート保存戦略、 ランク戦略)

$\mathrm{s}\mathrm{t}\mathrm{e}\mathrm{p}3$

一定の確率で交叉、突然変異を行い、新しい個体を生成。子は親と置き変わり新しい世代 $X(t+1)\text{、}$

$X(t+1)=\{x_{1}(t+1),x_{2}(t+1), \cdots, x_{M}(t+1)\}$

が形成される。

$\mathrm{s}\mathrm{t}\mathrm{e}\mathrm{p}4$

終了条件により終了もしくは $t=t+1$ として step2へ戻る。

このアルゴリズムの主要部分は、適応度設定と適応度の高い個体を残す手続き、および新しい個体を生成する手
続きである [7]。すなわち、淘汰が探索の方向を決定するハンドルとなり、交叉や突然変異が探索を進めるエンジ
ンとなっている。これらの手続きが有効に働く時、遺伝アルゴリズムは効力を発揮する。

32 遺伝アルゴリズムの適用法

この節では、制約付きマルコフ決定過程の遺伝アルゴリズムへの導入、各パラメータの設定、及び設定した 3
ケースの適応度について説明する。前節における記号列で表される個体 $x(t)$ がマルコフ決定過程における純政策
$S$ にあたり、遺伝子の長さは状態数 $N+1$ となる。また、遺伝子座垣よ状態 $i$ に対応し、そこに入る遺伝子が、状
態 $i$ での決定極である。以下に、本研究における遺伝アルゴリズムの適用手順について述べる。
現個体群を $U$ とし、対象とする個体 (政策) を 2章で定義した $s$ とする。 まず、 (5) (6) より $\pi_{j}^{s}$ を求め、 (3)

(4) より $g(s)_{\text{、}}h(s)$ を計算し、表現型伍 rs) とする。主な、パラメータを以下に示す。

個体 (政策) s\in Uの表現型 : $(h^{s},g^{S})$

個体の長さ (状態数) : $N+1$

個体数 : $M$

個体 s(\in U) の適応度 : $F^{s}$

淘汰は探索した最良解を破壊しないようにエリート保存戦略を用いた。
また、適応度については次の 3つのケースを設定し、数値実験を行った。

$<\mathrm{C}\mathrm{A}\mathrm{S}\mathrm{E}1>$政策改良法を考慮しない場合
$\mathrm{C}$ A $\mathrm{S}\mathrm{E}1$ は $\mathrm{G}$ Aだけの探索で、時間平均利得 $h$ の制約値\alphaを満たさない個体に対しては、ペナルティーと
して適応度を $0$ にし、次世代の遺伝子として継承しないようにした。ペナルティーとして $h$ と\alpha の乖離度に
応じて適応度を減少さすこともできるが、今回は $\mathrm{G}$ Aのみの探索でどこまで制約付き MDP に適用できる
かを検証するために今回は適応度を $0$ とした。
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$i)$ $h^{s}\geq\alpha$ のとき $F^{s}=g^{s}$

$ii)$ $h^{s}<\alpha$ のとき $F^{s}=0$

$<\mathrm{C}\mathrm{A}\mathrm{S}\mathrm{E}2>$政策改良法+適応度 (目的関数重視)
$\mathrm{C}$ A $\mathrm{S}\mathrm{E}2$ は $\mathrm{G}$ A と政策改良法とのハイブリット型である。グローバルな探索は $\mathrm{G}\mathrm{A}_{\text{、}}$ ローカルな探索は政
策改良法により行なう。ただし、どちらの手法に重点をおくかによって、探索効率は大きく変わることが予
想できる。本研究では、制約 $\mathrm{h}$ の値が\alphaを満たさない個体に対してのみ、政策改良法を用いて、 $\mathrm{h}$ を増加さ
せるような新しい政策を探索する。しかし、ローカル探索に政策改良法を用いた場合、制約 $\mathrm{h}$ の値は増加さ
れても目的関数 $\mathrm{g}$ の値は減少することがある。このような個体を淘汰せずに、次世代に継承すると、制約は
満たしているが、目的関数 $\mathrm{g}$ の値は小さい個体が増加し、個体群の多様性が失われ、局所解に陥る可能性が
高くなる。そこで、探索した新しい政策の評価指標を $\mathrm{h}\mathrm{g}$ 平面の傾き ( $\mathrm{g}$ の増分/h の増分) としている。こ

れにより、 目的関数 $\mathrm{g}$ の値が減少するような個体は淘汰される可能性が高くなり、個体群中の多様性を維持
できる。

$i)$ $h^{s}\geq\alpha$ のとき

$F^{s}=g^{S}$

$ii)$ $g^{s}<\alpha$ のとき

$h^{s}+w_{i}^{s}=b_{i}^{s}+ \sum_{j}p_{ijj}ssw$ を満たす $h^{s_{\text{、}}}w_{i}^{s}$を求める。次に

$b_{i}^{k}+ \sum_{jijj}p^{k}wS$ を最大にする $k^{*}$ を求め、

$F^{s}=(g^{k}$
.

$-g^{S})/(h^{k}$
.

$-hs)$

<CASE3>政策改良法+適応度 (制約条件重視)
$\mathrm{C}$ A $\mathrm{S}\mathrm{E}3$ では、政策改良法により目的関数 $\mathrm{g}$ の値が増加されたときだけ新しい政策を次世代の個体とし
て採用し、政策改良法によっても制約値\alphaを満たしていない個体に対してはペナルティーを課し、次世代で
は淘汰されやすいように設定した。

したがって、 $\mathrm{C}$ A $\mathrm{S}\mathrm{E}2$ よりも政策改良法により探索された個体が次世代に継承される条件は厳しく、 ロー
カルな探索に依存する割合は $\mathrm{C}$ A $\mathrm{S}\mathrm{E}2$ よりも小さい。また、 $\mathrm{C}$ A $\mathrm{S}\mathrm{E}2$ の方法は $\mathrm{h}\mathrm{g}$平面の傾きを適応度
としたため、目的関数値の増加を重視した適応度の設定となるが、 $\mathrm{h}\mathrm{g}$平面の傾きが似通った個体が増加する
ことにより多様性が失われ、局所解に陥る可能性も高くなる。

方、 $\mathrm{C}$ A $\mathrm{S}\mathrm{E}3$ は制約を満たさない個体にはペナルティーを課し、制約条件を重視した適応度の設定とな
るため、制約を満たした個体の生存率は高く、解空間が狭い問題でも効率の悪い探索空間を避けて通ること
が可能となる。その結果、早い世代で制約を満たした解を探索することができる。

$\mathrm{C}$ A $\mathrm{S}\mathrm{E}3$ は $\mathrm{C}$ A $\mathrm{S}\mathrm{E}1$ と $\mathrm{C}$ A $\mathrm{S}\mathrm{E}2$ の性質を合わせ持つような構成となっている。

$i)$ $h^{s}\geq\alpha$ のとき

$F^{s}=g^{s}$

$ii)$ $h^{s}<\alpha$ のとき

$h^{s}+W_{i}^{\theta}=b^{S}i+ \sum_{j}P_{ijj}^{s}Ws$ を満たす $h^{s_{\backslash }}w_{i}^{s}$を求める。次に

$b_{i}^{k}+ \sum_{j}p_{ij^{W_{j}}}^{kS}$ を最大にする $k^{*}$ を求め、

$iia)$ $h^{k}$ \geq \alpha かつ $g^{k}\geq g^{s}$ であれば

$s$ を $k^{*}\text{、}(g^{S}, hs)$ を $(g^{k^{*}}, h^{k})$ に置換え

$F^{s}=g^{k}$
.

$iib)$ $h^{k}$ \geq \alpha かつ $g^{k}<g^{s}$ であれば
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$F^{s}=g^{s}/\beta$ ただし、$\beta>1.0$

$iii)$ $h^{k}<\alpha$ であれば

$F^{s}=0$

4 数値計算例

図 2\sim 図 12は, 個体致 20,状態数;10, 決定致 5, 制約値 $\alpha=20,25,30,40,$ $\beta=2.0$ 直接利得 $\mathrm{a}$, 直接利得 b, 推移確
率を以下の表として, 2種類の時間平均利得 $(\mathrm{h},\mathrm{g})$ を xy平面上に示したものである。
前節で提案した 3つの $\mathrm{C}$ A $\mathrm{S}\mathrm{E}$ について、時間平均利得 b の制約値\alpha を変化させて、数値計算を行ったのでその
結果を示す。
これらの数値計算は全て同じ初期解でいずれも 300世代まで計算した結果である。図 2\sim 図 4は\alpha が 2 $0_{\text{、}}2$

$5_{\text{、}}30_{\text{、}}40$ のときの $\mathrm{C}$ A $\mathrm{S}\mathrm{E}1$ での世代推移における $(\mathrm{h},\mathrm{g})$ の値の変化を示したものである。図中の数字は世
代数を示している。 .

図 5\sim 図 8は $\mathrm{C}$ A $\mathrm{S}\mathrm{E}2$ での世代推移における $(\mathrm{h},\mathrm{g})$の値の変化を示したものである。
図 9\sim 図 12は $\mathrm{C}$ A $\mathrm{S}\mathrm{E}3$ での世代推移における $(\mathrm{h},\mathrm{g})$ の値の変化を示したものである。

5 考察
$\mathrm{C}$ A $\mathrm{S}\mathrm{E}1$ の $\mathrm{G}$ Aだけの探索では予想以上の効果があった。しかし、制約値\alpha の値が大きくなるにつれ、制約を

満たした解を見つけるまでに時間がかかっている。また\alpha $=40$の時には 300世代でも制約を満たした解を探索
することができなかった。

$\mathrm{C}$ A $\mathrm{S}\mathrm{E}2$ の $\mathrm{G}$ A と政策改良法のハイブリッド型では、 $\mathrm{C}$ A $\mathrm{S}\mathrm{E}1$ よりも早期に制約を満たした解を探索して
いることが判る。また、 $\mathrm{C}$ A $\mathrm{S}\mathrm{E}1$ では探索不可能であった\alpha $=40$の時でもわずか 18世代で最適解に到達して
いる。

$\mathrm{C}$ A $\mathrm{S}\mathrm{E}3$ のハイブリット型 $+$適応度にペナルティーを与える $\mathrm{G}$ Aでは、 $\mathrm{C}$ A $\mathrm{S}\mathrm{E}1$ の約半分の世代で $\mathrm{C}$ A $\mathrm{S}$

$\mathrm{E}1$ 同等もしくはそれ以上の探索能力を発揮している。また、 $\alpha=20$の時には $\mathrm{C}$ A $\mathrm{S}\mathrm{E}2$ の方が早く最適解に到
達しているように見えるが実は $\mathrm{C}$ A $\mathrm{S}\mathrm{E}2$ は最適解には到達してはおらず gの値は 167であった。 しかし、 $\mathrm{C}$ A

$\mathrm{S}\mathrm{E}3$ では最適解 g$=16.8$ ($\alpha=25$の時と同じ) に達していた。 また、 300世代以内で $\mathrm{C}$ A $\mathrm{S}\mathrm{E}3$ は\alpha の値がい

ずれの時も最適解に達していた。
これらのことから、 $\mathrm{G}$ Aだけのランダム探索よりも $\mathrm{G}$ A と政策改良法のハイブリット型で構成した探索法の方
が効率的な探索が実現できていることが判る。
時間平均利得 h の制約値\alphaは大きくなるほど、探索空間は小さくなり、実行可能解でさえ探索は困難になる。逆
に、制約値\alpha が小さくなるほど、探索空間は広がり、実行可能解の中から最適解を探索することが困難となる。今
回の数値実験ではどちらの場合でも政策改良法と $\mathrm{G}$ Aのハイブリット型が $\mathrm{G}$ Aだけの探索よりも有効であること
が確認された。
また、前者の場合 $\mathrm{C}$ A $\mathrm{S}\mathrm{E}2$ の設定の方が有効であり、後者の場合 $\mathrm{C}$ A $\mathrm{S}\mathrm{E}3$ の設定の方が有効であろう。い
つれにせよ、制約を満たしていない個体 (政策) を如何に淘汰し、制約を満たした個体から如何に優性な決定を
次世代に継承するかがポイントとなり、個体群内に無駄な探索となる個体を留めないことが重要であると考えら
れる。

6 おわりに

本研究では制約付き MDP 問題について、 $\mathrm{G}$ A と政策改良法のハイブリット型を提案したが、非常に良い結果
が得られた考える。今回は政策改良法は各個体 (政策) に 1回しか行っていないが、繰り返し行えば必ず制約を
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満たす個体を生成することも可能である。これは次回の課題としたい。
適応度の設定方法の違いによって、同じハイブリット型でも $\mathrm{C}$ A $\mathrm{S}\mathrm{E}2,$ $\mathrm{C}$ A $\mathrm{S}\mathrm{E}3$ のように探索過程が異なっ
てくることは興味深い。また、適応度の設定方法は今回の数値実験を行った方法以外にも、様々な方法が考えら
れる。

制約についても、今回は 1つであったが $\mathrm{G}$ Aでは複数の制約も取扱うことが可能である。しかし、 その際には
適応度の設定方法をよく考慮しておかないと効率的な探索は行えないであろう。
今後、 これらの課題についても研究を継続していきたい。
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制祠 1但 $\alpha$ 利得 $\mathrm{h}$

図 1: 混合政策と純正策での最適化 図 3: CASEI $(h\geq 25)$での $(\mathrm{h},\mathrm{g})$ の変化
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図 2: CASEI$(h\geq 20)$ での $(\mathrm{h},\mathrm{g})$ の変化 図 4: CASEI$(h\geq 30)$ での $(\mathrm{h},\mathrm{g})$ の変化
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$\mathrm{G}\mathrm{A}+$政策改善法 $(\mathrm{h}\geqq 2\mathrm{O}$
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図 5: $\mathrm{C}\mathrm{A}\mathrm{S}\mathrm{E}2(h\geq 20)$ での $(\mathrm{h},\mathrm{g})$ の変化 図 7: $\mathrm{C}\mathrm{A}\mathrm{S}\mathrm{E}2(h\geq 30)$ での $(\mathrm{h},\mathrm{g})$ の変化

図 6: $\mathrm{C}\mathrm{A}\mathrm{S}\mathrm{E}2(h\geq 25)$ での $(\mathrm{h},\mathrm{g})$ の変化 図 8: $\mathrm{C}\mathrm{A}\mathrm{S}\mathrm{E}2(h\geq 40)$ での $(\mathrm{h},\mathrm{g})$ の変化
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図 9: $\mathrm{C}\mathrm{A}\mathrm{S}\mathrm{E}3(h\geq 20)$ での $(\mathrm{h},\mathrm{g})$ の変化 図 11: $\mathrm{C}\mathrm{A}\mathrm{S}\mathrm{E}3(h\geq 30)$での $(\mathrm{h},\mathrm{g})$ の変化
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図 10: $\mathrm{C}\mathrm{A}\mathrm{S}\mathrm{E}3(h\geq 25)$ での $(\mathrm{h},\mathrm{g})$ の変化 図 12: $\mathrm{C}\mathrm{A}\mathrm{S}\mathrm{E}3(h\geq 40)$ での $(\mathrm{h},\mathrm{g})$ の変化
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